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Kurzzusammenfassung

Planerkennung bedeutet, aus den beobachteten Aktionen eines Agenten auf dessen
Pléne zu schliefen. Das Wissen um diese Pline — und damit die Intentionen und Ziele
des Agenten — bildet beispielsweise die Grundlage fiir eine der aktuellen Situation an-
gemessene Unterstiitzung durch ein intelligentes Hilfesystem. Sind nun mehrere Plan-
hypothesen mit allen Beobachtungen kompatibel, so ist es notwendig, die Qualitdt der
vorhandenen Alternativen beurteilen zu kénnen. Die vorliegende Arbeit stellt einen
Ansatz zur Bewertung von Planhypothesen auf der formalen Basis der Dempster-
Shafer Theorie vor, der sowohl in der Lage ist, unsichere Evidenzen von mehreren
Beobachtern zu verarbeiten, als auch agentenspezifische Information in Form eines
quantitativen Benutzermodells zu beriicksichtigen. Um diesem Ansatz eine formale
semantische Basis zu verleihen, wird eine auf einer epistemischen Modallogik beru-
hende wahrscheinlichkeitstheoretische Charakterisierung der Dempster-Shafer Theorie
fiir den Fall regelbasierter Systeme erweitert.

Abstract

Plan recognition means to infer an agent’s plans by observing his actions. In an
intelligent help system, for example, knowing about the agent’s plan forms the basis for
offering adequate support respecting his current situation and intentions. In case more
than one plan hypothesis proved compatible with all the observations, the quality of
these alternatives has to be assessed. This work presents an approach to the assessment
of plan hypotheses on the formal basis of Dempster-Shafer Theory. It can both work
with uncertain evidence from multiple observers and take into account agent specific
information contained in a quantitative user model. This approach is given a formal
semantics by extending a probabilistic characterization of Dempster-Shafer Theory
based on an epistemic modal logic.



Zusammenfassung

Planerkennung, d.h. die Ableitung der Intentionen und Ziele eines Agenten aus der
Beobachtung seines Verhaltens, ist eine zentrale Aufgabe in vielen verschiedenen An-
wendungsgebieten der Kiinstlichen Intelligenz. Zu diesen zidhlen das Feld der Mensch-
Maschine-Interaktion (HCI), das Verstehen natiirlicher Sprache, Benutzer- und Stu-
dentenmodellierung, Multiagentensysteme und das Verstehen von Programmen.

Die vorliegende Arbeit ist im Bereich von Planerkennung und Benutzermodel-
lierung anzusiedeln. Deren Ziel ist es, Annahmen iiber alle Aspekte eines Agenten,
die fiir das Systemverhalten relevant sind, zu generieren, explizit zu modellieren und
gegebenenfalls zu aktualisieren.

Unter der prinzipiellen Annahme eines zielgerichteten Verhaltens eines zu beob-
achtenden Agenten oder Systembenutzers bestehen zwei Arten der Interaktion zwi-
schen einer Planerkennungs- und einer Benutzermodellierungskomponente. Einerseits
erleichtert das Wissen um das typische Verhalten des Benutzers die Erkennung sei-
nes aktuellen Planes, wenn man diese Information als Fokussierungshilfe wihrend des
Erkennungsprozesses verwendet. Dieser Aspekt wird in der vorliegenden Arbeit von
grundlegender Bedeutung sein. Andererseits liefert die Planerkennung Erkenntnisse
iiber die Ziele und Préferenzen des Benutzers, die zur Aktualisierung des Benutzer-
modells verwendet werden kénnen.

Ein Beispiel fiir solche agentenspezifische Information, die sich sowohl aus der
beobachteten Interaktion aufgrund der erkannten Pléne ableiten 148t, als auch zur
Einschrinkung der Menge der plausiblen Planhypothesen verwendet werden kann,
sind Daten bzgl. der Intentionen, Fahigkeiten und des Wissensstandes des Benutzers.
Weiterhin fallen in diese Kategorie das Wissen iiber bestimmte “Attributwertpriferen-
zen”, die Vorlieben eines Agenten hinsichtlich bestimmter Parameter seines Handelns
reprisentieren und quantitative Information bzgl. des typischen Benutzerverhaltens.

Vorteilhaft im letzten Fall ist die Tatsache, dafl diese Art der Information ein
addquates Mittel darstellt, die “Qualitdt” von Planhypothesen im Sinne ihrer Ange-
messenheit als Beschreibung des aktuellen Benutzerverhaltens zu représentieren. So-
mit kann in ambigen Situationen, in denen der aktuell verfolgte Plan nicht eindeutig
aufgrund der beobachteten Aktionen allein identifiziert werden kann, eine Rangord-
nung unter den verbleibenden Alternativen berechnet und eines der grundlegenden
Problem vieler Planerkennungsansitze behoben werden. Viele Planerkenner unterhal-
ten namlich lediglich eine Menge aller Planhypothesen, die mit den bisherigen Beob-
achtungen kompatibel waren und alle als gleichermaflen plausible Erklarung fiir das
Verhalten des Agenten betrachtet werden.

Verwendet man nun ein quantitatives Benutzermodell, das die “Wahrscheinlich-
keit” verschiedener Plane im Verhalten des betreffenden Benutzers widerspiegelt, so
kann eine Fokussierung auf diejenigen Hypothesen vorgenommen werden, die dem ty-
pischen Verhalten dieses Benutzers am néichsten kommen. Somit kann der einfachen
Tatsache Rechnung getragen werden, dafl verschiedene Personen sich selbst bei glei-
cher Zielsetzung i.a. unterschiedlich verhalten, so dafl derselbe Plan mehr oder weniger



gut zur Beschreibung dieses Verhaltens geeignet ist.

Die vorliegende Arbeit stellt einen Ansatz zur Integration des Schlieflens unter
Unsicherheit in die Planerkennung vor. Es werden Methoden entwickelt, die die quan-
titative Bewertung der “Qualitit” der verschiedenen Planhypothesen erlauben. Die
Basis fiir eine solche Bewertung bildet eine Sammlung (statistischer) Daten, die das
Verhalten eines oder mehrerer Agenten innerhalb einer gegebenen Doméne beschrei-
ben. Ziel ist es, gerade diejenigen Hypothesen zu bevorzugen, d.h. mit einem hoheren
Wert zu markieren, die dem bisherigen Verhalten des zur Zeit beobachteten Agen-
ten am besten entsprechen und daher — gemessen an der zur Verfiigung stehenden
Information — am “wahrscheinlichsten” sind. Die Berechnung einer dieses Kriteri-
um erfiillenden Hypothesenbewertung kann unter anderem dazu verwendet werden,
duflerst schlecht bewertete Hypothesen friihzeitig zu verwerfen oder zumindest ihre
weitere Betrachtung vorerst zuriickzustellen sowie die “beste(n)” Hypothese(n) aus-
zuwéhlen, um etwa in Hilfesystemen aktive oder passive Hilfeleistung gezielt anbieten
zu konnen.

Der vorgestellte Ansatz zielt darauf ab, Représentations- und Schluflfolgerungs-
mechanismen zur Verfiigung zu stellen, die den grundlegenden Anspriichen moglichst
aller Planerkennungssysteme geniigen, so dafl deren Funktionalitit durch die hier vor-
gestellten generischen Methoden erweitert werden kann.

Die formale Basis des Ansatzes bildet die Dempster-Shafer Theorie (DST), die als
eine Verallgemeinerung der klassischen Wahrscheinlichkeitstheorie betrachtet werden
kann. Neben unsicherem Wissen kann die DST auch das Fehlen von Information, also
partielle oder sogar totale Unwissenheit explizit repréisentieren und bei Berechnungen
beriicksichtigen. Aus diesem Grund ist sie zur Modellierung des Verhaltens eines Agen-
tens besonders geeignet, da die dariiber zur Verfiigung stehende Information inh&rent
unsicher und in den meisten Féllen unvollsténdig ist.

Um diesem Planerkennungsansatz eine formale semantische Basis zu verleihen,
wird die von Ruspini entwickelte Theorie des evidenzbasierten Schlielens um ein Kon-
strukt zur Repréisentation von Regeln erweitert, wodurch auf der Basis einer epistemi-
schen Modallogik eine Einbettung in die klassische Wahrscheinlichkeitstheorie erreicht
wird.

Dariiberhinaus stellt diese Arbeit einen neuen Approximationsalgorithmus fiir die
DST vor, der die exponentielle Komplexitéit der durchzufiihrenden Berechnungen um-
geht, und vergleicht diesen empirisch mit bereits existierenden Verfahren. Die Aus-
wertung der Ergebnisse erlaubt die Bewertung der Eignung dieser Algorithmen fiir
unterschiedliche Anwendungsbereiche.

Die hier vorgelegte Arbeit entstand im Rahmen der am DFKI durchgefiihrten
Forschungsprojekte PHI und RAP. Die Beschreibung der Integration der vorgestell-
ten Konzepte in das jeweilige Gesamtsystem beschliefit die Beschreibung des neuen
Planerkennungsansatzes.



Summary

Plan recognition, i.e. inferring an agent’s intentions and goals by observing his be-
havior, is a crucial task in many application areas of AI. These include the fields
of human-computer interaction, natural language understanding, user and student
modeling, multi agent systems, and program understanding.

The work presented here intersects with plan recognition and user modeling. The
latter aims at the generation, explicit modeling, and update of all aspects of an agent
that might be relevant to the system behavior.

Assuming a goal-oriented behavior of the agent or system user to be observed, two
kinds of interaction exist between a plan recognition and a user modeling component.
One the one hand, knowledge about a user’s typical behavior can be used as a focusing
aid during the recognition process, thus facilitating the identification of his current
plan. This aspect will be of fundamental importance for the approach to be presented.
On the other hand, plan recognition yields information about the user’s goals and
preferences that can be used to update the user model.

For example, information about a user’s intentions, capabilities, and expertise
can both be inferred from recognized plans and used to restrict the set of plausible
plan hypotheses. Further examples include knowledge about a user’s “attribute-value
preferences” —representing preferences regarding the values of certain parameters of
the user’s acting—and quantitative information about his typical behavior.

If the latter is used as a measure of the “quality” of a plan hypothesis in the
sense of its appropriateness as a description of the user’s current behavior, it allows
a ranking of all plan hypotheses to be computed whenever the user’s actual plan
cannot be uniquely identified on the basis of his observed behavior only. Thus one
of the central problems of many approaches to plan recognition can be solved—the
absence of a criterion to assess the plausibility of competing hypotheses in ambiguous
situations.

A quantitative user model representing the “likelihood” of various plans within a
certain user’s behavior can thus be used to focus on hypotheses corresponding to this
person’s typical individual behavior. This reflects the fact that different persons tend
to behave in different ways even when trying to accomplish the same goals and the
quality of a hypothesis crucially depends on each person’s peculiarities.

The approach to be presented integrates techniques of reasoning under uncertainty
into plan recognition. Methods will be described that allow the quality of a plan
hypothesis to be assessed quantitatively. A collection of (statistical) data representing
a user’s behavior in a given domain forms the basis for such an assessment. The aim
is to prefer hypotheses that best match his former behavior as these are considered
more likely than others, given the information available. Besides selecting the “best”
hypothesis—e.g. to offer adequate support in a help system—the computation of a
hypothesis assessment satisfying this criterion can be used to reject alternatives with
extremely low values or at least defer their further consideration.

Representation means and inference mechanisms are provided that allow the com-



bination with most existing plan recognition systems, thus extending their respective
functionalities.

The Dempster-Shafer Theory (DST) provides the formal basis for this new ap-
proach to plan recognition. It can be considered an extension of classical probability
theory and is able to represent and deal with both uncertain and incomplete informa-
tion. This fact makes DST especially suited to user modeling tasks where the available
information is inherently uncertain and almost always only partially available.

Ruspini’s theory of evidential reasoning is extended by a syntactic means to re-
present rules. This allows plan recognition to be embedded into classical probability
theory by modeling the reasoning processes in an epistemic modal logic.

Additionally a new approximation algorithm for DST is presented that aims at
avoiding the exponential complexity of the computations to be executed. In an em-
pirical test it is compared with existing approximation methods, thus allowing their
appropriateness to be assessed for various applications.

Most of this work was done as part of the DFKI projects PHI and RAP. A des-
cription of how the concepts presented are integrated in the respective overall systems
concludes this account.
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Kapitel 1

Einleitung

Planerkennung, d.h. die Ableitung der Intentionen und Ziele eines Agenten aus der
Beobachtung seines Verhaltens, ist eine zentrale Aufgabe in vielen verschiedenen An-
wendungsgebieten der Kiinstlichen Intelligenz. Zu diesen zdhlen das Feld der Mensch-
Maschine-Interaktion (HCI), das Verstehen natiirlicher Sprache, Benutzer- und Stu-
dentenmodellierung, Multiagentensysteme und das Verstehen von Programmen. Ent-
sprechend vielfiltig sind die Beriihrungspunkte mit unterschiedlichen Disziplinen der
KI, die einerseits von den existierenden Planerkennungstechniken profitieren, ande-
rerseits aber auch zu deren Weiterentwicklung beitragen. Diese umfassen die meisten
Teilgebiete der KI wie Planen, Wissensreprésentation, Verarbeitung natiirlicher Spra-
che und Benutzermodellierung, aber auch temporales Schlielen, Deduktion, Abduk-
tion und Schliefen unter Unsicherheit (siche dazu auch [Bauer, 1995b]).

Von all diesen Gebieten besteht eine besonders enge Verbindung zur Benutzermo-
dellierung, deren Ziel es ist, Annahmen iiber alle Aspekte eines Agenten, die fiir das
Systemverhalten relevant sind, zu generieren, explizit zu modellieren und gegebenen-
falls zu aktualisieren (siehe dazu auch [Wahlster und Kobsa, 1986]). Nach [Kass und
Finin, 1991] bené&tigt ein System ein Benutzermodell zumindest in folgenden Fillen.

e Wenn das System versucht, adaptiv zu sein, d.h. den Benutzer unter Beriicksich-
tigung seiner Priferenzen und aktuellen Ziele zu unterstiitzen, indem beispiels-
weise die Benutzerschnittstelle umorganisiert (siehe z.B. [Goodman und Litman,
1992]) oder die vom System generierten Antworten an die aktuellen Bediirfnisse
angepafit werden (wie etwa in [Paris, 1988]).

e Wenn das System Verantwortung fiir den Erfolg der aktuellen Interaktion iiber-
nimmt oder diese mit dem Benutzer teilt. Im Gegensatz dazu sind interaktive
Systeme zu sehen, bei denen der Benutzer alleine fiir das vom System produzier-
te Ergebnis verantwortlich ist. In letztere Klasse fallen die meisten “herkémm-
lichen” Softwareanwendungen wie Textverarbeitung.

e Wenn die Klasse der potentiellen Benutzer oder seiner Verwendungsmoglich-
keiten sehr vielfaltig ist. Hier spielt der Aspekt der gezielten Hilfe durch das
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System unter Beriicksichtigung des Wissens und der Ziele einzelner Benutzer
(oder Klassen von Benutzern) eine entscheidende Rolle.

Dies 148t sich zusammenfassen durch

“In general, an interactive system may need to reason about a user’s be-
liefs, goals and plans, preferences and attitudes, or capabilities to under-
stand his or her actions and control the system’s own behavior.” [Kass
und Finin, 1991]

Um nun bei diesen verschiedenen Aufgabenstellungen nicht auf die Verwendung
eines statischen Benutzermodells angewiesen zu sein, das eine iiber einen ldngeren
Zeitraum erworbene Beschreibung des Wissens des Benutzers, seiner Priferenzen und
Ziele beinhaltet, kann die Planerkennung verwendet werden, die Verbindung zur ak-
tuellen Situation des Benutzers herzustellen. Durch die Ableitung seiner momentanen
Ziele und Pliéne aus der Beobachtung seiner Aktionen — beispielsweise der Interaktion
mit einer Softwareanwendung — konnen die oben erlduterten Dienstleistungen des
Systems wie Adaption kontextsensitiv, d.h. unter Beriicksichtigung der momentanen
Anforderungen, erbracht werden.

Unter der prinzipiellen Annahme eines zielgerichteten Verhaltens eines zu beob-
achtenden Agenten oder Systembenutzers bestehen zwei Arten der Interaktion zwi-
schen einer Planerkennungs- und einer Benutzermodellierungskomponente. Einerseits
erleichtert das Wissen um das typische Verhalten des Benutzers die Erkennung sei-
nes aktuellen Planes, wenn man diese Information als Fokussierungshilfe wihrend des
Erkennungsprozesses verwendet. Dieser Aspekt wird in der vorliegenden Arbeit von
grundlegender Bedeutung sein. Andererseits liefert die Planerkennung Erkenntnisse
iiber die Ziele und Préferenzen des Benutzers, die zur Aktualisierung des Benutzer-
modells verwendet werden kénnen.

Ein Beispiel fiir solche agentenspezifische Information, die sich sowohl aus der
beobachteten Interaktion aufgrund der erkannten Pléne ableiten 148t, als auch zur
Einschréinkung der Menge der plausiblen Planhypothesen verwendet werden kann,
sind Daten bzgl. der Intentionen, Fahigkeiten und des Wissensstandes des Benut-
zers (wie beispielsweise in [Ardissono und Sestero, 1996; Ardissono, 1996]). Weiterhin
fallen in diese Kategorie das Wissen iiber bestimmte “Attributwertpréferenzen”, die
Vorlieben eines Agenten hinsichtlich bestimmter Parameter seines Handelns reprisen-
tieren (siehe dazu [Elzer et al., 1994]) und quantitative Information bzgl. des typischen
Benutzerverhaltens (siche etwa [Bauer, 1995al).

Vorteilhaft im letzten Fall ist die Tatsache, dafl diese Art der Information ein
addquates Mittel darstellt, die “Qualitdt” von Planhypothesen im Sinne ihrer Ange-
messenheit als Beschreibung des aktuellen Benutzerverhaltens zu représentieren. So-
mit kann in ambigen Situationen, in denen der aktuell verfolgte Plan nicht eindeutig
aufgrund der beobachteten Aktionen allein identifiziert werden kann, eine Rangord-
nung unter den verbleibenden Alternativen berechnet und eines der grundlegenden



Kapitel 1: Einleitung 3

Probleme vieler Planerkennungsansétze behoben werden. Viele Planerkenner unter-
halten ndmlich lediglich eine Menge aller Planhypothesen, die mit den bisherigen
Beobachtungen kompatibel waren und alle als gleichermaflen plausible Erklarung fiir
das Verhalten des Agenten betrachtet werden.

Verwendet man nun ein quantitatives Benutzermodell, das die “Wahrscheinlich-
keit” verschiedener Pline im Verhalten des betreffenden Benutzers widerspiegelt, so
kann eine Fokussierung auf diejenigen Hypothesen vorgenommen werden, die dem ty-
pischen Verhalten dieses Benutzers am nichsten kommen. Somit kann der einfachen
Tatsache Rechnung getragen werden, dafl verschiedene Personen sich selbst bei glei-
cher Zielsetzung i.a. unterschiedlich verhalten, so dafl derselbe Plan mehr oder weniger
gut zur Beschreibung dieses Verhaltens geeignet ist.

Die vorliegende Arbeit stellt einen Ansatz zur Integration des Schliefens unter
Unsicherheit in die Planerkennung vor. Es werden Methoden entwickelt, die die quan-
titative Bewertung der “Qualitdt” der verschiedenen Planhypothesen erlauben. Die
Basis fiir eine solche Bewertung bildet eine Sammlung (statistischer) Daten, die das
Verhalten eines oder mehrerer Agenten innerhalb einer gegebenen Doméne beschrei-
ben. Ziel ist es, gerade diejenigen Hypothesen zu bevorzugen, d.h. mit einem héheren
Wert zu markieren, die dem bisherigen Verhalten des zur Zeit beobachteten Agen-
ten am besten entsprechen und daher — gemessen an der zur Verfiigung stehenden
Information — am “wahrscheinlichsten” sind. Die Berechnung einer dieses Kriteri-
um erfiillenden Hypothesenbewertung kann unter anderem dazu verwendet werden,
duBerst schlecht bewertete Hypothesen friihzeitig zu verwerfen oder zumindest ihre
weitere Betrachtung vorerst zuriickzustellen sowie die “beste(n)” Hypothese(n) aus-
zuwihlen, um etwa in Hilfesystemen aktive oder passive Hilfeleistung gezielt anbieten
zu kénnen.

Der vorgestellte Ansatz zielt darauf ab, Représentations- und Schlufifolgerungs-
mechanismen zur Verfiigung zu stellen, die den grundlegenden Anspriichen moglichst
aller Planerkennungssysteme geniigen, so dafl deren Funktionalitdt durch die hier vor-
gestellten generischen Methoden erweitert werden kann.

Der Rest dieses Kapitels stellt zunéchst das Forschungsgebiet der Planerkennung
mit seinen grundlegenden Arbeiten und neuesten Trends vor. Die Gliederung der
Arbeit und kurze Ubersichten zu den einzelnen Abschnitten beenden dieses Kapitel.

1.1 Planerkennung

Planerkennung bedeutet, aus den beobachteten Aktionen oder AuBerungen eines Agen-
ten auf dessen Pldne, Intentionen und Ziele zu schlieflen. Sie spielt in vielen verschie-
denen Gebieten der KI eine zentrale Rolle. So bildet Planerkennung im Umfeld der
Mensch-Maschine-Kommunikation und Helpware die Grundlage fiir qualifizierte Hilfe
fiir die Anwender komplexer Softwaresysteme (z.B. [Hecking et al., 1988; Goodman
und Litman, 1992; Mayfield, 1992; Thies und Berger, 1992; Bauer und Paul, 1993;
Bauer et al., 1993]). Im Bereich des Verstehens natiirlicher Sprache unterstiitzt sie die
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Interpretation und Disambiguierung von AuBerungen, beispielsweise in Beratungs-
systemen (z.B. [Myers, 1989; Carberry, 1990a; Carberry, 1990b; Carberry, 1990c;
Raskutti und Zukerman, 1991a; Raskutti und Zukerman, 1991b]). Weitere Anwendun-
gen umfassen das Geschichtenverstehen (z.B. [Charniak und Goldman, 1989; Charniak
und Goldman, 1993]), Generierung und Aktualisierung von Benutzer- und Studenten-
modellen (z.B. [Wu, 1991; Ardissono et al., 1994]), Programmerkennung (z.B. [Wills,
1990]) sowie Multiagentenszenarien, in denen Planerkennung etwa zur Aufdeckung
von Zielkonflikten und Maoglichkeiten zur Zusammenarbeit eingesetzt werden kann
(z.B. [Huber und Durfee, 1992; Huber und Durfee, 1993]).

Der Rest dieses Abschnitts beschreibt kurz die grundlegenden Arbeiten, die die
Forschung auf dem Gebiet der Planerkennung wesentlich beeinflufit haben, sowie die
aktuellen Trends. [Schmidt et al., 1978] beleuchtet die psychologische Seite, bei der es
um die Untersuchung des Prozesses geht, mit dem ein Beobachter einer linear geord-
neten Folge von Ereignissen oder Aktionen eine intentionale Interpretation zuordnet.
Zentraler Punkt ist die Definition des “Planerkennungsproblems” als

“[...] to take as input a sequence of actions performed by an actor and to
infer the goal pursued by the actor and also to organize the action sequence
in terms of a plan structure.”

Mittels psychologischer Studien wird nachgewiesen, dal menschliche Beobachter prin-
zipiell in der Lage sind, Planerkennung in diesem Sinne zu betreiben, und daf} diese
im alltdglichen Leben auch tatsichlich angewandt wird. Das vorgestellte System BE-
LIEVER versucht auf der Basis

e cines Personenmodells, das Wissen, Glauben, Absichten usw. des Agenten enthélt,
e cines Weltmodells, das die giiltigen Fakten iiber die Welt beschreibt, sowie
e cines Planmodells, in dem generisches Planungswissen gespeichert ist,

die aktuell beobachtete Aktionssequenz mit Hilfe eines Plangenerierers auf eine soge-
nannte Erwartungsstruktur abzubilden, die die intentionale Struktur des beobachteten
Verhaltens widerspiegelt.

Die wichtigsten Arbeiten, die die formalen Grundlagen der Planerkennung in ei-
nem logischen Rahmen beschreiben und insbesondere durch die exakte Definition von
Planhierarchien, Abstraktions- und Dekompositionsbeziehungen zwischen Plédnen die
Mehrzahl der nachfolgenden Ansétze beeinfluiten, stammen von Henry Kautz und
James Allen [Kautz und Allen, 1986; Kautz, 1987; Kautz, 1991]. Basis der Planerken-
nung ist dabei eine priadikatenlogische Theorie, die eine solche Planhierarchie mit allen
wesentlichen Aspekten beschreibt, und die durch mehrfache Anwendung von Circum-
scription [McCarthy, 1980] abgeschlossen wird. Dies bedeutet, dal das beschriebene
Wissen unter verschiedenen Gesichtspunkten als vollstindig betrachtet wird, wodurch
es moglich ist, beobachtete Aktionen durch Deduktionen mit den Planhierarchie-
Axiomen in (abstrakte) Pline einzuordnen (d.h. diese als Theoreme abzuleiten). Eine
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konkrete Implementierung eines Planerkennungssystems auf der Basis dieser Theorie
wird in den Abschnitten 6.2.1.2 bis 6.2.1.4 im Zusammenhang mit der Kopplung mit
den in dieser Arbeit vorgestellten Methoden beschrieben. Verwandte Arbeiten, die die-
ser “Schule” der Planerkennung zuzurechnen sind, sind beispielsweise [Wobcke, 1988;
Hecking, 1993].

Viele Planerkennungsansitze sind dadurch charakterisiert, dafl die zur Verfiigung
stehenden Planbibliotheken eine Art Grammatik fiir Pline definieren. Beobachtete
Aktionen geméfl dieser Grammatik zu klassifizieren, kann dann als eine Parsing-
Aufgabe betrachtet werden. Dies trifft auch auf den Kautz’schen Ansatz zu, wie in
[Vilain, 1990] erliutert wird. Zu dieser Klasse von Planerkennern sind auch solche
zu zidhlen, bei denen die Plandekompositionen die Form endlicher Automaten an-
nehmen. Hier wird ein Eingabestring von Aktionen als Instanz eines bestimmten
Planes erkannt, wenn durch diese Eingabe ein Endzustand innerhalb des Automa-
ten erreicht wird, wenn die Beobachtungen also zu der durch den Automaten defi-
nierten “Plansprache” gehoren. Zu diesen Ansitzen sind u.a. [Hecking et al., 1988;
Bauer et al., 1988; Retz-Schmidt, 1988; Retz-Schmidt, 1991], im weitesten Sinne aber
auch neuere Arbeiten wie [Devanbu und Litman, 1991; Weida und Litman, 1992] (s.u.)
zu zihlen. Eine Ubersicht iiber die Grundlagen der Planerkennung als Parsing findet
sich in [Vilain, 1990].

Die neuesten Entwicklungen in der Planerkennung lassen sich grob in folgende
Kategorien unterteilen, wobei auch Mischformen auftreten:

1. Abduktive Ansétze

2. Planerkennung als Constrainterfiillungsproblem
3. Planerkennung mit terminologischen Logiken

4. Planerkennung als maschinelles Lernen

5. Integration numerischer Verfahren

zu 1.: Abduktive Verfahren versuchen, Beobachtungen zu erkliren, indem bestimmte
abduzible Hypothesen gesucht werden, deren Auftreten das beobachtete Phinomen
verursachen.! Die grundlegende Schluf$folgerungsregel der Abduktion

B, a—= s

«

erlaubt, vom Auftreten eines “Symptoms” [ auf eine moégliche Ursache oder Erklarung
a zu schlielen. Bezogen auf die Planerkennung bedeutet dies, ausgehend von einer
beobachteten Aktion (hier ) eines Agenten auf solche Pline zu schlieflen, die diese
Aktionen als Bestandteil ihrer funktionalen Dekomposition beinhalten (hier représen-
tiert durch die Implikationsbeziehung zwischen dem “Plan” o und 3). Insofern liegt es

1Ein Uberblick iiber Abduktion im allgemeinen findet sich in [Paul, 1993].
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nahe, Planerkennung als ein inhérent abduktives Problem zu betrachten (siehe dazu
auch [Shanahan, 1989]). Dies steht im Gegensatz zur rein deduktiven Sichtweise des
Ansatzes von Kautz.

Zu den abduktiven Planerkennungsansiitzen zihlen die Arbeiten [Appelt und Pol-
lack, 1990], bei der die Kosten einzelner abduktiver Schritte beriicksichtigt werden,
um die wahrscheinlichste Hypothese auswéhlen zu konnen, sowie der im Rahmen des
Projektes PHI am DFKI entwickelte Ansatz der temporalen Abduktion, der in der
Planungslogik LLP représentierte Pldne inkrementell erkennen kann (siehe dazu auch
Abschnitt 7.3).

In [Weern, 1994] wird ein neuer Ansatz zur abduktiven Planerkennung vorgestellt
(“PID”), der es ermoglicht, verschiedene Optimalitdtskriterien bzgl. moglicher Er-
klarungen zu beriicksichtigen. Prinzipiell wird hier nicht vorausgesetzt, dafl alle Be-
obachtungen durch einen Plan erkldrt werden miissen. Die Frage, was erkliart werden
soll, hingt vom jeweiligen Kontext und dem vorgesehenen Verwendungszweck der Er-
klarung ab.

zu 2.: Eine neue Sichtweise auf die Planerkennung findet sich in [Hong, 1993; Hong,
1994]. Der Anspruch dieser Arbeiten besteht darin, durch eine detailliertere Beschrei-
bung der Relationen zwischen Aktionen und Pldnen zu besseren Erkennungsergeb-
nissen zu gelangen als dies bei Kautz der Fall ist. Die sich durch diese groflere Men-
ge an Constraints ergebenden stérkeren Einschrinkungen hinsichtlich der méglichen
zukiinftigen Aktionen des Benutzers sollen schneller zur eindeutigen Identifizierung
eines Planes fiihren.

Grundlage fiir die Erkennung ist eine sogenannte “Aktionshierarchie”, die neben
der Dekomposition von Plinen in Aktionen auch Informationen bzgl. “Generierungs-"
und “Enablement”-Relationen beinhaltet. Dabei generiert beispielsweise das Drehen
des Autoschliissels das Starten des Wagens. Auf der Planebene entspricht eine solche
Relation im wesentlichen der iiblichen Abstraktionsbeziehung. “Enablement” hinge-
gen bedeutet, dafl das Ausfiihren einer Aktion A einen Teil der notwendigen Voraus-
setzungen zur Ausfilhrung einer Aktion B erzeugt. Vor Beginn der Planerkennung
wird eine solche Hierarchie dhnlich wie in [Kautz und Allen, 1986] mittels Circum-
scription “abgeschlossen”, so dafi deduktive Schluflfolgerungen “in beiden Richtungen”
ermoglicht werden.

Werden nun konkrete Aktionen beobachtet, so wird in einem ersten Schritt durch
Propagierung der Generierungsconstraints eine initiale “Planhierarchie” aufgebaut,
die den jeweils aktuellen Zustand der Hypothesenmenge widerspiegelt. Durch An-
wendung von Dekompositionsaxiomen werden davon ausgehend Plédne hypothetisiert,
die mogliche Kandidaten fiir die Erklarung der beobachteten Aktionen sind. Dabei
konnen u.U. weitere Aktionen, die nicht iiber ein Generierungsconstraint mit diesen
Plénen verbunden werden konnten, in diese eingegliedert werden. Schlielich wird ver-
sucht, die verbleibenden Aktionen durch Ausnutzung von “Enablement”-Information
in diese Planhierarchie einzugliedern, indem diese als Voraussetzung fiir eine erwarte-
te Aktion innerhalb einer aktuellen Planhypothese betrachtet werden. Den Abschluf}
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bildet die Uberpriifung aller temporalen Constraints zwischen den Elementen der so
aufgebauten Planhierarchie sowie der sogenannte “Plan Checker”, der iiberpriift, ob
ein Plan bereits vollstindig durch die beobachteten Aktionen und die daraus abgelei-
tete Information beschrieben wird.

Es wird nicht substantiiert dargelegt, inwiefern das urspriingliche Ziel der exak-
teren Identifizierung einzelner Pldne anstelle minimaler Planmengen wie bei Kautz
erreicht wurde.

zu 3.: Wihrend die meisten der bisher erwidhnten Ansétze Plidne durch eine Menge
priadikatenlogischer Formeln reprisentieren, die sowohl Dekompositions-, als auch Ab-
straktionsbeziehungen explizit darstellen, basieren einige neuere Arbeiten auf termi-
nologischen Wissensreprisentationssystemen (TKRs). Beispiele hierfiir sind [Devanbu
und Litman, 1991; Weida und Litman, 1992; Weida und Litman, 1994; Weida, 1995].

Das in [Devanbu und Litman, 1991] vorgestellte CLASP System erweitert konven-
tionelle TKRs derart, dafl temporale und strukturelle Beziehungen zwischen Aktionen
reprasentiert und diese somit zu Pldnen zusammengefafit werden kénnen. Subsump-
tion und Klassifikation von Planen auf der Basis “konventioneller” Termsubsumption
erlauben die automatische Erstellung von Planhierarchien.

In [Weida und Litman, 1992] werden Pline als sogenannte “Constraint Networks”
dargestellt, die ebenfalls temporale und strukturelle Beziehungen zwischen Aktionen
darstellen. Das System T-REX organisiert diese in Form “terminologischer Planbiblio-
theken.” Planerkennung bedeutet in diesem Kontext, die aktuellen Beobachtungen
ebenfalls in ein solches Constraint Network zu iibersetzen und die so gewonnene In-
stanz bzgl. der gegebenen Planbibliothek zu “realisieren”, d.h. diejenigen Plédne zu
finden, zu denen die Beobachtungen “passen.” Als Seiteneffekt ergibt sich dabei ei-
ne Dreiteilung der Planbibliothek in unmdgliche, mdgliche und notwendige Konzepte,
je nachdem, wie hoch der Grad der Ubereinstimmung der Beobachtungen mit den
entsprechenden Plénen ist.

Eine zusitzliche Erweiterung wird in [Weida und Litman, 1994] beschrieben. Die
sogenannten QME Networks (“qualitative, metric and equality”) sind in der Lage,
aufler qualitativen zeitlichen Relationen auch metrische Information bzgl. Anfangs-
und Endzeitpunkt von Zeitintervallen sowie Gleichheitsconstraints zwischen Rollen
verschiedener Konzepte zu reprisentieren und bei Inferenzen zu beriicksichtigen.

Ein dhnlicher Ansatz zur Reprisentation von Plénen in einer terminologischen Lo-
gik wird auch im System RAT (“Representation of Actions in Terminological Logics”)
[Wahlster et al., 1993] und dessen Erweiterung zur Behandlung temporaler Constraints
[André und Rist, 1996] verfolgt. Der Schwerpunkt liegt hierbei jedoch nicht auf der
Planerkennung, sondern der Generierung von Doménen- und Préisentationsplénen fiir
ein Multimedia-System.

zu 4.: In [1995a; 1995b] unternehmen Lesh und Etzioni den Versuch, Planerkennung
als eine spezielle Instanz maschinellen Lernens zu interpretieren, wobei das Schlielen
von einzelnen Beobachtungen zu komplexen Plinen oder Zielen mit der Generalisie-
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rung von Beispielen zu abstrakten Konzeptbeschreibungen verglichen wird. Entspre-
chend dem Vorgehen beim induktiven Lernen kann ein Planerkenner dann durch An-
gabe seines “Bias”, also der zulédssigen Ziel- und Planbeschreibungen, charakterisiert
und mit anderen verglichen werden. Die hierarchische Anordnung aller Hypothesen in
Form eines sogenannten “Version Space” erlaubt eine &duferst effiziente Verarbeitung
von Beobachtungen, sofern gewisse Bedingungen hinsichtlich des Auftretens redun-
danter Aktionen erfiillt sind.

zu 5.: Eines der grundlegenden Probleme all dieser Planerkennungsansitze ist die Tat-
sache, dafl die “Vorabwahrscheinlichkeit” bestimmter Pldne nicht beriicksichtigt wird,
so dafl zu keinem Zeitpunkt eine Reihenfolge aller Planhypothesen berechnet werden
kann. Die Integration numerischer Verfahren zur quantitativen Bewertung dieser Hy-
pothesen kann dazu verwendet werden, dieses Problem zu bewiltigen. Entsprechende
Ansitze werden in Kapitel 3 ausfiihrlich beschrieben.

1.2 Zielsetzung und Gliederung dieser Arbeit

Dieser Abschnitt fat die grundlegende Zielsetzung der vorliegenden Arbeit zusam-
men und erldutert den Aufbau der nachfolgenden Kapitel. Die dabei diskutierten Ziele
werden in Kapitel 3 als Bewertungskriterien fiir die dort analysierten Planerkennungs-
ansitze dienen.

Viele Anwendungen von Planerkennungssystemen (im folgenden kurz PE-Systeme)
bewegen sich im Rahmen von Hilfe- oder Tutorsystemen fiir die Benutzer komplexer
Softwaresysteme. Solche Doménen sind dadurch gekennzeichnet, dafl sowohl alle aus-
gefiihrten Aktionen — ndmlich die vom Benutzer eingegebenen Kommandos — als auch
der aktuelle Zustand der Welt — hier die aktuellen Werte wichtiger Systemparameter —
eindeutig identifiziert werden kénnen. Wendet man sich jedoch anderen Anwendungs-
feldern zu, die beispielsweise gesprochene Sprache oder die Ausgabe unterschiedlicher
Arten von Sensoren verarbeiten (siehe etwa [Bares et al., 1994]), so kénnen sowohl
die Beobachtungen als auch die Aussagen bzgl. des Weltzustandes mit Unsicherheit
behaftet sein. Da all diese Information von grundlegender Bedeutung fiir ein PE-
System sind, ist die Fahigkeit zur Verarbeitung unsicherer Evidenzen Voraussetzung
fiir dessen Verwendbarkeit in Realwelt-Szenarien.

In vielen Anwendungsgebieten ist es wiinschenswert, dafl ein PE-System jederzeit
in der Lage ist, bzgl. eines Qualitéitskriteriums eine Reihenfolge unter seinen aktu-
ellen Planhypothesen zu berechnen, um gegebenenfalls die beste dieser Hypothesen
auswihlen zu konnen. Dies ist z.B. in Hilfesystemen der Fall, wenn fiir den Benutzer
eine auf seine aktuelle Situation mafigeschneiderte Hilfeleistung erbracht werden soll.
Eine weitere Verwendung einer solchen Hypothesenbewertung ist das vorzeitige Ver-
werfen extrem schlecht bewerteter Alternativen. Grundlage fiir das Aufstellen einer
Rangordnung ist eine quantitative Bewertung aller Hypothesen.

Wie bereits zu Beginn dieses Kapitels erwihnt, ist hierbei die Verwendung agen-
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tenspezifischer Information vorteilhaft, da diese eine auf das typische Verhalten einer
Person fokussierte Planerkennung ermoglicht. Solches Wissen in Form eines Benut-
zermodells ist inhdrent unsicher und meist unvollstindig. Dieser Tatsache mufl ein
robustes PE-System Rechnung tragen.

Ebenso wie fiir Expertensysteme, ist es auch fiir PE-Systeme erforderlich, ihre
Entscheidungen und die ihnen zugrundeliegenden Berechnungen gegeniiber dem Be-
nutzer zu erkldren und rechtfertigen. Dies erhoht einerseits die Akzeptanz getroffener
Entscheidungen und erméglicht andererseits eine Uberpriifung der vom System ver-
wendeten Daten auf Konsistenz und Plausibilitét.

Voraussetzung fiir eine solche Erkldrung ist die eindeutige Interpretierbarkeit der
vom System berechneten Ergebnisse. Diese wird durch Angabe einer formalen Seman-
tik geschaffen.

Die Zielsetzung der vorliegenden Arbeit ist somit folgende. Es soll ein Planerken-
nungsansatz entwickelt werden, der

e unsichere Beobachtungen verarbeiten kann, die von einem oder mehreren Beob-
achtern geliefert werden,

e die “Qualitéit” konkurrierender Planhypothesen quantitativ erfa3t, so dafl jeder-
zeit eine Entscheidung fiir eine optimale Hypothese getroffen werden kann,

e agentenspezifische Information in Form eines Benutzermodells verarbeitet und
aktualisiert,

e unsichere und unvollstindige Information addquat behandelt,
e die Auswahl von Hypothesen rechtfertigen und erkldren kann und
e cine formale semantische Basis besitzt.

Der Rest dieser Arbeit ist wie folgt aufgebaut: Kapitel 2 fiihrt wesentliche Grund-
begriffe aus der Dempster-Shafer Theorie ein, die fiir das Verstdndnis der folgenden
Kapitel notwendig sind, und erldutert deren Zusammenhang mit bestimmten wahr-
scheinlichkeitstheoretischen Konzepten.

Kapitel 3 stellt verschiedene Planerkennungssysteme unter dem Gesichtspunkt der
Behandlung ambiger Situationen vor, die durch das Vorhandensein mehrerer plausi-
bler Planhypothesen gekennzeichnet sind. Neben ATMS-basierten Systemen werden
wahrscheinlichkeitstheoretische Anséitze behandelt, die entweder auf einem statischen
probabilistischen Benutzermodell aufbauen, das die Wahrscheinlichkeit der einzelnen
Pléne fiir das Verhalten eines bestimmten Agenten quantifiziert, oder aber auf dyna-
misch generierten Bayesschen Netzen, die die gegenseitigen Abhingigkeiten verschie-
dener Parameter in der Beschreibung einer Situation kodieren. Den Abschluf3 bildet
die Diskussion von Ansédtzen mit alternativen Unsicherheitsmodellen, die entweder
informationstheoretische Mafle in die Berechnung der Bewertung einer Planhypothese
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einfliefen lassen oder aber die Dempster-Shafer Theorie zur Modellierung von Default-
Schliissen in der Planerkennung verwenden.

Ziel dieser Arbeit ist die Entwicklung eines regelbasierten, evidenztheoretisch fun-
dierten Ansatzes zur Planerkennung. Dieser Ansatz kombiniert den Formalismus der
Dempster-Shafer Theorie mit Techniken aus dem Bereich der Expertensysteme. Die
beiden nachfolgend beschriebenen Kapitel dienen dazu, auf jedem dieser beiden For-
schungsgebiete die jeweils erforderlichen Grundlagen zu schaffen.

Kapitel 4 fiihrt in die Theorie des evidenzbasierten Schlielens ein, mit deren Hil-
fe die Dempster-Shafer Theorie als Erweiterung der klassischen Wahrscheinlichkeits-
theorie charakterisiert werden kann und somit eine probabilistische Semantik erhélt.
Die Erweiterung der dieser Theorie zugrundeliegenden epistemischen Logik um das
Sprachkonstrukt des Konditionals erlaubt einerseits die syntaktische Behandlung be-
dingter Ereignisse innerhalb dieser Logik, verletzt aber andererseits grundlegende al-
gebraische Eigenschaften. Deshalb werden Konditionale nur in stark eingeschréankter
Form zur Représentation von “Expertenregeln” verwendet.

Solche Regeln spielen in den beiden in Kapitel 5 analysierten Expertensystemen
auf der Basis der Dempster-Shafer Theorie (DST) eine entscheidende Rolle, indem sie
Evidenzen auf mit diesen kompatible Hypothesen abbilden und letzteren gleichzeitig
eine numerische Bewertung zuweisen. Insofern stellen diese Ansétze eine Erweiterung
der “klassischen” DST dar. Die Einordnung in die Theorie des evidenzbasierten Schlie-
Bens verleiht dem allgemeineren beider Ansitze eine wahrscheinlichkeitstheoretische
Semantik und bildet die Basis fiir die nachfolgende Behandlung der Planerkennung.

Kapitel 6 schliefllich bildet den Kern der vorliegenden Arbeit. Hier wird erklart,
wie die Wissensquellen eines Planerkenners und die agentenspezifische Information in-
nerhalb der DST représentiert und bei der Bewertung von Planhypothesen verwendet
werden kénnen. Dabei wird jeweils auf die Einbettung in die in Kapitel 4 vorgestellte
und erweiterte Theorie des evidenzbasierten Schlielens geachtet. Der Planerkennungs-
prozef} selbst wird in verschiedenen Ausprigungen untersucht, wobei vor allem die
Genauigkeit der moglichen Beobachtungen und die Anzahl der Beobachter eine Rolle
spielen. Schlielich werden Aufbau und Wartung eines quantitativen Benutzermodells
erldutert, bevor Spezialfille der Planerkennung und die Komplexitét der zugrundelie-
genden Berechnungen betrachtet werden. Dabei werden unter anderem Algorithmen
zur Approximation von Basiswahrscheinlichkeiten prasentiert und empirisch auf ihre
Anwendbarkeit in der Entscheidungsfindung untersucht.

Die konkrete Anwendung des hier vorgestellten Planerkennungsansatzes im Rah-
men der Projekte PHI und RAP in einem intelligenten Hilfesystem bzw. einer gene-
rischen Shell fiir Planungssysteme ist Inhalt des Kapitels 7. Dabei geht es vor allem
um die Besonderheiten, die durch die Verwendung der Planungslogik LLP und die
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Kopplung des Planerkenners mit einem deduktiven Plangenerierer auftreten, sowie
um die Integration der vorgestellten Konzepte in eine flexible Planungsumgebung.

Kapitel 8 schliefilich fafit die wesentlichen Ergebnisse dieser Arbeit zusammen und
diskutiert mogliche Ansatzpunkte fiir Erweiterungen. Anhang A enthilt einen Exkurs
iiber die algebraische Charakterisierung mafifreier Konditionale und ergénzt somit
Kapitel 4. Der Anhang B listet die wesentlichen Daten fiir das Anwendungsbeispiel
aus Kapitel 7 auf.
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Kapitel 2

Behandlung unsicheren und
unvollstindigen Wissens in der
Dempster-Shafer Theorie

Dieses Kapitel gibt einen kurzen Uberblick iiber die Grundbegriffe der Dempster-
Shafer Theorie (DST) oder Evidenztheorie, soweit diese in den nachfolgenden Kapiteln
benétigt werden. Zudem werden in diesem Zusammenhang einige wichtige wahrschein-
lichkeitstheoretische Begriffe eingefiihrt, die speziell fiir die Diskussion in Kapitel 4
von Bedeutung sind.

Fiir eine detaillierte Einfiihrung in das Gebiet der Wahrscheinlichkeitstheorie sei
hier u.a. auf [Pearl, 1988], [Kruse et al., 1991] und [Heinsohn, 1993] verwiesen. Eine
kurze Einfilhrung in die Grundlagen der Bayesschen Netze ist in [Charniak, 1991]
zu finden. Eine ausfiihrliche Ubersicht iiber das Gebiet der Dempster-Shafer Theorie
bieten neben den Originalarbeiten [Dempster, 1967] und [Shafer, 1976] u.a. [Kruse et
al., 1991], [Guan und Bell, 1991] und [Heinsohn, 1993]. Eine ausfiirliche Diskussion
dieses Ansatzes bietet dariiberhinaus die Sonderausgabe [JAPPR, 1992] des Journal
of Approrimate Reasoning.

2.1 Grundlagen der Dempster-Shafer Theorie

Sei Q ein endlicher Ereignisraum (frame of discernment). Ziel ist es, durch Auswer-
tung gegebener Evidenzen den unbekannten tatséchlichen Weltzustand wy € 0 zu
identifizieren. Eine Teilmenge A C ) des Ereignisraumes reprisentiert das Ereignis
“A enthélt den gesuchten Zustand.” Ist beispielsweise 2 = {1, ...,6} die Menge aller
moglichen Ergebnisse beim Werfen eines Wiirfels, so steht A = {1,3,5} fiir das Er-
eignis “es wurde eine ungerade Zahl geworfen”, d.h. das tatsdchliche Ergebnis wy ist
entweder 1, 3 oder 5.

Die Auswertung einer Evidenz erlaubt es, solchen Ereignissen — die auch als Hy-
pothesen bzgl. des tatsdchlichen Weltzustandes bezeichnet werden konnen — einen
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numerischen Vertrauensgrad zuzuordnen. Sei dazu © ein endlicher Fuvidenzenraum,
d.h. eine Menge von Beobachtern, die mittels einer Kompatibilititsabbildung I' eine
Teilmenge von €2 als mit ihren Beobachtungen kompatibel identifizieren. Ist § € © ein
Beobachter mit I'(#) = A C €, so bedeutet dies, dafi die von 6 gemachte Beobachtung
alle nicht zu A gehérenden Elemente von €2 als Kandidaten fiir wy ausschlie3t. Jedoch
kommen alle Elemente von A gleichermaflen als wy in Frage (betrachtet man nur die
durch @ gegebene Information). Liegt nun zusétzlich zu diesen Aussagen der Beob-
achter eine Wahrscheinlichkeitsverteilung P auf © vor, die die “Wichtigkeit” bzw.
relative Zuverlissigkeit der einzelnen Beobachter quantifiziert, so ist es moglich, den
Ereignissen in {2, d.h. den Hypothesen bzgl. des Weltzustandes, einen Vertrauensgrad
zuzuweisen:

Definition 2.1.1 (induzierte Massenverteilung, [Dempster, 1967])
Seien © und 2 wie oben, P eine Wahrscheinlichkeit auf ©. Dann ist die Funktion

mp : 2% — [0, 1] mit
> P{#)
0:I'(8)=X
mp (X) = > P{)
0:T'(0)£0
0, sonst

, X#0

die durch P und I' induzierte Massenverteilung.
Anmerkungen:

1. Die Division durch die Summe der Wahrscheinlichkeiten aller # mit I'(6) # ()
entspricht der Konditionierung bzgl. derjenigen Beobachter, die iiberhaupt etwas
gemeldet haben.

2. mp(X) entspricht dem Grad des Vertrauens, der genau dem Ereignis X, mangels
spezifischerer Information jedoch keiner Teilmenge von X zugeordnet werden
kann. Vergleiche dazu auch die Diskussion in Abschnitt 4.1 und speziell 4.1.2.

In [Shafer, 1976] wird der Begriff der Massenverteilung aus Definition 2.1.1 ohne
den “Umweg” einer mengenwertigen Funktion I' zur Charakterisierung subjektiver
Vertrauensgrade direkt durch Angabe zweier hinreichender und notwendiger Bedin-
gungen unter dem Namen Basiswahrscheinlichkeit eingefiihrt.

Definition 2.1.2 (Basiswahrscheinlichkeit, [Shafer, 1976])
Sei 2 wie oben. Dann heifit eine Funktion m : 2% — [0, 1] mit

e m(0)=0
. Xzﬂm(X) =1

eine Basiswahrscheinlichkeit (“basic probability assignment, bpa”).
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Anmerkung: Diejenigen Teilmengen X C Q mit m(X) > 0 werden als die Fokalele-
mente von m bezeichnet.

Eine solche Basiswahrscheinlichkeit verallgemeinert eine diskrete Wahrscheinlich-
keitsverteilung insofern, als sie auch nicht-elementaren Ereignissen, d.h. mehrelemen-
tigen Teilmengen von €2, direkt einen positiven numerischen Wert zuweist, was in der
Modellierung partieller und sogar totaler Unwissenheit Verwendung findet. Ist eine
gegebene Evidenz spezifisch genug, ein Elementarereignis zu identifizieren, etwa “der
letzte Wurf des Wiirfels ergab eine 3”7, so kann dies modelliert werden durch eine Ba-
siswahrscheinlichkeit m mit m({3}) = 1 und Null fiir alle anderen Ereignisse. Erlaubt
die Evidenz hingegen lediglich, die Menge der moglichen Ereignisse einzuschrinken,
etwa durch die Aussage “es wurde eine ungerade Zahl geworfen”, so ergibt sich eine
Abbildung m mit m({1,3,5}) = 1 und Null sonst. Im Gegensatz zur Wahrscheinlich-
keitstheorie ist es hier nicht notwendig, den Teilmengen von {1, 3,5} ebenfalls einen
positiven Wert zuzuordnen. Dies représentiert die Tatsache, dafl die Evidenz keine
direkten Hinweise auf diese spezifischeren Ereignisse enthielt. Im Extremfall ergibt
sich die sogenannte “leere Basiswahrscheinlichkeit” m mit m(€2) = 1 und Null fiir alle
anderen Ereignisse. Fiir das gegebene Beispiel mit Q = {1, ...,6} représentiert diese
Basiswahrscheinlichkeit die Evidenz “der Wiirfel wurde geworfen (das Ergebnis ist
jedoch unbekannt).”

Aus einer Basiswahrscheinlichkeit konnen folgende Funktionen eindeutig abgeleitet
werden:

Definition 2.1.3 (Belief, Plausibilitét)
Seim : 2% — [0, 1] eine Basiswahrscheinlichkeit. Dann heifien die Funktionen Bel,,,, Pl,, :
28 — [0, 1] mit

Bel,(A) = B%:Am(B)
Pl,(4) = > m(B)
B:BNA#)

die durch m induzierte Belief- bzw. Plausibilititsfunktion. Wenn die zugrundeliegende
Basiswahrscheinlichkeit m klar ist, wird auf den Index jeweils verzichtet.

Wiéhrend m(X), wie bereits erwéhnt, den Vertrauensgrad quantifiziert, der genau
X zugeordnet werden kann, reprisentiert Bel,,(X) den Gesamtvertrauensgrad in X
(und alle seine Teilmengen). Demgegeniiber ist Pl,,(X) der Teil der numerischen Evi-
denzmasse, der bei zusétzlicher Information noch potentiell an X zugewiesen werden
konnte (siehe Definition 2.1.4). Vergleiche dazu wiederum Abschnitt 4.1.
Anmerkungen:

1. Bely(X) < Pl (X).
2. Ply(X) =1 — Bely(X).
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Satz 2.1.1 Eine Funktion Bel : 2 — [0,1] ist eine Belief-Funktion genau dann,
wenn

e Bel(0) =0

e Bel(2) =1

n

o Bel(lJA)> Y (=) Bel(( A)

i=1 TOAIC{1,...} iel

fir alle n € IN und alle Ay, ..., A, C Q.

Anmerkung: Der numerische Wert Pl,,,(A) — Bel,,(A), d.h. die GréBle des einem
Ereignis A zugeordneten Vertrauensintervalls, wird als der Grad der Unwissenheit
bzgl. A bezeichnet. Im Falle der leeren Basiswahrscheinlichkeit m ist dieser maximal,
da dann fiir alle Ereignisse A C 2 gilt: Bel;(A) = 0 und Pl;(A) = 1.

Die Dempster-Shafer Theorie stellt einen Mechanismus zur Verfiigung, der die
Kombination zweier voneinander unabhéngiger Evidenzen in Form von Basiswahr-
scheinlichkeiten erlaubt.

Definition 2.1.4 (Dempsters Regel)
Seien my, my : 2 — [0, 1] zwei Basiswahrscheinlichkeiten. Dann ist ihre Kombination
my @ my definiert als

mi®msy: 27 — [0,1]

( > my(By) - mo(Bs)

B1.,B2:BiNBs=A
1,02 1 2 , A @
Lol Y wmmy mmy T

Bl,leBlﬂB2?£@

0, sonst

\

Wird der Nenner in obiger Gleichung Null, so widersprechen sich die in m; und ms
kodierten Informationen vollstéindig, d.h. es existieren keine Ereignisse (Teilmengen
von Q), die durch beide Evidenzen unterstiitzt werden. In diesem Fall ist die Kombi-
nation von m; und my undefiniert. Ansonsten dient diese Division der Normalisierung
der erhaltenen numerischen Werte — wodurch auch m; ®ms wieder zu einer Basiswahr-
scheinlichkeit wird — und beseitigt als Nebeneffekt partielle Konflikte zwischen beiden
Informationsquellen. Das heif3t, die gesamte numerische Masse wird unter denjenigen
Ereignissen verteilt, die von beiden Evidenzen unterstiitzt werden.
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2.2 Exkurs: Klassen von Wahrscheinlichkeiten

Dieser Abschnitt fiihrt einige wichtige Begriffe aus dem Bereich der Wahrscheinlich-
keitstheorie ein, die im Zusammenhang mit einer probabilistischen Charakterisierung
der Dempster-Shafer Theorie in Kapitel 4 von Bedeutung sind.

Sei (2 eine endliche Menge von Elementarereignissen. Teilmengen von (2 sollen
Ereignisse reprisentieren. Dabei steht € selbst fiir das sichere, die leere Menge () fiir

ds unmogliche Ereignis. Die Gesamtheit aller Ereignisse bildet eine Teilmengenalgebra
& von Q.

Definition 2.2.1 (Ereignisraum, Wahrscheinlichkeitsraum)

Das Tupel (2, €) heiBt Ereignisraum. Gilt £ = 2%, so wird auch (2 selbst als Ereignis-
raum bezeichnet.Ist P eine Wahrscheinlichkeit auf £, so heifit (2, &, P) Wahrschein-
lichkeitsraum.

Ist (2, &€, P) ein Wahrscheinlichkeitsraum mit £ # 29, so ist die Wahrscheinlichkeit
P nicht fiir alle Teilmengen von €2 definiert (die Elemente von &, fiir die dies jedoch der
Fall ist, heilen mefbare Ereignisse). P kann allerdings auf die gesamte Potenzmenge
2 ausgeweitet werden.

Definition 2.2.2 (untere, obere Wahrscheinlichkeit)
Sei (2, &, P) ein Wahrscheinlichkeitsraum. Dann heifien die Funktionen P,, P* : 29 —
[0, 1] mit

P.(A) = sup{P(X)|XCAund X €&}
P*(A) = inf{P(X)|[X D Aund X € £}
die durch P induzierte untere bzw. obere Wahrscheinlichkeit von A.

Anmerkung: Mitunter werden P, und P* auch als innere und duflere Wahrschein-
lichkeit bezeichnet.

Lemma 2.2.1 Untere und obere Wahrscheinlichkeiten besitzen u.a. folgende Eigen-
schaften:

.(A) =1—P*(A)
() =
(U3) P.(Q) =

(U4) P.(AU..UA) > Y DI P (N A)

(?);élg{l,...,n} iel

Vor allem im Zusammenhang mit der Diskussion der Dempster-Shafer Theorie
spielen Klassen von Wahrscheinlichkeiten eine wichtige Rolle.
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Definition 2.2.3 (untere, obere Schranke)
Sei L eine Klasse von Wahrscheinlichkeiten. Dann heiflen die Funktionen P, und
Pr 2% —[0,1] mit

Pe.(A) = inf{P(A)|P € L}
= sup{P(A)|P € L}

X
=

die untere und obere Schranke von L.

Definition 2.2.4 (Typ 1)
Sei L eine Klasse von Wahrscheinlichkeiten iiber einem Ereignisraum (2. £ ist vom
Typ 1, wenn es Funktionen Ry, Ry : 2 — [0, 1] gibt, so daf

L ={P|VACQ: Ri(A) < P(A) < Ry(A)}.

Werden die Funktionen R; und R, willkiirlich gewahlt, so ist es moglich, dafl die
Menge aller durch diese beschriankten Wahrscheinlichkeitsfunktionen leer ist.

Definition 2.2.5 (Typ 2)
Sei L eine Klasse vom Typ 1. Dann ist £ vom Typ 2, wenn fiir jede ganze Zahl n und
alle Ereignisse Ay, ..., A, gilt:

Pr.(Au..ud)> S (=D PN A4)

0AIC{1,...,n} i€l

Vergleicht man dies mit Definition 2.2.2, so zeigt sich, daf jede untere Wahrschein-
lichkeit P, die untere Schranke einer Klasse vom Typ 2 ist. Die entsprechende obere
Wahrscheinlichkeit P* ist die obere Schranke derselben Klasse. Ein Beispiel fiir eine
solche Klasse ist die Menge aller Erweiterungen einer Wahrscheinlichkeit (siehe dazu
Satz 4.1.5 und die anschlieende Diskussion).

Offensichtlich entspricht die Charakterisierung von Belief-Funktionen geméaf} Satz
2.1.1 exakt den Eigenschaften der unteren Wahrscheinlichkeit einer Klasse von Wahr-
scheinlichkeiten vom Typ 2 (vergleiche dazu Definition 2.2.5). Entsprechend kénnen
die dazu dualen Plausibilitdtsfunktionen als obere Wahrscheinlichkeiten betrachtet
werden. In diesem Sinne stellt eine Basiswahrscheinlichkeit m eine kompakte Re-
prasentation einer solchen Klasse von Wahrscheinlichkeiten dar. Die induzierten Ver-
trauensintervalle [Bel,,(A), Pl,,(A)] schrinken die unbekannte Wahrscheinlichkeit ei-
nes Ereignisses A nach oben und unten ein. Diese Identifizierung von Konzepten der
Dempster-Shafer Theorie mit probabilistischen Funktionen wird allgemein von Ver-
tretern der DST abgelehnt (vergleiche u.a. die Diskussion in [JAPPR, 1992], speziell
[Shafer, 1992]). In welchem Sinne die gegebene formale Ubereinstimmung sich auch
semantisch widerspiegelt, wird in Kapitel 4, speziell in Abschnitt 4.1 behandelt.



Kapitel 3

Ansitze zur
Hypothesenbewertung in der
Planerkennung

Dieses Kapitel stellt verschiedene Ansétze zur Losung des Problems der Behandlung
mehrerer gleichermafien plausibler Planhypothesen eines Planerkenners vor. Dieses
stellt sich immer dann, wenn eine Menge von Hypothesen mit allen bisher gemachten
Beobachtungen kompatibel ist und somit der aktuell verfolgte Plan ohne Zuhilfenah-
me zusétzlicher Information nicht eindeutig identifiziert werden kann. Die Berechnung
einer Bewertung der Qualitdt der verschiedenen Hypothesen wird einerseits zur Effizi-
enzsteigerung des Planerkennungsprozesses genutzt — indem schlecht bewertete Hypo-
thesen direkt verworfen oder aber erst zu einem spiteren Zeitpunkt wieder behandelt
werden — andererseits aber auch zur Unterstiitzung der Entscheidungsfindung, wenn
beispielsweise in einem Hilfesystem der Planerkenner aufgefordert wird, seine beste
Hypothese iiber den tatsidchlichen Plan des Benutzers auszugeben.

Die dabei zum Einsatz kommenden Techniken reichen von ATMS (“Assumption-
Based Truth Maintenance System”) mit numerischer Bewertung von Kontexten {iber
wahrscheinlichkeitstheoretische Ansétze bis zur Verwendung informationstheoretischer
Mafle und der Dempster-Shafer Theorie.

3.1 ATMS-basierte Systeme

Eines der zentralen Probleme in der Planerkennung ist die Verwaltung der Menge aller
Planhypothesen, die mit den bisherigen Beobachtungen kompatibel waren. Alle in die-
sem Abschnitt vorgestellten Systeme tun dies mit Hilfe eines ATMS [de Kleer, 1986a;
de Kleer, 1986b], in dem jeder einzelne Kontext — d.h. jede Menge nichtmonotoner
Annahmen, die eine Anzahl von Schliissen rechtfertigen — eine der sich gegenseitig
ausschliefenden Planhypothesen représentiert.

Wimp2 und 1PS berechnen eine numerische Bewertung der einzelnen Hypothesen
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aus den “Wahrscheinlichkeiten” ihrer jeweiligen Kontexte. Fine Ausnahme dazu bildet
NP, das eine mehrwertige Logik mit symbolischen Wahrheitswerten zur Beurteilung
von Aussagen bzgl. Planhypothesen verwendet.

3.1.1 Das System Wimp2

Die Aufgabe des Wimp2-Systems (siehe [Goldman und Charniak, 1988]) zum Verste-
hen natiirlichsprachlicher Geschichten ist es, seine Eingabe — 1-3 Sétze — in eine logi-
sche Form zu iibertragen und Schliisse bzgl. ihrer kausalen und planbezogenen Struk-
tur zu ziehen. Die Grundlage dafiir bildet ein ATMS, dessen verschiedene Kontexte
jeweils unterschiedliche Erklarungen der aktuellen Eingabe représentieren. Diese wer-
den probabilistisch bewertet, was sowohl eine Begrenzung des Suchraumes erméglicht,
als auch ein Kriterium zur Auswahl der “besten” Hypothesen bietet.

Die Motivation fiir dieses Konzept war die Beobachtung, daf}

e frithe Planerkenner wie PAM [Wilensky, 1978] und BRUIN [Wong, 1981] zum
“Over-commitment” neigten, d.h. dafl beim Auftreten mehrerer Hypothesen
willkiirlich eine ausgewihlt werden mufite, mit der dann weitergearbeitet wurde,
und

e Planerkenner, die Markierungen durch semantische Netze propagieren, wie etwa
das Vorgiingersystem Wimp (siehe [Charniak, 1986]), zwar mit multiplen Hy-
pothesen umgehen kénnen, jedoch ein konventionelles TMS benutzen, wodurch
ein Konsistenztest eine erneute Propagierung aller Markierungen fiir jede Hypo-
these erforderlich macht. Diese Systeme neigen zum “Under-commitment”, d.h.
alle noch kompatiblen Hypothesen werden solange aufrechterhalten, bis ihre In-
konsistenz mit der aktuellen Eingabe gezeigt werden kann. Dies bringt einen
erheblichen Rechenaufwand mit sich.

Bei der Entwicklung von Wimp2 als vorwirtsverkettendes System mit einem pro-
babilistischen ATMS wurden speziell folgende Probleme beriicksichtigt:

1. Wie kann Under-commitment durch Angabe eines Auswahlkriteriums verhindert
werden?

2. Wie kann man den Suchraum der moglichen Erklédrungen beschrianken?
3. Wie konnen die Ergebnisse der Konsistenzchecks der einzelnen Hypothesen zwi-
schengespeichert werden, um im néchsten Schritt nicht von vorne beginnen zu

miissen?

4. Wie kénnen aufwendige Neuberechnungen vermieden werden, wenn sich heraus-
stellt, dafl mehr als ein Plan gleichzeitig verfolgt wird?
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Die beiden ersten Punkte werden durch die probabilistische Bewertung der ver-
schiedenen Kontexte behandelt, wobei Kontexte mit niedriger Bewertung vorerst nicht
weiter betrachtet werden (“lazy forward-chaining”). Dies erlaubt es dem System zu
verfahren, als hétte es sich bereits fiir eine Erklirung entschieden, ohne jedoch die
Alternativen zu verwerfen.

Die mehrfachen Kontexte des ATMS bilden den Zwischenspeicher fiir die Ergebnis-
se der Konsistenztests und erlauben, Beobachtungen gleichzeitig sowohl einer einzigen,
als auch mehreren verschiedenen Planinstanzen zuzuordnen. Somit kénnen die in den
Punkten 3. und 4. angesprochenen Probleme gelost werden.

Der Verkettungsmechanismus von Wimp2 besteht aus einer einzigen Regel:

(-> (inst ?x ?frame)
(or (previously-exists 7p-inst.?frame (= ?x ?p-inst))
(->or (role-inst 7frame ?slot ?7superframe)
(exists 7s.?superframe (= (7slot 7s) 7x))))),

die wie folgt zu interpretieren ist:

“Wird eine Aussage gemacht, dal ?x vom Typ ?frame ist (d.h. wird ein
entsprechender Eintrag im ATMS vorgenommen), dann

1. schliefle daraus, dafl 7x mit einer bereits existierenden Instanz ?p-inst
vom gleichen Typ identisch ist (falls es eine solche gibt) oder

2. falls es einen Slot ?slot in einem Konzept ?superframe gibt, der
mit Objekten vom Typ ?frame gefiillt werden kann, dann kreiere ein
neues Objekt ?s vom Typ 7superframe, dessen Slot ?slot mit 7x
gefiillt ist.”

Gibt es in 1. mehrere solcher Objekte, so wird ein sogenannter previously-exists-
oder “choose”-Knoten, d.h. eine Disjunktion der entsprechenden Gleichheitsannah-
men, in das ATMS eingetragen. Analog verzweigen von einem ->or-Knoten (Fall
2.) die Kanten zu den zugehorigen Aussagen bzgl. der Rollenfiiller. Abbildung 3.1
verdeutlicht dieses Vorgehen. Dabei stellen die doppelt umrandeten Knoten Disjunk-
tionen ihrer Nachfolger dar. Eingabe des Systems ist in diesem Fall der folgende Text.

“Jack got a rope. He wanted to kill himself.”

Zunichst mufl die Aktion des ersten Satzes erklirt werden. Dazu wird die Disjunktion
aller Pline, die eine solche Aktion (“get”) beinhalten, in das ATMS eingetragen. Bei-
spiele dafiir sind etwa “Seilspringen” oder “Erhéngen”. In den Knoten des ATMS wer-
den die konkreten Instanzen dieser Pldne durch die Skolem-Konstanten jump-rope35
und make-noose33 reprisentiert. Bei der Verarbeitung des Wortes “rope” wird der
Eintrag (inst rope-27 rope) im ATMS eingefiigt. Dabei entspricht der Name wie-
derum einer Skolem-Konstanten. Um nun dieses neu erwéhnte Seil mit diesen Planen
in Verbindung zu bringen, werden folgende Mdoglichkeiten betrachtet. rope-27 konnte
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(= (rope-of jump-rope35) rope-27)
p=0.01

‘(= (rope-of make-noose33) rope-27)
p=0.01

[or]

(inst rope-27 rope)‘———»
p=1.0

(= rope-27 rope-22)
p = 0.089

previously-exists
p=10.98

‘(= rope-27 rope—lo)‘
p=0.891

Abbildung 3.1: Aussagenbaum im ATMS nach Eingabe von (inst rope-27 rope).

sowohl identisch sein mit den bereits existierenden Seilen rope-22 und rope-10, als
auch den entsprechenden Rollenfiillern der Pline make-noose33 und jump-rope35,
die offensichtlich die Verwendung eines Objektes von diesem Typ vorsehen, darstellen.

Wimp2 verwaltet die Wahrscheinlichkeiten der entstehenden Kontexte, indem es
einen Baum solcher Oder-Knoten aufbaut, wobei die tatsdchlichen numerischen Wer-
te fiir diese Knoten vom Benutzer abgefragt werden. Zur Bewertung von ->or- und
previously-exists-Knoten werden verschiedene Heuristiken verwendet, um die er-
rechneten Werte an die folgenden Intuitionen anzupassen:

e Wann immer es moglich ist, werden bereits erwdhnte Objekte zur Erkldrung
einer neuen Aussage herangezogen.

e Eine spezifischere Erklarung wird einer allgemeineren vorgezogen. Dies bezieht
sich etwa auf die Spezifikation des Typs eines Rollenfiillers. Instanzen, bei denen
ein Slot mit restriktiverer Typspezifikation gefiillt werden kann, werden bevor-
zugt.

Dies fiihrt zu folgendem Vorgehen:

1. Wahrscheinlichkeiten an or-Knoten werden explizit vom Benutzer gesetzt. Sie
dndern sich nur im Zuge einer Renormalisierung, wenn der zu einem der Kinder
gehorende Kontext — d.h. die Menge aller Annahmen, auf denen die Richtigkeit
dieser Aussage beruht — als inkonsistent identifiziert wurde. Dies wird auch
als “Nogood” bezeichnet. Im Beispiel wurde 0.98 als Wahrscheinlichkeit dafiir
gewahlt, dafl die neue Aussage durch eine Referenz auf eine alte Instanz erklért
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wird, und 0.02 dafiir, daf ein Slot einer neuen Instanz gefiillt wird. Die Technik
des lazy forward-chaining wird diese Moglichkeit vorerst nicht weiter verfolgen,
solange die erste Alternative nicht verworfen wird.

2. Zur Markierung von ->or-Knoten werden sowohl Benutzereingaben bzgl. relati-
ver Wahrscheinlichkeiten (z.B. gemessen an der Qualitit der Ubereinstimmung
der Evidenz mit den Vorgaben des Plans) verwendet, als auch die Markierun-
gen der Kinder, die diese durch Querverbindungen (sog. “link-ups”) zu bereits
existierenden Instanzen erhalten haben.

3. Bei previously-exists-Knoten werden die Wahrscheinlichkeiten entsprechend
dem Alter der betreffenden Instanzen verteilt, wobei éltere bevorzugt werden.

Kritik:

Wiéhrend die verwendeten numerischen Werte und Berechnungsmethoden einerseits
den Suchprozefl korrekt steuern, so gibt es doch Probleme in ihrer probabilistischen
Interpretation. Die Wahrscheinlichkeit einer Aussage ist definiert als die Summe der
Wahrscheinlichkeiten ihrer Kontexte. Um aber die Korrektheit dieser Wahrscheinlich-
keiten garantieren zu konnen, miissen die Werte fiir Annahmen so gewéhlt werden,
daf sie nicht bedingten Wahrscheinlichkeiten bzgl. der Evidenz entsprechen, sondern
vielmehr die relative Verdnderung dieser Wahrscheinlichkeit bei Hinzunahme der Evi-
denz widerspiegeln.

3.1.2 Das System NP

Eine &hnliche Motivation wie bei Wimp2 liegt der Entwicklung von NP (Natural
language Plan inference system) zugrunde (siehe [Myers, 1989; Myers, 1990; Myers,
1991]). Die Anwendungsdomiine ist das Verstehen von Dialogen in natiirlicher Sprache.

Ein zentrales Anliegen dabei ist die explizite Modellierung von Annahmen — im
Gegensatz zu Fakten —, die bei der Dialogfiihrung und ebenso bei der Planerkennung
eine Rolle spielen. Beispiele solcher Annahmen betreffen den Wissensstand des Dialog-
partners oder dessen Bereitschaft zur Kooperation bei der Mitteilung von Information.
Ihre explizite Représentierung ist notwendig, um eventuell auftretende Inkonsistenzen
durch Riicknahme einer entsprechenden Aussage zu beheben oder den Vertrauensgrad
in das tatsichliche Auftreten einer Aktion bzw. eines Effektes zu quantifizieren.

Die dazu verwendeten Wahrheitswerte sind actual, possible, hypothetical und in-
consistent. Die Berechnung und Propagierung solcher Werte wird durch ein ATMS
vorgenommen, das um die Moglichkeit der Operation mit dieser mehrwertigen Logik
erweitert wurde.

Das System verarbeitet einen Dialog, indem zunéchst in einer Initialisierungspha-
se “wichtige” Zustdnde und Aktionen als Knoten in das ATMS eingetragen und mit
hypothetical markiert werden. Dadurch wird eine Fokussierung auf potentiell vielver-
sprechende Hypothesen vorgenommen. Die einzelnen Aussagen des Dialogs werden
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nacheinander durch Hinzufiigen neuer Knoten in das ATMS abgearbeitet. Thr Wahr-
heitswert wird je nach Vertrauen in die Richtigkeit entweder auf actual oder hypothe-
tical gesetzt. Unter Beriicksichtigung der zugrundeliegenden Regeln der mehrwertigen
Logik werden die Effekte der entsprechenden Aktionen mit ihrem zugehorigen Wahr-
heitswert in das ATMS aufgenommen und dienen zur Vorhersage weiterer Aktionen.
Bei auftretenden Inkonsistenzen werden die Mechanismen des ATMS verwendet, diese
durch Entfernen der dafiir verantwortlichen Annahmen aufzulésen.

Der einem Dialog zugrundeliegende Plan wird dadurch erkannt, daf} alle Vorbedin-
gungen der mit einer AuBlerung assoziierten Aktion sowie alle ihre Teilschritte — ihre
“Dekomposition” — durch Beobachtung oder Ableitung im ATMS bestétigt und die
Effekte dieser Aktion mit dem entsprechenden Wahrheitswert in das ATMS eingetra-
gen werden. Da Vorbedingungen oftmals auf mentale Zustinde verweisen, sind diese
eine Quelle der Unsicherheit im ATMS. Diese dienen zur Vorhersage der nachfolgen-
den Aktionen, bilden somit also die zu bestétigenden Hypothesen fiir die n#ichsten
AuBlerungen im Dialog, und stellen die Verbindung zum iibergeordneten Ziel des Pla-
nes her.

Kritik:

Dieses System ist in der Lage, unsichere Evidenzen zu verarbeiten und mehrere Plan-
hypothesen gleichzeitig zu verfolgen. Jedoch hat es keine Moglichkeit, die “Qualitat”
der einzelnen Hypothesen zu bewerten — und somit gegebenenfalls eine davon friihzei-
tig auszuwihlen — oder die Wahrscheinlichkeit einer Situation zu bewerten. Es kann
lediglich zwischen tatséchlich zutreffenden und hypothetisch méglichen Aussagen un-
terscheiden. Auch ist es nicht in der Lage, mit partiell fehlender Information umzu-
gehen. Die Erkennung einer Aktion setzt die Bestédtigung aller Vorbedingungen und
die Beobachtung aller elementaren Teilschritte voraus.

3.1.3 Das System 1pPS

ATMS-Techniken werden ebenso im System 1Ps (Integrated Plans and Scripts) (siehe
[Benoit et al., 1988]) zur simultanen Verwaltung mehrerer Hypothesen verwendet.
Die Anwendungsdoméne des “Schlachtenmanagement” bringt verschiedene spezifische
Anforderungen mit sich.

e Es werden grofle Mengen unzusammenhéngender Daten (Reports) empfangen.
e Diese sind mit Fehlern und Mehrdeutigkeiten behaftet.

e Die Reports stammen von unterschiedlichen Sensoren und sind somit unter-
schiedlich zu bewerten.

e Viele Ereignisse haben eine spezifische Dauer, die fiir die Erkennung eines Planes
von Bedeutung ist.
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Reports bewertete
STFEM SCAN . REDPLANNER
Planscripts
Fokussierung Reihenfolge
Datenanforderung Plane

Plan Analyzer

Abbildung 3.2: Die Architektur von IPS.

e Aufgrund der Mehrdeutigkeit der Situation miissen mehrfache Hypothesen auf-
rechterhalten und frithere Reports u.U. neu evaluiert werden.

Der Ablauf der Planerkennung ist folgender (siehe auch Abbildung 3.2): SCAN
matcht die aufbereiteten Sensordaten gegen eine Menge von Planscripts (stereotypi-
sche Reprisentationen von Aktionssequenzen mit einem assoziierten Ziel) und erhélt
so eine Anzahl moglicher Ziele. Jedes Script erhélt eine numerische Bewertung, die
sowohl die geschitzte Zuverlissigkeit der zur Verfiigung stehenden Daten als auch die
Anzahl und Giite der Ubereinstimmungen von Reports und Scripts beriicksichtigt.

Erfolgreich gematchte Scripts werden zusammen mit ihrem Report an den hierar-
chischen Planer REDPLANNER iibergeben, der daraus situationsabhéngige Plane fiir
die assoziierten Ziele erzeugt. Diese werden in einem ATMS verwaltet und inkremen-
tell mit neuen Beobachtungen verfeinert.

Der Plan Analyzer vergleicht diese Plidne und berechnet eine Reihenfolge entspre-
chend ihrer “Wahrscheinlichkeit”. Auflerdem extrahiert er zukiinftige Aktionen, deren
Beobachtung eine Fokussierung auf bestimmte Pline und somit eine Einschrinkung
des Suchraumes erlaubt und als zusétzliche Information zum Matching in SCAN ver-
wendet wird. Der Simulator STFEM (Soviet Tactical Forces Environment Model) liefert
im Prototypen die benétigten Daten.

Kritik:

Der gesamte Planerkennungsprozef inklusive der Abschéitzung der Zuverldssigkeit der
verschiedenen Reports beruht auf einer Reihe von Heuristiken. Ebenso besitzt das zu-
grundeliegende numerische Modell keine formale Basis, wodurch getroffene Entschei-
dungen nur sehr schwer gerechtfertigt werden kénnen, was gerade in einer sicherheits-
kritischen Anwendung, wie sie hier verfolgt wird, von grofler Bedeutung wére.
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3.2 Probabilistische Ansatze

In diesem Abschnitt werden Systeme vorgestellt, deren zugrundeliegendes numerisches
Unsicherheitsmodell auf der klassischen Wahrscheinlichkeitstheorie aufbaut, und die
im Gegensatz zu den in Abschnitt 3.1 beschriebenen kein ATMS verwenden.

Wihrend der Ansatz von Calistri-Yeh auf einem relativ einfachen graph-basierten
Verfahren zur Best-first Suche unter Verwendung eines probabilistischen Benutzer-
modells beruht, basiert das anschliefend beschriebene Wimp3-System auf dynamisch
generierten Bayesschen Netzen.

3.2.1 Planerkennung mit einem probabilistischen Benutzer-
modell

Das Anliegen des in [Calistri, 1990; Calistri-Yeh, 1991] vorgestellten Ansatzes zur
Planerkennung ist es, diese robuster zu machen in dem Sinn, dafl Fehler des Benut-
zers wihrend der Planausfiihrung, die auf falschen Vorstellungen bzgl. bestimmter
Gegebenheiten beruhen, die Erkennung des eigentlich verfolgten Planes nicht verhin-
dern. Der Grund fiir solche Fehler kann z.B. die falsche Einschitzung des Effektes
einer Aktion in einer bestimmten Situation sein (was dazu fithren kann, dafi diese
“falsche” Aktion ausgefithrt wird) oder die falsche Annahme, dafl eine gewisse Vor-
bedingung, die fiir die erfolgreiche Anwendung einer Aktion notwendig ist, erfiillt ist.
In dieser Diskussion soll jedoch in erster Linie die Verwendung eines probabilistischen
Benutzermodells betrachtet werden, mit dessen Hilfe der Suchprozefl gesteuert wird.

Basis fiir die Planerkennung ist eine Planhierarchie, die als Und/Oder-Graph or-
ganisiert ist und alle moglichen Pline sowie deren Dekomposition in Teilpldne und
elementare Aktionen beinhaltet. Dabei stehen die Kinder eines Oder-Knotens x, fiir
Alternativen zum Erreichen des z, zugeordneten Planes, wihrend alle mit den Kin-
dern eines Und-Knotens x,, assoziierten Aktionen ausgefiihrt werden miissen, um den
durch z, représentierten Plan erfolgreich abzuarbeiten. Ziel ist es, mit Hilfe eines
modifizierten A*-Algorithmus einen Pfad durch diesen Graphen zu finden, der alle in
einem natiirlichsprachlichen Dialog erwihnten Aktionen enthilt.

Ein probabilistisches Benutzermodell iiber einer solchen Planhierarchie besteht aus
einer Menge bedingter Wahrscheinlichkeiten, mit denen die Kanten des Und/Oder-
Graphen markiert sind. Sie reprisentieren die relative Wahrscheinlichkeit, dafl ein
Knoten gewihlt wird unter der Voraussetzung, dafl sein Vater im Graphen bereits
ausgewahlt wurde.!

Fiir die Kinder 1, ..., ¢, eines Und-Knotens z,, gilt dabei

P(zi|lxy, W) = 1, i=1,...,n,

da jeder Teilschritt z; notwendig fiir x, ist, wobei W das aktuelle Weltwissen be-
zeichnet. D.h hat sich der Agent zur Ausfiihrung des durch z,, reprisentierten Planes

!Eine weitere konditionierende Bedingung ist das Weltwissen, auf dessen Rolle noch eingegangen
wird.
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entschieden, so muf} er alle Teilschritte x4, ..., z,, ebenfalls durchfiihren. Sind z4, ..., z,,
hingegen Kinder eines Oder-Knotens x,, so gilt

n

ZP('/EZ'|$07W) = 1a

=1

da diese eine vollstindige Menge sich gegenseitig ausschliefender Alternativen zur
erfolgreichen Ausfithrung des mit x, assoziierten Planes darstellen.

Die akkumulierten Wahrscheinlichkeiten auf partiellen Pfaden durch die Plan-
hierarchie dienen als Entscheidungskriterium dafiir, welche Alternativen weiterverfolgt
und expandiert werden sollen. Um diese Wahrscheinlichkeiten berechnen zu koénnen,
miissen verschiedene Annahmen gemacht werden wie z.B.

Wenn zx ein Vorgénger von y und y der Vater von z ist, und wenn z, y und
z alle auf einem giiltigen Pfad liegen, dann gilt

P(zlz,y,Q, W) = P(z|y,Q, W)
fiir alle anderen Schritte Q.2

Die Wahrscheinlichkeit eines Pfades 7z, der in r beginnt und in z endet, ist die
Wahrscheinlichkeit dafiir, dal alle Knoten entlang dieses Pfades gewihlt wurden:

P(rz) = P(r,.., ).

Kritik:

Obwohl in der theoretischen Beschreibung des Vorgehens immer wieder darauf hin-
gewiesen wird, dafl das aktuelle Weltwissen W bei der numerischen Bewertung der
einzelnen Pléne nicht aufler acht gelassen werden darf, macht das implementierte Sy-
stem mehrere sehr starke vereinfachende Annahmen. Diese erlauben die Angabe der
bendtigten Werte, was unter Beriicksichtigung von W i.a. nicht praktikabel gewesen
wire. Diese Annahmen sind im einzelnen:

e Sind y und z Kinder eines Oder-Knotens z, und kénnen die beiden Kanten 75y
und 77z beide Teil einer konsistenten Erkldrung sein (d.h. eines Pfades, der alle
erwihnten Konzepte umfafit und alle Constraints erfiillt), dann gilt

P(ylz,W) _ P(y|z)
P(z|z, W) P(z|z)

2Ein Plan bzw. ein ihm entsprechender Pfad durch den Suchgraphen heifit giiltig, wenn er keine
Miflkonzeptionen wie z.B. iiberfliissige oder “falsche” Aktionen enthilt. Wihrend die vorliegende
Diskussion sich auf das Problem der “perfekten Erkennung” giiltiger Pléine bezieht, ist die Behand-
lung solcher strukturellen Abweichungen in der Planausfiilhrung durch den Agenten ein weiterer
Schwerpunkt von [Calistri, 1990].
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e Unter der Annahme, dafl jeder Pfad in der Hierarchie immer konsistent ist, d.h.
daf alle mit den auf diesem Pfad liegenden Knoten assoziierten Constraints in
W erfiillt sind, gilt

P(ylz,W) = P(y|z).

Der Tatsache, dafl diese Annahme unrealistisch ist, wird dadurch Rechnung ge-
tragen, dafl die Wahrscheinlichkeit eines inkonsistenten Pfades auf 0 gesetzt und
alle anderen Werte am Ende der Planerkennung normalisiert werden, wodurch
wieder der korrekte Wert erreicht wird. Dies ist jedoch nur moglich, wenn al-
le konsistenten Pfade gesucht werden, die die Eingabe erkldren. Wird z.B. nur
eine Losung gesucht, so stellen die numerischen Werte keine Wahrscheinlich-
keit dar, sondern kénnen lediglich zur heuristischen Beurteilung der einzelnen
Hypothesen verwendet werden.

Zur Angabe eines probabilistischen Benutzermodells ist stets vollstindiges Wis-
sen iiber die bedingten Wahrscheinlichkeiten aller moglichen Alternativen zur Durch-
fiihrung eines Planes in einem Oder-Knoten notwendig. Liegt dieses nicht vor, muf
eine Heuristik wie die Annahme einer uniformen Verteilung herangezogen werden.

Es werden keine Methoden vorgestellt, um die numerischen Werte durch Lang-
zeitbeobachtungen zu gewinnen oder zu aktualisieren, falls neue Informationen dies
notwendig machen.

3.2.2 Das System Wimp3

Der Nachfolger des in Abschnitt 3.1.1 beschriebenen Systems zum Verstehen kur-
zer Geschichten in natiirlicher Sprache ist Wimp3 [Charniak und Goldman, 1991;
Charniak und Goldman, 1993], das zum Auffinden von Planhypothesen und deren
numerischer Bewertung einen Marker-Passer sowie dynamisch konstruierte Bayessche
Netze verwendet. Das Vorgehen des Systems ist dabei wie folgt:

1. Durch einen Parser wird ein Wort der Eingabe eingelesen. Als Resultat ergeben
sich Aussagen iiber den Text (z.B. iiber erwihnte Objekte und Aktionen).

2. Diese Aussagen losen Regeln zur Konstruktion Bayesscher Netze aus. Dabei
wird ein bereits bestehendes Netz um diese Aussagen repriisentierende Knoten
erweitert und anschlieBend numerisch bewertet.

3. Der Marker-Propagierungsalgorithmus wird angestoflen. Mit seiner Hilfe werden
Verbindungen zwischen den einzelnen Knoten des Netzes hergestellt, deren asso-
ziierte Aussagen semantische Gemeinsamkeiten und Abhéingigkeiten aufweisen
(z.B. Verweis auf dasselbe Objekt).

4. Diese Verbindungen l6sen wiederum eine Reihe von Netzaufbauregeln sowie eine
Reevaluierung des entstehenden Netzes aus.
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Pline werden in Wimp3 in einer logischen Sprache erster Ordnung repriisentiert, die
im wesentlichen Aussagen iiber

e den Typ von Aktionen und Objekten,
e Gleichheitsaussagen und
e Rollenfiiller

erlaubt. Letztere sind in erster Linie bei der Beschreibung der Dekomposition von
Plénen von Bedeutung, da sie ausdriicken, welche Funktion (“Rolle”) ein bestimmtes
Objekt oder eine Aktion innerhalb eines Planes einnimmt. Die folgende Formel be-
schreibt beispielsweise den Zusammenhang zwischen einem Plan einzukaufen und der
darin enthaltenen Aktion, in ein Geschift zu gehen.

(inst ?shop shopping-) — (and (inst (go-stp ?shop) go-)
(= (agent (go-stp 7shop))
(agent ?shop))
(= (destination (go-stp ?shop))
(store-of ?shop)))

Intuitiv bedeutet eine solche Formel folgendes. Ist ?shop ein Plan vom Typ “shop-
ping”, dann ist der Rollenfiiller von go-stp (also der Teilschritt des Planes, der eine
Gehen-Aktion beschreibt), vom Typ “go”. Dieser Teilschritt muf§ denselben Agen-
ten wie der Gesamtplan haben. Auflerdem ist das Ziel dieses Schrittes gleich dem
Rollenfiiller von store-of des Planes.

. . store-of ]
liquor-shopping liquor-store

isa

go-stp :
go- shopping-

Abbildung 3.3: Ein assoziatives Netz in der Wissensbasis von Wimp3.

Neben einer logischen Datenbasis wird aus diesen Angaben ein assoziatives Netz
erstellt. Die Knoten darin repréisentieren die Pline und Aktionen, die iiber Kanten
verbunden sind, die Rolleninformation (z.B. go-stp) oder Teilklassenbeziehungen (isa)
enthalten. Ein Beispiel fiir ein solches assoziatives Netz ist in Abbildung 3.3 darge-
stellt.

Zur Reprisentation probabilistischer Information wird eine spezielle Klasse von
Bayesschen Netzen verwendet, sogenannte PRNs (Plan Recognition Bayesian Net-
works.
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Den Wurzelknoten eines solchen Netzes bildet die aktuelle Planhypothese in Form
eines Knotens

(inst (plan_instance) (plan_type}),

der mit einer a priori- oder Vorabwahrscheinlichkeit bewertet ist. Ist kein expliziter
Wert angegeben, so wird eine uniforme Wahrscheinlichkeitsverteilung angenommen.
Der Vertrauensgrad in diese Hypothese ist dabei die Wahrscheinlichkeit dieser Aus-
sage, dafl ndmlich die aktuelle Planinstanz zur Klasse “plan_type” gehort.

Unterhalb dieses Wurzelknotens befinden sich diejenigen Aussagen, die dadurch
erklart werden sollen, dafl sie als Rollenfiiller in einem komplexeren Plan identifiziert
werden.

Wird beispielsweise ein “go”-Ereignis beobachtet, das durch die Instanzvariable
gol reprisentiert wird, so kann in obigem Beispiel die Beobachtung

(inst gol go-)
durch die beiden Aussagen
(= (go-stp planl) gol) und (inst planl liquor-shopping)

erkldrt werden, mit deren Hilfe gol als Teilschritt eines “liquor-shopping” Planes planl
identifiziert wird.

Die entsprechenden Bayesschen Netze werden durch eine Reihe von Konstruktions-
regeln beim Auftreten einer neuen Evidenz dynamisch generiert und erweitert. Zwei
dieser Regeln sollen hier kurz erldutert werden (fiir eine detaillierte Beschreibung sei
auf [Charniak und Goldman, 1993] verwiesen).

“Slot-filler”: Sind ¢ und j zwei Instanzen der Typen ¢; bzw. ¢; mit den entspre-
chenden Knoten a; = (inst ¢ ¢;) und ay = (inst j ¢;) im aktuellen Netz, und
enthilt die Wissensbasis den Eintrag, dafl Instanzen vom Typ ¢; fiir slot einen
Rollenfiiller vom Typ ¢; benstigen, so wird als neuer Knoten ¢ = (= (slot @) j)
eingefiihrt und mit Hilfe der Kanten a — ¢ und b — ¢ in das Netz integriert.
Als Wahrscheinlichkeit P(c|a,b) wird P(=)/P(t;) eingetragen.

Abbildung 3.4 zeigt die Verbindung zweier isolierter Evidenz- und Hypothe-
seknoten durch die Anwendung dieser Regel. Die bedingte Wahrscheinlichkeit
nimmt hier den Wert 1/|liquor — store| an. Prinzipiell muf also fiir jeden Typ
die Menge aller Instanzen bekannt sein. Dieser Wert ist die Wahrscheinlich-
keit dafiir, daf} als “store-of” des Planes planl genau dasselbe Geschift gewihlt
wurde, das bereits durch storel beschrieben wird.

“Up-existential”: Sei b = (inst j ;) ein Knoten des aktuellen Netzes. Die Wissens-
basis enthalte die Formel

(inst 71 ¢;) — (inst (slot i) t;).
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(inst planl liquor-shopping)
(inst storel liquor-store)

e

(= (store-of planl) storel)

Abbildung 3.4: Konstruktion eines PRN durch Anwendung der Regel “Slot-filler.”

(inst planl liquor-shopping)

(inst storel liquor-store)

Dabei ist ¢; ein Ereignis oder ¢; ein Objekt. Dann wird das Netz erweitert um
die Knoten a = (inst ¢ ¢;) und ¢ = (= (slot ) j) und die Kanten ¢ — ¢, b — ¢
und @ — b. Es ergeben sich die Wahrscheinlichkeiten P(bla) = 1, P(b|-a) =
P(t;)—P(tj|a)- P(a) und P(c|a,b) = 1, sonst 0. Abbildung 3.5 zeigt ein Beispiel
fiir die Expansion eines Netzes mit dem einzelnen Knoten (inst gol go-) durch
einen solchen Schritt.

(inst planl liquor-shopping)

(inst gol go-)

(= (go-stp planl) gol)

Abbildung 3.5: Expansion eines PRN durch Anwendung der Regel “Up-existential.”

Probleme bei der Anwendung solcher Regeln — insbesondere der letzten — treten
immer dann auf, wenn eine Aktion Teilschritt vieler verschiedener Pliane sein kann oder
Pléne rekursiv definiert sind. Im ersten Fall wird das entstehende PRN zu grof}, um
praktisch handhabbar zu sein, im zweiten Fall besteht das Problem der Terminierung.

Um daher die Anwendung dieser Konstruktionsregeln zu steuern, wird ein Marker-
Propagierungsalgorithmus auf dem assoziativen Netz eingesetzt, dessen Kanten En-
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titdten mit ihren Klassen und Rollenfiillern sowie mit ihren Sub- und Superklassen
verbinden. Ausgehend von neuen Beobachtungen propagiert der Algorithmus Markie-
rungen durch dieses Netz und konstruiert so Pfade zwischen einer Entitdt und einem
bereits existierenden Plan oder verbindet zwei Entitdten mit einem hypothetisierten
Plan. Ein Filter entfernt dabei “unniitze” Pfade. Alle verbleibenden Pfade werden
zur Anwendung der Konstruktionsregeln verwendet. Das wichtigste Auswahlkriteri-
um dieses Filters ist die Vorabwahrscheinlichkeit der einzelnen Hypothesen. Dies fiihrt
dazu, daf} extrem schlecht bewertete Plane vorerst nicht weiter betrachtet werden. Die
so erhaltenen kleineren PRNs fiihren zu einer Verringerung der Komplexitit.
Planerkennung wird somit zu einem mehrstufigen Prozef3:

1. Der Parser liefert eine logische Beschreibung der Eingabe.
2. Die semantische Verarbeitung fiigt Knoten zum bestehenden PRN hinzu.

3. Der Marker-Propagierungsalgorithmus berechnet lohnende Pfade im assoziati-
ven Netz.

4. Diese feuern die Konstruktionsregeln, was zu einer Expansion und Reevaluierung
des PRN mit der Neuberechnung der Wahrscheinlichkeiten fiihrt.

Kritik:

Ein Kritikpunkt an Wimp3 ist die Annahme uniformer Wahrscheinlichkeitsverteilun-
gen im Falle fehlender Information. Dieses Vorgehen ist bedingt durch die Basierung
des Ansatzes auf der klassischen Wahrscheinlichkeitstheorie.?

Ein dhnliches Vorgehen erfordert die Kodierung einer Evidenz, die nicht spezifisch
genug ist, um auf einzelne Hypothesen hinzudeuten. Ist eine Aktion a beispielswei-
se notwendiger Bestandteil einer Menge X von Plinen, so erlaubt die Beobachtung «
ohne weitere Information lediglich den Schlufl auf die Menge X der mit a kompatiblen
Hypothesen. Im von Wimp3 verfolgten Ansatz mit PRNs werden jedoch immer nur
Einzelhypothesen betrachtet, wodurch ein Teil der Information — ndmlich die fehlende
Prézision der Evidenz — verlorengeht. Die gegebene Situation wiirde in diesem Fall
so modelliert, dafl die Beobachtung a jedes einzelne Element in X gleichermaflen un-
terstiitzt. Die Entscheidung, welches davon im aktuellen PRN tatsdchlich auftaucht,
wird in einem solchen Fall ausschliefilich von der Vorabwahrscheinlichkeit der Hypo-
thesen abhéingen.

Ein weiterer Punkt bezieht sich auf die konkret verwendeten numerischen Wer-
te selbst. Die Anwendung von Bayesschen Netzen in der Planerkennung minimiert
zwar die Anzahl der benétigten bedingten Wahrscheinlichkeiten, aber in vielen Féllen
ist selbst die Bestimmung (oder Abschétzung) dieser relativ wenigen Werte nahe-
zu unmoglich. So verlangt etwa das Beispiel aus Abbildung 3.5, das in dieser Form
[Charniak und Goldman, 1993, Seite 65| entnommen wurde, die Angabe der Grifle

3Zu Diskussionen des Aspektes der Unvollstéindigkeit von Wissen sei an dieser Stelle auf die
Abschnitte 2.1 und Kapitel 4 verwiesen.
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1/[liquor — store|, d.h. die Anzahl aller Spirituosenliden muf§ zur Berechnung dieser
Grofle bekannt sein. Es ist kaum nachzuvollziehen, warum eine groflere Anzahl sol-
cher Liaden die Wahrscheinlichkeit eines Einkaufsplanes verringern sollte, warum also
spezifische Groflen in der Doméne die Bewertung einer Planhypothese beeinflussen.

3.3 Systeme mit alternativen Unsicherheitsmodel-
len

In diesem Abschnitt werden zwei Ansétze zur Bewertung der Hypothesen eines Plan-
erkenners vorgestellt, deren numerischer Formalismus sich von der klassischen Wahr-
scheinlichkeitstheorie unterscheidet. Dabei handelt es sich im ersten Fall um den Ver-
such, numerische MaBe des Informationsgehalts einer natiirlichsprachlichen AuBerung
zur Aktualisierung von Wahrscheinlichkeiten zu verwenden. Der zweite beschriebene
Ansatz baut demgegeniiber auf der Dempster-Shafer Theorie auf, die zur Modellierung
von Default-Schliissen im Rahmen der Planerkennung verwendet wird.

3.3.1 Integration informationstheoretischer Mafle

Wie Wimp3, so arbeitet auch das in [Raskutti und Zukerman, 1991a; Raskutti und
Zukerman, 1991b] beschriebene System zur Planerkennung im Kontext der Verar-
beitung natiirlicher Sprache. Speziell handelt es sich hierbei um Beratungssysteme,
die z.B. aus den AuBerungen des Kunden eines Reisebiiros dessen zugrundeliegenden
Plan extrahieren und entsprechende Dienste wie Buchen der bendétigten Fliige an-
bieten. Der Aspekt der Unsicherheit kommt dadurch ins Spiel, dal vom Anwender
oft nur partielle oder teilweise inkorrekte Information geliefert wird, was eine Quelle
der Mehrdeutigkeit seiner Aussagen darstellt. Die verschiedenen moglichen Interpre-
tationen werden probabilistisch bewertet, wobei ihr Informationsgehalt beriicksichtigt
wird.

Eine Interpretation einer Benutzeraussage ist eine Folge von Plidnen, deren Aus-
fiihrung der Benutzer vorschligt. Ein Plan wird in [Raskutti und Zukerman, 1991a]
definiert als eine Aktion zusammen mit einer Anzahl von Parametern, die diese Ak-
tion definieren. Der beschriebene probabilistische Ansatz zur Hypothesenbewertung
versteht sich als eine Erweiterung des in Wimp2 verwendeten Mechanismus (siehe Ab-
schnitt 3.1.1), der auf der Annahme beruht, dafl besser definierte Pline (also Pline,
die durch die Benutzerangaben exakter spezifiziert sind) wahrscheinlicher sind als
solche, die durch die AuBerung des Benutzers nur unzureichend beschrieben werden.
Diese Annahme ist nur im Fall der sogenannten “intendierten Erkennung” giiltig, in
der der beobachtete Agent selbst Wert darauf legt, dal sein Plan erkannt wird (im
Gegensatz zur “keyhole-recognition”, bei der der Agent den Planerkennungsprozefl
nicht unterstiitzt).

Der Erkennungsprozef lauft in drei Phasen ab:
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1. Die Eingabe besteht aus einer logischen Reprisentation der natiirlichsprach-
lichen Eingabe des Benutzers. In einem direkten Inferenzprozeff werden daraus
mogliche Interpretationen generiert, wobei sowohl die Definitionen von Doménen-
aktionen, als auch Kohirenzbetrachtungen beriicksichtigt werden. Die durch
Ambiguititen entstehenden Unsicherheiten werden quantifiziert, indem die Wahr-
scheinlichkeit einer Interpretation jeder neuen Aufierung, die Wahrscheinlichkeit
einer Interpretation des vorausgehenden Diskurses sowie die Wahrscheinlichkeit
einer Beziehung zwischen beiden berechnet werden. Mit Hilfe dieser Werte kann
die Menge der moglichen Interpretationen eingeschrinkt werden. Eine genauere
Beschreibung der Berechnungen dieser und der beiden folgenden Phasen findet
sich weiter unten.

2. Diese Interpretationen sind iiblicherweise unvollstindig. Die unspezifizierten De-
tails werden durch indirekte Inferenzen unter Zuhilfenahme anderer Informa-
tionsquellen ausgefiillt. Diese erlauben Schliisse unterschiedlicher Stérke, die
direkt proportional zur Zuverldssigkeit der verwendeten Informationsquelle ist
(z.B. Inferenzen aus Benutzeraussagen gegeniiber Schlufifolgerungen aus Stan-
dardannahmen iiber die Doméne). In dieser Phase der Planerkennung werden
diese unterschiedlichen Stufen dazu benutzt, zu verhindern, daf} eine Schlufifol-
gerung durch eine schwéchere Inferenz widerlegt wird.

3. Nach jeder dieser beiden Phasen wird jeweils der Informationsgehalt der ver-
schiedenen Interpretationen berechnet, um zu entscheiden, ob der Inferenzpro-
zef} fortgesetzt werden soll. Dasselbe Mafl wird am Ende der Phase 2 verwendet,
um die Wahrscheinlichkeit der Interpretationen mit h6herem Informationsgehalt
zu erhohen. Die errechneten Werte werden zur Einschrinkung des Suchraums
verwendet.

Die Berechnung der Wahrscheinlichkeiten

Der aktuelle Diskurs S’ bestehe aus dem vorausgehenden Diskurs S und der neuen
AuBerung s. Die Menge der moglichen Interpretationen von S ist {;};, die von s {ij }.
Ferner sei { R, }, die Menge der moglichen Relationen zwischen einer Interpretation I,
von S und einer Interpretation 7, von s. Eine solche Relation ist entweder elaboration,
introduction oder correction zusammen mit den involvierten Objekten, auf die jeweils
verwiesen wird. D bezeichne das Domé#nenwissen des Zuhorers (Beobachters). Die
Wahrscheinlichkeit, dafl der Sprecher eine Interpretation I, bestehend aus I;, i
und R, fiir S’ intendierte, ist P(lxm,|S’, D). Da das Doménenwissen unverdndert
bleibt, wird es im folgenden nicht mehr explizit aufgefiihrt:

P(IjaikaRm: S: 8)

P(Ijkm|5’) = P(Ij,ik,Rm|S, 8) = P(S S)

(3.1)
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Der Zéhler kann auch geschrieben werden als

/

(1) (2) 3) (4) ()

P(Ij,ik, Rm|S, 8) = P(S'S, ik, Ij, Rm) . P(S|ik, Ij, Rm) - P(Rm‘lk, IJ) . P(I]"Lk) . P(’[,k) .
~ ~ - ~ ~ -’ ~ W g v

Dabei gilt fiir die einzelnen Faktoren:

1) P(S|s,ix, 1;, Ry,) = P(S|I;), da S bedingt unabhéngig von s, iy und R,, ist,
J j
gegeben ;. Dies ist die Wahrscheinlichkeit, daf der Sprecher S &uflert, wenn er
die Interpretation /; intendiert.

(2) P(slix, I, Rm) = P(slix) ist das entsprechende Ma$ fiir s und seine Interpretation
.

(4) P(I;lix) = P(I;), da I; die Aussagen vor s interpretiert und somit von 4, un-
abhéngig ist.

Somit ergibt sich fiir (3.1):

P(S|I;) P(s|ix) P(Rmlix, £;) P(I;) P(ix)
P(S,s)

Die Abschitzung der Werte P(S), P(s) und P(S, s) fiir die Wahrscheinlichkeiten des
Auftretens der verschiedenen Aussagen ist i.a. sehr schwierig. Da sie aber unabhéngig

von den Wahrscheinlichkeiten der Interpretationen sind, kann (3.2) nach Einfiihrung
P(S)P(s)

einer normalisierenden Konstanten o = B 5,5)
b}

umgeschrieben werden zu
P(Ligm|S") = a P(I;|S) P(ik|s) P(Rmlix, I;), (3.3)

wodurch ein Vergleich der Wahrscheinlichkeiten von Interpretationen méglich wird.

Die Berechnung der numerischen Werte fiir die Faktoren in (3.3) beruhen auf ei-
ner Reihe von Heuristiken wie der Annahme uniformer Wahrscheinlichkeitsverteilun-
gen bei fehlender Information oder Préferenzen, die sich aus Kohérenzbetrachtungen
des Diskurses ergeben (z.B. Bevorzugung von Verweisen auf jiingere Auflerungen ge-
geniiber Referenzen auf iltere). Diese dominenunabhingigen Uberlegungen kinnen
durch anwendungsspezifisches Wissen ergéinzt werden. Nach der Normalisierung aller
Wahrscheinlichkeiten werden alle Interpretationen mit

P(I)
Pmaz

< X

verworfen, wobei P, der grofite von einer Interpretation erreichte Wert und zy €
[0, 1] ein Schwellwert ist.

Der Informationsgehalt eines Parameters innerhalb eines Planes einer Interpreta-
tion wird aus der numerischen Gewichtung des Inferenzprozesses berechnet, aus dem
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er abgeleitet wurde. Dabei werden direkte Inferenzen aus Benutzeraussagen mit 1,
alle anderen wie Schliisse aus dem Doménenwissen, Dom#dnenannahmen, dem Benut-
zermodell sowie Commonsense-Schliisse absteigend bewertet. Jeder Parameter p eines
Planes wird dazu mit dem Informationstyp markiert, der zu seiner Herleitung fiihrte,
ohne jedoch die Markierungen der zu diesem Schluf} erforderlichen Parameter p1, ..., p,
zu beriicksichtigen. Wie in [Carberry, 1990a] (siehe auch Abschnitt 3.3.2) werden Un-
sicherheiten also nicht propagiert. Die Markierung von p — die Stérke der Inferenzregel
— représentiert somit die bedingte Wahrscheinlichkeit P(p|p1, ..., pn)-

Wihrend des indirekten Inferenzprozesses, in dem die verbliebenen Liicken in den
Interpretationen geschlossen werden, wird fiir jeden Parameter nur die stdrkste mogli-
che Ableitung eines Wertes betrachtet, um so den Suchraum einzuschrianken.

Der Informationsgehalt einer Interpretation kann nun als Summe des Informa-
tionsgehalts aller in ihr enthaltenen Pldne berechnet werden, die sich wiederum aus
den entsprechenden Werten fiir ihre Parameter ergeben. Fiir einen Parameter p ist

S(p)
wobei N(p) die Anzahl der moglichen Werte fiir p und S(p) die mit p assoziierte
Inferenzstérke ist. Fiir eine Interpretation I mit Plinen P;, 7 = 1, ..., kK mit Parametern
pij, J = 1,...,1;, ergibt sich somit

o0 = L o

Gilt IC(Iy) = 0, fiir eine Interpretation Iy, so ist diese eindeutig identifiziert. Kann
der Informationsgehalt einer Interpretation nicht weiter aus der gegebenen Evidenz
erh6ht werden, wird der Inferenzprozefl gestoppt.

Mit Hilfe des IC-Wertes kann nun die Wahrscheinlichkeit der Interpretationen
aktualisiert werden:

Pneu(l) = P(I) (1_%>:

wobei ICNORM der in der Doméane minimal moégliche IC-Wert ist. Diese Berechnung
auf der Basis des Informationsgehalts ist nur in Anwendungen giiltig, in denen der
Sprecher aktiv versucht, sein Ziel mitzuteilen.

Kritik:
Neben der Einschrinkung auf Anwendungen mit intendierter Erkennung sind folgende
Punkte zu erwéihnen:

1. Das Verhalten des Systems ist sehr stark vom Entwurf der verwendeten Heuristi-
ken und hier speziell der Wahl der numerischen Konstanten o und JCNORM
abhéngig, wodurch die Vorhersagbarkeit der erzielten Ergebnisse und somit die
Rechtfertigung der getroffenen Entscheidungen erschwert wird.
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2. Da fiir jeden Parameter immer nur die stiarkste Inferenz betrachtet wird, kann
es vorkommen, dafl der bei einer gegebenen Evidenz maximal mogliche Infor-
mationsgehalt nicht erreicht wird. Seien z.B. zwei Parameter p;, p, gegeben. py
werde mittels p; abgeleitet. Sei nun p; = x; mit einer Inferenz der Stirke v
abgeleitet. Daraus ergebe sich mit Stirke vy der Wert p, = 3,. Ferner sei die
Ableitung p; = x5 mit Stérke v} < v; moglich (dieser Schritt wird jedoch nie-
mals ausgefiihrt). Daraus ergebe sich mit Stérke v} > vo der Schlufl p, = ys. Ist
nun vy +ve < v] + vh, so wird der Informationsgehalt der entsprechenden Inter-
pretation nicht maximal, d.h. es wird Information verschenkt, wodurch jedoch
der Suchraum eingeschriankt wird.

3. Die Tatsache, dal die Stirke der Ableitung eines Parameterwertes nicht pro-
pagiert wird, stellt einen Informationsverlust dar, der zwar psychologisch ge-
rechtfertigt wird, jedoch grofle Auswirkungen auf die numerischen Berechnun-
gen hat. Vergleiche dazu auch die Diskussion des Ansatzes von Carberry in
Abschnitt 3.3.2.

3.3.2 Modellierung von Default-Schliissen mit Dempster-
Shafer Theorie

Das von Carberry in [1990a; 1990b] vorgestellte “Prozemodell der Planerkennung”
findet seine Anwendung in der Verarbeitung natiirlichsprachlicher Dialoge. Die Moti-
vation fiir diese Arbeit war der Versuch, ein Modell der Planerkennung zu entwickeln,
das angesichts mehrerer moglicher Hypothesen nicht darauf abzielt, die mathema-
tisch beste Reprisentation des Benutzerplans zu erreichen und die unter probabi-
listischen Gesichtspunkten optimale Entscheidung zu treffen. Vielmehr geht es hier
darum, verniinftige Schliisse zu ziehen, die eine Rechtfertigung der getroffenen Ent-
scheidungen gegeniiber dem Benutzer des Systems erlauben.

So wird beispielsweise der Wimp2-Ansatz wegen seiner “komplizierten Berechnun-
gen” kritisiert, die zwar mathematisch korrekt, einem Laien aber nicht vermittelbar
sind. Dariiberhinaus werden diese Berechnungen als zu aufwendig betrachtet.

Vielmehr sollen hier Aspekte menschlichen Schliefens in die Planerkennung inte-
griert werden, die es erlauben,

e verniinftige Hypothesen aufgrund von Default-Schliissen aufzustellen und nicht
gerechtfertigte Entscheidungen zu verschieben, bis zusétzliche Information ver-
fiigbar ist,

e diese Hypothesen geméafl ihrer Plausibilitdt zu ordnen und
e gegebenenfalls Schliisse zu revidieren.

Die Arbeitsweise des Planerkennungsprozesses besteht darin, ein sogenanntes Kon-
textmodell inkrementell aufzubauen und zu expandieren. Dabei handelt es sich um
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-
§§§§§
-——__
55555

Satisfy-writing-req(Sue) Satisfy-multicultural-req(Sue) unspecified
Earn-credit(Sue,H210)  Satisfy-major(Sue,MATH)

Earn-credit(Sue,M370)
Abbildung 3.6: Beispiel eines Kontextmodells.

einen Baum, dessen Knoten Aktionen bezeichnen, von denen das System annimmt,
dafl der Benutzer sie ausfithren will. Zwischen diesen Knoten gibt es zwei Arten von
Kanten:

1. Eine direkte Kante von A; nach A; bedeutet, dal A; ein Teil der operationalen
Dekomposition von A; ist.

2. Eine indirekte Kante von A; nach A; deutet darauf hin, dal A; Teil einer Ex-
pansion von A; ist, d.h. dal es mehrere Dekompositionen fiir A; gibt, die A;
enthalten. Die gegebene Information reicht jedoch nicht aus, sich bereits fiir
eine Alternative zu entscheiden.

Beispiel 3.3.1 Die Abbildung 3.6 aus [Carberry, 1990a] zeigt ein solches Kontext-
modell, wobei der gestrichelte Pfeil eine indirekte, alle anderen Pfeile direkte Kanten
darstellen. In der Beispieldoméne geht es um Beratung von Studenten zur Erfiillung
bestimmter Anforderungen im Rahmen ihres Studiums. Die direkten Kanten verbin-
den Subaktionen mit iibergeordneten Plidnen. Die indirekte Kante weist darauf hin,
dal es mehrere Moglichkeiten gibt, den Toplevel-Plan Obtain-undergraduate-degree
auszufiihren und dabei die Aktion Satisfy-major(., MATH) zu integrieren.* Die vor-
handene Information reichte hier nicht aus, sich fiir eine der Alternativen zu entschei-
den. Auf dieses Beispiel wird nochmals bei der Diskussion der verwendeten Heuristiken
eingegangen.

Mit jeder neuen AuBlerung muf das Kontextmodell angepaBt und expandiert wer-
den, um die aktuelle Hypothese des Benutzerplans zu reprisentieren. Dazu werden
eine Reihe von Heuristiken verwendet, die hier nicht ndher betrachtet werden sollen.
Vielmehr werden der Vorgang der Expansion des Kontextmodells und die Integration
des numerischen Formalismus zur Bewertung von Hypothesen ndher untersucht, des-
sen Grundlage die Dempster-Shafer Theorie bildet. Diese Wahl wird damit begriindet,

“Diese Notation soll eine beliebige Bindung des ersten Arguments von Satisfy-major re-
présentieren.
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daf} es hier moglich ist, Vertrauensgrade direkt Mengen von Hypothesen zuzuordnen,
ohne die einzelnen Elemente selbst bewerten zu miissen, und dafl Dempsters Kombina-
tionsregel eine addquate Modellierung der Einschrinkung des Raumes der plausiblen
Hypothesen bei zusétzlicher Information bietet.

Den Ereignis- oder Hypothesenraum © bildet die Menge aller sich gegenseitig
ausschliefenden nicht-elementaren Aktionen (Pléne),”> die vom Benutzer ausgefiihrt
werden konnen. Es wird unterstellt, dal der Benutzer immer nur einen Plan gleichzei-
tig verfolgt, in dem die beobachteten Aktionen (die die Evidenz E bilden) eine Rolle
spielen. Als Teilmenge von © wird zusétzlich Others eingefiihrt, um die Menge der
Plédne vollstédndig zu machen und sowohl “falsche”, als auch “neue” Pléne zu erfassen
(sogenannte nowvel plans).

Mit einer Evidenz FE ist eine Basiswahrscheinlichkeit m g verkniipft. Dabei bedeutet
mg(X) = k, dal ein Auftreten der Evidenz E es erlaubt, der Hypothesenmenge X
einen Vertrauensgrad der Gréfle k£ zuzuordnen.

Da der numerische Formalismus zur Modellierung von Default-Schliissen in der
Planerkennung verwendet werden soll, werden die Entscheidungen zugunsten einer
Hypothese auf ihren Plausibilitdtswert im Vergleich zu den Alternativen begriindet.
Eine mit einer Evidenz assoziierte Basiswahrscheinlichkeit wird daher in eine soge-
nannte Prdferenzregel iibersetzt, deren Konklusionen geméf} ihrer Plausibilitit geord-
net, sind.

Definition 3.3.1 (Priferenzregel)
Sei E eine Menge von Aktionen, mg die mit ihr verkniipfte Basiswahrscheinlichkeit.
Dann ist

if &£ p-then AE,I, PFE(AEJ)

AE,nE7 PFE(AE,nE)

die mit der Evidenz E assoziierte Priferenzregel Pg. Dabei sind die Ag; € © Hypothe-
sen (Pline) und PFg(Ag;) = Pl,,(Ag;) der aus mg berechnete Plausibilitdtsfaktor
von Apg;, der eine Formalisierung des Begriffes der “intuitiven Plausibilitédt” eines
Defaults darstellt (siehe [Reiter, 1980]).

Sei nun eine Evidenz F in Form einer Menge von Aktionen gegeben,® und es gebe
mehr als einen Plan A,, dessen Ausfiihrung alle Aktionen in E beinhaltet. In einem
solchen Fall mufl das System in der Lage sein zu entscheiden, ob einer dieser Pline
als der tatséchlich vom Benutzer verfolgte betrachtet werden soll. Diese Entscheidung
soll mit Hilfe der Priferenzregeln getroffen werden.

5In den Originalarbeiten steht der Begriff “Aktion” sowohl fiir elementare Operationen, als auch
fiir Aktionsfolgen. Demgegeniiber wird die operationale Dekomposition einer Aktion als “Plan”
bezeichnet.

6Diese Menge steht nicht fiir eine disjunktive Beobachtung, sondern fiir eine Anzahl ausgefiihrter
Aktionen.
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Definition 3.3.2 (Ableitbarkeit einer Hypothese)
Seien E eine Menge von Aktionen mit Priferenzregel Pgp geméfl Definition 3.3.1,
€pt> €4 € [0,1]. Dann ist

Ay, falls A; € © der einzige Plan ist, dessen
Dekomposition alle in E auftretenden Aktionen beinhaltet

Infer(E) =< A,, falls (A, € ©) A (PFg(4y) > €u) A

| 0,  sonst

Ist Infer(E) = Ay, so heiit A, aus E ableitbar. Die Gréflen e, und e, heiflen Plausi-
bilitdtsschwelle bzw. Differenzschwelle.

Um eine Hypothese A, aus einer Evidenz ableiten zu konnen, ist es also notwendig,
e dafl A, entweder der einzige Kandidat zur Erkldrung von F ist oder

e daf} die Plausibilitdt von A, einen gewissen Mindestwert €, iiberschreitet und
alle anderen Hypothesen A, mindestens um ¢, schlechter bewertet sind.

Mit Hilfe der Schwellwerte €, und ¢, lassen sich je nach Anwendung “vorsichtigere”
oder “spekulativere” Inferenzen modellieren.

Um nun ein Kontextmodell aufzubauen, erhélt das System als initiale Eingabe
eine Menge von Pldnen mit ihren Dekompositionen und die mit den verschiedenen
Aktionen assoziierten Basiswahrscheinlichkeiten, aus denen dynamisch Préferenzre-
geln berechnet werden. Dabei konnen Plédne auch in nicht-elementare Teilpléne zerlegt
werden, die ihrerseits wieder Dekompositionen besitzen, so daf} eine beliebig abstrakte
Représentation eines Planes moglich ist. Verschiedene Heuristiken identifizieren nun
Aktionen, die eine bestimmte AuBlerung des Benutzers motivieren kénnten und fo-
kussieren auf die kohirenteste Beziehung zwischen der mit der aktuellen AuBerung
assoziierten Aktion und dem aktuellen Kontextmodell als Reprisentation der Hypo-
these des Systems bzgl. des Planes des Benutzers.

Die folgenden Regeln integrieren die oben beschriebenen Default-Schliisse in den
Prozel der Expansion des Kontextmodells.

D1: Die mit einer AuBerung assoziierte Aktion Ay, sei Teil eines Planes zur Ausfiih-
rung von A, im Kontextmodell. Gleichzeitig gebe es mehrere Dekompositionen
fir A, die Ape, beinhalten. Wenn Infer({Anew}) = A; ist und A; Teil einer
Dekomposition fiir A, so fiige einen Knoten A; zum Kontextmodell hinzu mit
einer direkten Kante von A,., zu A; und wiederhole D1 mit A; anstelle von
Apew- Ansonsten fiige einen uninstantiierten Knoten X mit einer direkten Kante
Apew — X und einer indirekten Kante X — A, zum Kontextmodell.
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Diese Regel erlaubt also sowohl die Verwendung von Default-Schliissen zur Einfiihrung
neuer Knoten, als auch die Verschiebung einer solchen Entscheidung, falls die verfiigba-
re Information unzureichend ist. Ein kurzes Beispiel soll die Arbeitsweise dieser Regel
veranschaulichen.

Seien dazu €, = 0.9 und ¢; = 0.7. Sue stellt eine Anfrage bzgl. einer schriftlichen
Arbeit (“writing project”) und einem multikulturellen Kurs (“multicultural course”).
Das System schliefit daraus, dafl Sue einen Studienabschluf (“undergraduate degree”)
machen méochte. Als néichstes fragt sie nach dem Kurs M370 iiber Wahrscheinlichkeits-
theorie. Die Heuristiken zur Identifizierung des Benutzerplanes liefern die Domé&nen-
aktion “Earn-credit(Sue,M370)” als mogliche Motivation fiir Sues Anfrage. Das Sy-
stemwissen iiber die Anwendungsdoméne beinhaltet einen Plan zum Erlangen des Ab-
schlusses, der M370 beinhaltet. Folglich wird vom System abgeleitet, dafl Sue diesen
Kurs als Teil dieses Planes belegen will. Es gibt jedoch mehrere Moglichkeiten, M370
in einen solchen Plan zu integrieren, namlich als Erfiillung einer Priifungsanforderung
in Mathematik, Informatik oder als Wahlfach. Durch Anwendung der Préferenzregel

if { Earn-credit(_user, M370) } p-then Satisfy-major(_user, MATH), 1.00
Satisfy-major(_user,CS), 0.15
Other, 0.03

ergibt sich Infer({a}) = Satisfy-major(Sue,MATH). Als Default-Schluf} ergibt sich
durch Regel D1, dal Sue durch M370 die Mathematik-Anforderungen fiir ihren Ab-
schluf} erfiillen will.

D1 schreibt nun die rekursive Anwendung dieser Regel auf diesen neuen Eintrag
im Kontextmodell vor. Da sich aus der Priferenzregel

if { Satisfy-major(_user, MATH) } p-then Earn-degree(_user,BA), 1.00
Earn-degree(_user,BS),  0.85
Other, 0.10

keine weiteren Schluf3folgerungen ziehen lassen wegen
Infer({ Satisfy-major(Sue,MATH) }) = 0,

bleibt unklar, ob das Ziel ein Abschluf} als BS oder BA ist. Diese Entscheidung wird
solange verschoben, bis zusédtzliche Evidenz verfiigbar ist. Das resultierende Kontext-
modell ist in Abbildung 3.6 dargestellt.

D2: Seien Ay, ..., Ay und eine neue Aktion A, Teile eines gemeinsamen, noch unbe-
stimmten Planes X im Kontextmodell. Dann fiige A, hinzu mit einer direkten
Kante Apey, —> X und berechne eine neue Priferenzregel fiir { A1, ..., Ax, Anew}s
indem die jeweiligen Basiswahrscheinlichkeiten mit Dempsters Regel kombiniert
werden. Falls Infer({A1, ..., Ak, Anew}) =Y # (), so instantiiere X mit Y.
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Diese Regel beschreibt die Akkumulation von Information bis zu dem Punkt, an dem
eine Entscheidung moglich ist. Dabei erlaubt die Assoziativitdt von Dempsters Re-
gel die inkrementelle Ergénzung der entsprechenden Priferenzregel, sobald eine neue
Aktion auftritt.

D3: Wenn A, der Wurzelknoten des Kontextmodells ist und Infer({4,}) = X # 0,
dann fiige X mit einer direkten Kante A, — X hinzu. Ansonsten fiige einen
uninstantiierten Knoten Y mit einer indirekten Kante A, — Y zum Kontext-
modell hinzu, um anzudeuten, dal der Benutzer vermutlich beabsichtigt, A,
auszufithren, um eine andere, noch unbekannte Aktion durchzufiihren.

Mit dieser Regel konnen fiir eine im Kontextmodell auftretende Aktion Erklarungen
auf einer hoheren Ebene mittels Default-Schliissen gefunden werden.

D4: Sei Ay durch einen Default-Schlufl zum Kontextmodell hinzugefiigt worden. Die
aktuelle AuBerung bestiitigt A, explizit oder ist mit einer Aktion gleichgesetat,
die nur Teil eines Planes fiir A, sein kann. Es gibt also keine abstrakteren Pléine,
die die aktuelle AuBerung erkliren. Dann markiere A, als durch diese neue
Evidenz bestétigt.

D5: Sei A; wie oben. Die neue Aktion A,,., ist Bestandteil eines Planes fiir A,.
Zusétzlich sei A, “repriasentativ” fiir A4, d.h. ein “typischer” Bestandteil eines
Planes fiir A;. Dann markiere A, als durch A,.,, bestétigt.

In diesen beiden Regeln werden Default-Schliisse nachtréiglich durch eine zusétzliche
Information bestétigt. Handelt es sich dabei in D4 um sicheres Wissen, so wird in
D5 das psychologisch verankerte Kriterium der “Représentativitit” angewandt, um
einen solchen Schlufl zu sanktionieren.

Entsprechend existieren Regeln, die das bestehende Kontextmodell im Falle von
Widerspriichen revidieren, indem Knoten entfernt und wiederum dynamisch verédnder-
te Priferenzregeln angewandt werden.

Kritik:

Neben den in [Charniak und Goldman, 1993] angesprochenen Kritikpunkten, die die
unzureichende Begriindung der Entscheidung fiir Dempster-Shafer Theorie betreffen,
weist der hier vorgestellte Ansatz weitere Defizite u.a. auch in der Anwendung dieses
Formalismus auf:

1. Zur Berechnung von Priferenzregeln wird als Eingabe eine Menge von “Evi-
denzen” mit assoziierten Basiswahrscheinlichkeiten benotigt. Letztere erlauben
die direkte Bewertung von Hypothesenmengen, ohne Werte fiir alle Einzelhy-
pothesen angeben zu miissen. Dieser Vorteil der Dempster-Shafer Theorie wird
jedoch durch die Umwandlung der Basiswahrscheinlichkeiten in Priferenzregeln
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mit Plausibilitatsfaktoren aufgegeben, da als Konklusion hier nur einzelne Pline
auftreten diirfen. Die Folge ist, dal beim Aufbau des Kontextmodells entweder
eine eindeutige Entscheidung zugunsten einer Hypothese gefillt oder diese Ent-
scheidung solange aufgeschoben wird, bis die gegebene Information eine solche
Festlegung erlaubt. Der in einem solchen Fall eingefiihrte uninstantiierte Knoten
schrankt den Suchraum der plausiblen Hypothesen prinzipiell nicht ein.

Liee man als Konklusion von Préferenzregeln auch Hypothesenmengen zu, wire
es moglich, diese in einen Knoten einzutragen und somit den Raum der mogli-
chen Hypothesen zumindest soweit einzuschrinken, wie die vorhandene Infor-
mation dies zuldft (siehe auch 4.).

Beim Entwurf dieses Systems wurde grofler Wert auf kognitiv addquates Ver-
halten und mogliche Rechtfertigungen von Systemschliissen gelegt. Die Eingabe
von Basiswahrscheinlichkeiten als initiales Maf ist jedoch eine nicht-triviale Auf-
gabe, die gerade fiir Benutzer ohne Kenntnisse iiber Dempster-Shafer Theorie
nur sehr schwer zu bewiltigen ist (etwa wenn mpg({A1, A2}) < mg({A1})).

2. Die nichtmonotone Inferenzprozedur Infer wird nur intuitiv begriindet (wie
prinzipiell alle Berechnungen). Die beiden Parameter €, und €; konnen das
Ableitbarkeitsverhalten extrem beeinflussen, so daf die gezogenen Schliisse nur
sehr schwer gerechtfertigt werden kénnen.

3. Das Ergebnis von Infer ist lediglich eine Hypothese. Der mit ihr assoziierte
Plausibilitdtsfaktor wird nicht weiterverwendet, um etwa eine Vorabbewertung
der Knoten im Kontextmodell fiir die nachfolgenden Beobachtungsschritte zu
berechnen. Die numerischen Werte dienen also lediglich der lokalen Entschei-
dungsfindung. Sie werden nicht weiterpropagiert, um z.B. eine Hypothese zu
verwerfen, deren akkumulierte Plausibilitdt unter einen gewissen Schwellwert
sinkt.

4. Das Problem der Fokussierung auf einen einzigen Kontext stellt sich hier in 4hn-
licher Form wie bei den TMS-basierten Systemen (vgl. die Diskussion im Zusam-
menhang mit Wimp2 in Abschnitt 3.1.1), wenn auch in abgeschwichter Form.
Die uninstantiierten Knoten lassen zwar noch alle Moglichkeiten zur Expansion
offen, alle anderen Knoten beinhalten jedoch eine eindeutige Entscheidung und
miissen daher im Falle eines Widerspruchs — wenn also die aktuelle Hypothese
widerlegt wird — wieder entfernt und durch Alternativen ersetzt werden.

3.4 Zusammenfassung der Ergebnisse

Dieser Abschnitt fafit nochmals kurz die Ergebnisse der vorangehenden Diskussionen
verschiedener Systeme zusammen und vergleicht diese bzgl. folgender Kategorien:
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Ist das System in der Lage, unsichere Evidenzen zu verarbeiten? Dies ist dann
der Fall, wenn als Eingabe nicht notwendigerweise eine eindeutige Beobachtung
erwartet wird, sondern beispielsweise die Angabe einer Wahrscheinlichkeitsver-
teilung iiber den méoglichen Beobachtungen ausreicht.

Kann das System die Aussagen mehrerer unabhdngiger Beobachter gleichzeitig
verarbeiten?

Wie geht das System mit unwvollstindiger Information um? Ein positiver Ein-
trag (y/) in dieser Kategorie bedeutet, daf§ das partielle Fehlen von Daten die
Berechnungen des Systems nicht behindert. Ein negativer Eintrag (—) hingegen
deutet darauf hin, dafl auf jeden Fall vollstindige Information vorhanden sein
muf}. Hier wie auch in anderen Féllen existieren gewisse Zwischenstufen, die an
der entsprechenden Stelle erlidutert werden.

Besitzt der Ansatz eine formale Basis?

Wird eine Hypothesenbewertung berechnet, und erlaubt diese die Ableitung einer
Reihenfolge unter konkurrierenden Planhypothesen?

Wird agentenspezifische Information — in Form eines Benutzermodells — verwen-
det?

Wird dieses Benutzermodell aktualisiert, so daf} sich das System an das Verhal-
ten des Benutzers adaptiert?

In Tabelle 3.1 werden die Ergebnisse der vorangehenden Abschnitte nochmals kurz

zusammengefafit. Dabei werden folgende Abkiirzungen verwendet.

Cal steht fiir den in Abschnitt 3.2.1 diskutierten Ansatz von Calistri-Yeh.

IT reprisentiert den informationstheoretischen Ansatz von Raskutti und Zukerman

(siehe Abschnitt 3.3.1).

Defaults steht fiir Carberrys Modellierung von Default-Schliissen mittels Dempster-

Shafer Theorie (siehe Abschnitt 3.3.2).

DST schliefllich markiert die Spalte fiir den in der vorliegenden Arbeit vorgestellten

Ansatz.

Erlduterungen zu Tabelle 3.1

v/ ! Die Bewertungen der Alternativen an einem Oder-Knoten miissen explizit vom

Benutzer gesetzt werden.

v/ ? Es wird eine uniforme Verteilung der Wahrscheinlichkeitswerte angenommen.
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Tabelle 3.1: Vergleich der in diesem Kapitel vorgestellten Ansétze.

v/ 3 Der Ansatz basiert auf der Wahrscheinlichkeitstheorie, jedoch ist die Verkniipfung
mit informationstheoretischen Maflen nicht formal gerechtfertigt.

v/ * Bei der Markerpropagierung werden vielversprechende Hypothesen identifiziert
und vorerst nur diese weiterverfolgt.

v/ 5 Die berechnete Hypothesenbewertung wird nur zur lokalen Entscheidungsfindung
verwendet, jedoch nicht weiterpropagiert.

v/ 8 Calistri-Yeh sieht in der Repriisentation von Benutzerpriferenzen eine mogliche
Interpretation der verwendeten bedingten Wahrscheinlichkeiten, macht dies je-
doch nicht zu einem expliziten Punkt seiner Untersuchungen (“All we need to
be able to do is capture the fact that certain people may be more likely than
others to choose a particular plan.” [Calistri-Yeh, 1991]).

Zusammenfassend 148t sich festhalten, dafl keiner der untersuchten Ansétze alle in
Abschnitt 1.2 aufgestellten Anforderungen an ein Planerkennungssystem erfiillt. Ins-
besondere ist anzumerken, daf} lediglich bei Calistri-Yeh [1991] die Méglichkeit der In-

terpretation der verwendeten numerischen Werte als probabilistisches Benutzermodell
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erwiahnt wird. Es werden jedoch keine Methoden zur Akquisition und Aktualisierung
der benétigten Informationen vorgestellt.

Ein weiteres Defizit der meisten Ansétze ist die Tatsache, dafl unsichere Evidenzen
nicht verarbeitet werden konnen. Dies ist jedoch gerade in Realweltszenarien notwen-
dig, in denen beispielsweise die Ausgaben optischer oder akustischer Sensoren ausge-
wertet werden miissen.

Auch die formale Rechtfertigung der Berechnungen, die fiir eine eindeutige In-
terpretation der erzielten Ergebnisse und eine Rechtfertigung der darauf basierenden
Entscheidungen durch das System von grundlegender Bedeutung ist, wird in vielen
Féllen vernachléssigt. Dies trifft auch auf Ansétze wie IT (siehe Abschnitt 3.3.1) zu,
die sich zwar im Rahmen einer wohlfundierten Theorie bewegen, diese jedoch um
zusitzliche Operationen erweitern, ohne die sich daraus ergebenden Konsequenzen
formal zu untersuchen.

Neben den Beitrdgen zur

e Erweiterung einer modallogischen Theorie des evidenzbasierten Schlieflens um
ein Sprachkonstrukt zur Représentation von Expertenregeln in Abschnitt 4.2
und

e der semantischen Fundierung eines regelbasierten Systems mit Hilfe dieser Theo-
rie in Abschnitt 5.3

ist das Ziel der vorliegenden Arbeit die Vorstellung eines Ansatzes zur Planerken-
nung, das die in Tabelle 3.1 angegebenen Charakteristika aufweist und somit die in
Abschnitt 1.2 aufgestellten Anforderungen erfiillt. Dieser Ansatz wird Inhalt von Ka-
pitel 6 sein.



Kapitel 4

Eine modallogische Fundierung
des evidenzbasierten Schlief3ens

Es besteht eine formale Verwandtschaft zwischen den Belief- und Plausibilitéitsfunk-
tionen der Dempster-Shafer Theorie und unteren und oberen Wahrscheinlichkeiten in
dem Sinne, dafl diese jeweils die gleichen mathematischen Eigenschaften besitzen. Die
intendierte Semantik der induzierten Vertrauensintervalle einerseits und der Wahr-
scheinlichkeitsintervalle andererseits weist jedoch grofie Unterschiede auf. So stehen
die numerischen Werte innerhalb der Dempster-Shafer Theorie fiir den Grad des Ver-
trauens, der einer Aussage aufgrund gewisser Informationen (Evidenzen) zugeordnet
werden kann. Im Gegensatz dazu sind die Wahrscheinlichkeitsschranken kompakte Re-
prasentationen einer Klasse von mit einer Menge von Randbedingungen kompatiblen
Wahrscheinlichkeitsfunktionen, die etwa durch eine probabilistisch unterspezifizierte
Situation gegeben sind.

Die in diesem Kapitel vorgestellte Theorie des evidenzbasierten Schliefens zielt
auf eine Kombination beider Aspekte in einem einheitlichen Formalismus. Die eine
Evidenz betreffenden Aussagen werden in einer epistemischen Modallogik formuliert,
wobei dem Charakter einer Evidenz als grundlegendem Informationstréger insoweit
Rechnung getragen wird, als solche Evidenzen — etwa die Ergebnisse eines Experiments
oder einer Beobachtung — nicht auf der gleichen Ebene wie die die Welt beschreibenden
Fakten behandelt werden. Vielmehr werden Evidenzen als Bestandteile des Wissens
eines beobachtenden Agenten betrachtet, wodurch eine grofle Nihe zum Konzept der
Evidenz in der Dempster-Shafer Theorie erreicht wird.

Die sich ergebenden Wahrscheinlichkeiten der entsprechenden Formeln auf einer
Algebra der moglichen Welten der zugrundeliegenden Logik kénnen mit Belief- und
Plausibilititsfunktionen in Ubereinstimmung gebracht werden.

Als Seiteneffekt dieser logischen und probabilistischen Untersuchung von Evidenz
ergibt sich die bereits angesprochene formale Identitdt der Dempster-Shafer Funk-
tionen und unteren und oberen Wahrscheinlichkeiten der die tatséichliche Welt be-
schreibenden Formeln. Damit erhélt man eine Charakterisierung des aus einer Evi-
denz gewonnenen Wissens als bestmogliche Approximation der aktuellen Situation
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bei einer bestimmten Information. Im gleichen Rahmen wird Dempsters Regel als die
Kombination des Wissens zweier sich gegenseitig vertrauender Agenten begriindet.

Die wesentliche Leistung dieser von Ruspini in [1986], [1987] und [1992] entwickel-
ten Theorie besteht somit darin, die von der Mehrheit der Vertreter der Dempster-
Shafer Theorie abgelehnte Gleichsetzung von Belief-Funktionen mit Wahrscheinlich-
keitsschranken in ein probabilistisches Gesamtkonzept einzubetten, das mit der inten-
dierten Semantik des Begriffes “Evidenz” kompatibel ist, und in dem diese formale
Identitéit nicht als wesentliches Merkmal zur Charakterisierung der Belief-Funktionen
verwendet wird. Vielmehr wird lediglich aufgezeigt, in welchem Sinne diese Uberein-
stimmung im Rahmen der vorgestellten Theorie auftritt. Weiterhin untermauert diese
Theorie die Tatsache, dafl die oft abgelehnte Dempster-Shafer Theorie den geeigneten
Formalismus zur Behandlung von Evidenz darstellt:

“[This approach] validates the mathematical theory of evidence of Demp-
ster and Shafer as the proper formalism for the study of evidential pro-
blems.” [Ruspini, 1986, S. 2]

Der Rest dieses Kapitels teilt sich in zwei grofie Abschnitte. Im ersten werden
die grundlegenden Konzepte der Theorie des evidenzbasierten Schlielens vorgestellt.
Diese modallogische Charakterisierung der Dempster-Shafer Theorie wird dann im
zweiten Teil um das Sprachkonstrukt der Konditionale erweitert. Konzentrierte sich
Ruspinis Ansatz auf die “klassische” Formulierung der Dempster-Shafer Theorie im
Sinne von [Dempster, 1967] und [Shafer, 1976], so bietet die hier neu eingefiihrte
Erweiterung zusétzlich die Moglichkeit, regelbasierte Systeme mit dariiber hinausge-
henden Operationen in dieser Theorie zu beschreiben und ihnen somit eine formale
Semantik zu verleihen.

4.1 Die Grundlagen der Theorie des evidenzba-
sierten Schlieflens

In diesem Abschnitt wird die Theorie des evidenzbasierten Schliefiens (evidential re-
asoning) vorgestellt. Sie geht zuriick auf die Arbeiten [Ruspini, 1986; Ruspini, 1987
und diente unter anderem in [Ruspini et al., 1992] zur Fundierung der Antwort auf ei-
ne Reihe von Kritikpunkten, die gegen Dempster-Shafer Theorie vorgebracht wurden.
Zunéchst soll dabei die grundlegende Idee dieser Theorie betrachtet werden, bevor auf
die technischen Details eingegangen wird.

Grundlage fiir die Theorie des evidenzbasierten Schlieflens ist eine Logik des Wis-
sens auf der Basis der Modallogik S5. In dieser Sprache wird der Zustand eines
nicht allwissenden Agenten modelliert. Bei der Betrachtung der Semantik dieser Lo-
gik wird deutlich, dafl gewisse Wahrscheinlichkeiten auf den Algebren der méglichen
Welten die Eigenschaften von Basiswahrscheinlichkeiten und Belief-Funktionen aus
der Dempster-Shafer Theorie aufweisen und auch Dempsters Kombinationsregel eine
logische Entsprechung und Rechtfertigung besitzt.
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Die Motivation fiir diese Vorgehensweise war die Beobachtung, dafl ein Formalis-
mus wie die klassische Wahrscheinlichkeitstheorie zwar dazu geeignet ist, die Ergeb-
nisse kontrollierter Experimente unter Laborbedingungen zu repréisentieren, bei der
Modellierung von Realweltszenarien jedoch Defizite aufweist. In dieser Theorie wird
eine Evidenz £ nédmlich behandelt, indem von einer Wahrscheinlichkeitsverteilung P
zur bedingten Wahrscheinlichkeit P(.|E) iibergegangen wird. Da auch diese eine to-
tale Funktion ist, ist es somit mdglich, den neuen Wahrscheinlichkeitswert fiir jedes
Ereignis zu berechnen. Dies bedeutet also, dal eine bestimmte Evidenz immer den
gesamten Ereignisraum beeinflufit und dieser Einflufl auch quantifizierbar ist.

Im Gegensatz dazu kann unter realen Bedingungen jede Evidenz £ drei mogliche
Auswirkungen auf das Wissen eines Agenten bzgl. einer bestimmten Aussage haben:
Entweder erlaubt £, auf p oder die Negation —p zu schlielen, oder £ ist zu schwach,
um irgendeine Aussage bzgl. der Wahrheit von p treffen zu konnen. Mittels Modal-
operatoren konnte diese Situation durch die Formeln Kp, K—p und Ip beschrieben
werden, wobei K fiir Wissen und I fiir Ignoranz oder Nichtwissen bzgl. eines Satzes
steht.

Betrachtet man diese Aussagen als Ereignisse mit einer bestimmten Wahrschein-
lichkeit, so ergibt sich

P(Kp) + P(K-p) + P(Ip) = 1. (4.1)

Beschrinkt man den Wert fiir Ip auf 0, so erhilt man die wahrscheinlichkeitstheore-
tische Sicht mit

P(K-p) = 1— P(Kp). (4.2)
Andernfalls ergibt sich P(Kp) + P(K—p) < 1, wodurch deutlich wird, daf} eine Evi-
denz zugunsten einer Aussage p nicht notwendigerweise auch Einflufl auf das Wissen
iiber —p hat, d.h. es besteht kein direkter funktionaler Zusammenhang wie in (4.2).
Verallgemeinert bedeutet dies, dafl eine Evidenz £ immer nur Informationen bzgl. der
Wahrheit einiger Aussagen liefert, iiber andere jedoch keinerlei Hinweise gibt.!

Dies spiegelt sich auch darin wider, dafl das Ergebnis eines Experimentes unter
“realen” Bedingungen nicht unbedingt als ein Elementarereignis klassifizierbar ist.
Vielmehr ist es oft der Fall, dal nur eine schwiichere Aussage — etwa die Disjunktion
mehrerer solcher elementaren Ereignisse — ableitbar ist. In solchen Féllen existiert je-
doch immer ein eindeutig bestimmter “stédrkster” Satz, der fiir den Agenten herleitbar
ist. Ist dieser in der Wahrscheinlichkeitstheorie immer ein Atom — mengentheoretisch
gesehen also eine einelementige Menge von Alternativen — so bildet der Ubergang zu
beliebigen Ereignissen als Ergebnis eines Experiments die Basis fiir die angestrebte
Modellierung von Unwissenheit in der Theorie des evidenzbasierten Schlieflens. Die-
se Theorie stellt somit die Tatsache in den Mittelpunkt, dafl Evidenz nicht die Welt
selbst, sondern das Wissen eines Agenten iiber diese Welt verandert.

!Eine #hnliche Motivation, nimlich die mangelnde Fihigkeit der Wahrscheinlichkeitstheorie,
Unwissenheit zu reprasentieren und zwischen fehlendem Glauben und Zweifel zu unterscheiden,
lag der Entwicklung des Certainty-Factor Ansatzes zugrunde [Shortliffe und Buchanan, 1975;
Shortliffe, 1976].
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Dem Konzept Ruspinis in [1986] folgend, wird nun zunichst die logische Basis
gelegt, bevor dann detailliert der Zusammenhang zwischen moglichen Welten, Wahr-
scheinlichkeiten und evidenztheoretischen Funktionen betrachtet wird. Sofern nicht
anders gekennzeichnet, stammen alle Definitionen und Theoreme dieses Abschnittes
aus [Ruspini, 1986].

4.1.1 Die epistemische Logik

Sei ein endliches Alphabet A mit den speziellen Symbolen T und L gegeben.

Definition 4.1.1 (Satzraum)
Die nach den folgenden Regeln iiber A gebildeten Formeln oder Sitze bilden den
Satzraum (sentence space) S:

Jedes Element von A ist eine Formel.
Sind « und § Formeln, so auch o A 3, aV 3, 7o, a« —  und Ka.

Beinhaltet eine Formel @ € § kein Vorkommen von K, so heifit a objektiv, andernfalls
epistemisch. Die Menge aller objektiven Sitze aus & wird als Obj(S) bezeichnet.

Definition 4.1.2 (Interpretation)
Eine Interpretation fiir S ist eine Abbildung W : & — {7, F'}. Eine Formel « heifit
wahr in W, falls W(a) = T. Andernfalls heifit « falsch in W.

Um einen moglichen Zustand der Welt in dieser epistemischen Logik zu beschrei-
ben, muf eine solche Interpretation eine Reihe von Bedingungen erfiillen:

Definition 4.1.3 (mégliche Welt, Universum)
Eine Interpretation W heifit mdgliche Welt fiir S, wenn sie die folgenden Axiome
erfiillt:

(M1) Alle aussagenlogischen Axiome sind wahr in W, wobei T den immer wahren
und L den immer falschen Satz bezeichnet.

(M2) Wenn Ka wahr in W ist, dann auch a.

(M3) Wenn Ko wahr in W ist, dann auch KKa. (positive Introspektion)
(M4) Wenn K(a — ) wahr in W ist, dann auch Ka — Kg.

(M5) Wenn « ein Axiom ist, dann auch Ko

(M6) Wenn —Ka wahr in W ist, dann auch K—Ka. (negative Introspektion)

Die Menge aller méglichen Welten fiir S heifit das Universum und wird mit U(S)
bezeichnet.
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Die durch die Axiomenschemata (M1) — (M6) beschriebene Logik ist dquiva-
lent zu S5, wobei der Wissensoperator K dem Notwendigkeitsoperator O entspricht.
Objektive Sétze in dieser Logik sind durch eine kompositionale Semantik gekennzeich-
net, d.h. der Wahrheitswert einer Formel ist nach den Gesetzen der Logik funktional
von den Wahrheitswerten ihrer atomaren Teilformeln abhingig. Im Gegensatz dazu
geniigt es fiir eine epistemische Formel nicht, einfachere Formeln zu betrachten. So
kann beispielsweise der Wahrheitswert von K(« V (3) nicht notwendigerweise aus den
Wahrheitswerten fiir & und § bestimmt werden.

Ein weiteres wichtiges Konzept innerhalb dieser Logik stellt die logische Implika-
tion dar. Dabei stehen zwei Formeln o und ( in dieser Relation o = (8 zueinander,
falls 8 ausschlieflich aufgrund der Axiome der epistemischen Logik aus « herleitbar
ist, also keine weiteren extralinguistischen Formeln benétigt werden (beispielsweise
gilt &1 = a1 V ). In jeder moglichen Welt, in der « gilt, gilt dann notwendigerweise
auch . Falls o # 3, dann gibt es eine mogliche Welt, in der «, nicht aber g gilt.
Der Wahrheitswert von 4 muf} in einem solchen Fall unter Beriicksichtigung anderer,
nicht notwendigerweise wahrer Formeln ermittelt werden.

Auf der syntaktischen Ebene werden solche logischen Implikationen o = [ als
Aziome o — 3 behandelt. Geméfl (M5) folgt daraus auch K(a — (), so daf der
Agent nicht nur spezifisches anwendungsabhéingiges Wissen besitzt, sondern auch die
Gesetze der epistemischen Logik kennt.

Definition 4.1.4 (logische Aquivalenz)
Zwei Formeln o und 3 heiflen genau dann logisch dquivalent, wenn o =  und 8 = «.
Dies wird mit a < [ bezeichnet.

Offensichtlich ist < eine Aquivalenzrelation, die die folgende Klasseneinteilung der
objektiven Formeln induziert:

Definition 4.1.5 (Ereignisraum)

Der Quotientenraum Obj(S) /< der objektiven Formeln modulo der oben definierten
Aquivalenzrelation heiBt Ereignisraum (frame of discernment) und wird mit ®(S)
bezeichnet.

Im folgenden werden die Aquivalenzklassen [a] = {3 € Obj(S)|a < 3} aus ®(S) mit
ihren Reprisentanten « identifiziert.

Anmerkung: ®(S) bildet zusammen mit den logischen Operationen A, V und —
(ausgefiihrt auf den Reprisentanten der Aquivalenzklassen [a]) die sogenannte Lin-
denbaumalgebra. Die einzelnen Klassen bilden ihre Atome.

4.1.2 Mogliche Welten und epistemische Zusténde

Die Menge der moglichen Welten dieser Logik kann durch die Angabe einer Erreich-
barkeitsrelation strukturiert werden. Dabei wird das Leibnizsche Konzept der Not-
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wendigkeit als Wahrheit in allen moglichen Welten relativiert zur Wahrheit in allen
erreichbaren Welten (siehe dazu auch [Chellas, 1980, Kapitel 3]).

Definition 4.1.6 (epistemische Aquivalenz, Erreichbarkeitsrelation)

Zwei mogliche Welten Wy, W, heiflen epistemisch dquivalent (W; ~ Ws), wenn fiir
jede objektive Formel o € Obj(S) gilt: Ka ist genau dann wahr in Wi, wenn Ko
auch in W, wahr ist. Die Relation ~ wird als Erreichbarkeitsrelation bezeichnet.

Offensichtlich ist ~ eine Aquivalenzrelation auf dem Universum U(S). Dies ist somit
konsistent mit der Wahl der modallogischen Basis S5, die durch eine Erreichbarkeits-
relation mit dieser Eigenschaft charakterisiert ist.

Die Aquivalenzklassen dieser Relation stellen Mengen méglicher Welten dar, in
denen der Agent jeweils iiber dasselbe Wissen verfiigt. Die objektiven Formeln, die
den eigentlichen Weltzustand beschreiben, werden in dieser Klasseneinteilung nicht
beriicksichtigt. Dies spiegelt die im vorigen Abschnitt getroffene Feststellung wider,
dafl Evidenz in dieser Theorie nicht den Weltzustand, sondern das Wissen dariiber
verdndert und somit mogliche Welten nur anhand der Menge des vorhandenen Wissens
unterschieden werden.

Definition 4.1.7 (epistemischer Raum, epistemischer Zustand)

Der Quotientenraum U(S)/~ der Menge U(S) aller moglichen Welten fiir S modulo
dieser Erreichbarkeitsrelation heifit der epistemische Raum von S und wird mit X(S)
bezeichnet. Die einzelnen Elemente von ¥(S) heiflen epistemische Zustinde.

Der folgende Satz ist von fundamentaler Bedeutung fiir die Theorie des evidenz-
basierten Schlielens. Er bildet die Grundlage fiir den Prozefl der “Auswertung” eines
Experimentes in dem Sinne, dafl der Agent versucht, den “stiarksten” Satz abzuleiten,
den die Ergebnisse des Experimentes — d.h. die neue Evidenz — zulassen.

Satz 4.1.1 Es gibt eine injektive Abbildung M : 3(S) — ®(S), die jedem epistemi-
schen Zustand e eine bis auf logische Aquivalenz eindeutig bestimmte objektive Formel
v = M(e) zuordnet, so dafl fir jede mdgliche Welt W € e und jede objektive Formel
B gilt: K ist genau dann wahr in W, wenn v = 3.

Beweis: Offensichtlich geniigt es, den Beweis fiir eine feste Welt W € e zu fiihren, da
alle Elemente von e dieselbe Menge objektiver Sétze o mit Ko beinhalten.

Seien also W € e beliebig, aber fest, und {ay, ..., a,, } die Menge aller objektiven For-
meln a, fiir die Ka in W wahr ist (alle o; seien paarweise nicht logisch dquivalent).
Genauer ist jedes der a; der Reprisentant einer Klasse [a;] logisch dquivalenter For-
meln aus ®(S) (sieche Bemerkung zu Definition 4.1.5). Die Kardinalitét n dieser Menge
ist endlich, da auch das zugrundeliegende Alphabet .4 endlich ist.

Dann ist v9 = a1 A ... A a, eine objektive Formel. Gemifl dieser Konstruktion gilt
dann: wenn Ko wahr ist in W, dann vy = a.
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Gilt umgekehrt v = a, so ist ¥ — « ein Axiom. Gemif (M5) gilt dann K(y — «),
und mit (M4) folgt Ka. Somit ist v = vy die gesuchte Formel.

Seien nun e, e’ € X(8S). Falls M(e) = M(€'), gelten in je zwei Welten W, W' aus e
bzw. ¢’ die gleichen Formeln Ka. Somit gilt W ~ W' und e = €'. Also ist M injektiv.

Es bleibt die Eindeutigkeit von v zu zeigen. Seien dazu 7, 7y, zwei objektive Formeln,
die den Satz erfiillen. Dann ist auch v; A 9 objektiv, und geméfl dem Satz gilt v, =
Y1 A ¥ und 5 = 7 A 7. Da aber auch umgekehrt gilt, dafl vy A 72 = v, und
Y1 A\ Y2 = 72, sind beide Formeln logisch dquivalent. O

Die Formel v = M(e) ist die spezifischste objektive Formel, die dem Agenten in den
in e enthaltenen Welten bekannt ist. Die Umkehrabbildung zu M wird mit

e: d(S) — B(S)

bezeichnet.
Notation: Als syntaktisches Aquivalent zur Funktion e wird der Modaloperator Ke
eingefiihrt mittels

Kea = Ka A /\ -Kf. (4.3)

B € ®(S)
8= a
B a

Kea driickt somit aus, dafl der Agent zwar o, aber keine stdrkere objektive Aussagen
weif. Die Abbildung e liefert genau die Einteilung von #(S) in die Aquivalenzklassen
modulo ~ von X(S):

Lemma 4.1.1 Fiir alle Welten Wi, W, € U(S) mit M([W:]) = 71 und M([W,]) = 72,
wobei [z]| die Aquivalenzklasse von x modulo ~ bezeichnet, gilt:

Win W, <= 11 =7 < e(n) =e(n).

Definition 4.1.8 (Wahrheitsmenge, Unterstiitzungsmenge)

Die Menge aller moglichen Welten in U(S), in denen « wahr ist, heifit die Wahrheits-
menge t(a) von .

Die Menge aller moglichen Welten in 4(S), in denen Ko mit @ € ®(S) wahr ist, ist
die Unterstiitzungsmenge k(o) von a.

Satz 4.1.2 Sei o € ®(S). Dann gilt:

ko) = U e(®). (4.4)

Der Beweis folgt unmittelbar aus Satz 4.1.1.
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Satz 4.1.3 Sei o € ®(S). Dann gilt:

e@) = k@n U k@) (4.5)
ma
ko) = [ e(p) (4.6)
L BAa
k(a) = | k(B (4.7)
B#Aa

4.1.3 Epistemische Zustéinde und Wahrscheinlichkeiten

In diesem Abschnitt werden spezielle Algebren iiber dem Universum U(S) der mogli-
chen Welten betrachtet. Dabei wird sich zeigen, dafl bestimmte Wahrscheinlichkei-
ten auf diesen Algebren die Eigenschaften von Basiswahrscheinlichkeiten und Belief-
Funktionen aus der Dempster-Shafer Theorie besitzen. Mit Hilfe der Konzepte der
unteren und oberen Wahrscheinlichkeiten erhalten diese eine eindeutige Semantik,
wodurch ein wesentlicher Kritikpunkt an der DST beseitigt werden kann.

Definition 4.1.9 (epistemische Algebra, Wahrheitsalgebra)

Die kleinste Teilmengenalgebra Qg von U(S), die die Klasse der Unterstiitzungsmen-
gen k() mit « € ®(S) enthilt, heiit die epistemische Algebra.

Die kleinste Teilmengenalgebra Qr von U(S), die die Klasse der Wahrheitsmengen
t(o) mit o € ®(S) enthilt, heifit die Wahrheitsalgebra.

Gemif Gleichung (4.4) besteht jedes nichtleere Element von Qg aus einer Vereinigung
epistemischer Zustéinde e(a). Diese Aquivalenzklassen e(a) sind die Atome von Qp,
wie leicht einzusehen ist: Jedes Element k(o) in Qg besteht aus der Vereinigung
solcher e(c’), und aufgrund der Definition von e gilt e(ar) Ne(as) = O fiir oy 5 s
und e(a;) Ne(az) = e(ay) sonst.

Definition 4.1.10 (Kern, Hiille)
Fiir eine Teilmengenalgebra €) einer Menge X heifit die Abbildung

K:QIQX—)Q,

die jeder Teilmenge w C 2 das grofite in w enthaltene Element von ) zuordnet, der
Kern von 2% in Q. Kq(w) ist der Kern von w in .
Die Hiille (cover) von 2% in  ist die Abbildung

CQZ2X—)Q,

die jeder Teilmenge w C 2 das kleinste Element von §2 zuordnet, das w enthilt. Co(w)
ist die Hiille von w in 2.

Satz 4.1.4 Der Kern von t(a) € U(S) in Qg ist k(«).
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Bei der Erweiterung einer Wahrscheinlichkeit von einer Subalgebra auf eine griéflere
Algebra spielen die Konzepte der unteren und oberen Wahrscheinlichkeit eine ent-
scheidende Rolle (siehe dazu auch Definition 2.2.2)

Definition 4.1.11 (untere, obere Wahrscheinlichkeit)
Sei P eine Wahrscheinlichkeitsfunktion auf einer Teilmengenalgebra {2 einer Menge
X. Dann heifit die Funktion

P,:2% — [0,1]
w — P(Kgw))
die durch P induzierte untere Wahrscheinlichkeit auf 2X.
Die durch P induzierte obere Wahrscheinlichkeit ist die Funktion
P*:2% — [0,1]

Beide Begriffe sind durch die folgende Gleichung miteinander verkniipft:
P*(w) = 1- P.(@). (4.8)

Die Bedeutung von P, und P~* liegt in der Tatsache, dafl diese die schérfsten Schranken
fiir eine Wahrscheinlichkeitsfunktion auf der erweiterten Algebra darstellen. Der fol-
gende Satz wird in einer Version von Halpern und Fagin aus [1992] wiedergegeben, da
diese Formulierung die Eigenschaft der Optimalitédt der Schranken deutlicher macht.
Zunéchst soll jedoch der Begriff der Erweiterung eines Wahrscheinlichkeitsraumes ex-
akt definiert werden.

Definition 4.1.12 (Erweiterung eines Wahrscheinlichkeitsraums)

Sei (€, &, P) ein Wahrscheinlichkeitsraum. Dann ist (2, &', P') eine Erweiterung von
(Q,&,P), wenn £ C & und P'(A) = P(A) fiir alle A € £. Entsprechend wird P’ als
Erweiterung von P bezeichnet.

Satz 4.1.5 [Halpern und Fagin, 1992]
Sei (X, €Y, P) eine Erweiterung des Wahrscheinlichkeitsraums (X, Q, P). Dann gilt:

P, (W) < P(W') < P*Ww)

fiir alle ' € Q. Auflerdem existieren Erweiterungen (X, €, P) und (X, s, Py) von
(X,Q, P), so dafs

Pi(w1) = P.(w1) und Py(ws) = P*(ws)

fir alle wy € Q1 und wy € .
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Beweis: Die Beweisidee besteht darin, in einer iterativen Konstruktion jeweils ein
Element ' aus Q' zu  hinzuzunehmen und auf der resultierenden Algebra 2, folgende
Funktion P; zu definieren (0.B.d.A. sei w; das erste solche Element von '):

Pi(w) = 0, falls w C (w; N Kq(w1))
Pi(w) = PwnNKgq(w)), falls w C Kq(wr)

P (w) = ril(zn)(P(a), falls w Nw; = 0.

In der letzten Zeile wird das Maximum dabei iiber der Menge
Alw) = {0€Q|onNKq(w)=0,0Ny =wnNwr}

gebildet. Dies dient dazu, ]31 auf @y zu definieren, wihrend die ersten beiden Gleichun-
gen festlegen, dafl nur der Kern von w; in € zu dessen Wahrscheinlichkeit beitrégt
und die Konsistenz mit P gewahrt bleibt. Durch Additivitdt kann P; auf ganz €
erweitert werden.

Wird diese Konstruktion fiir alle w’ € Q' \ © durchgefiihrt, so erhélt man eine Wahr-
scheinlichkeitsfunktion P auf ' mit folgenden Eigenschaften:

P(w)) = P.(w) (4.9)
Plw) > P.(w), fallswe Q'\Q (4.10
Plw) > P(w), fallsw e Q. (4.1

)
1)
Somit ist gezeigt, daB P, eine untere Schranke fiir P darstellt ( (4.10) und (4.11) )
und auflerdem nicht verbessert werden kann (4.9). Das heifit, es kann keine untere
Schranke P! mit P!(w;) > P,(wi) geben, da — wie die obige Konstruktion zeigt —

*

dieser Wert, tatsédchlich angenommen werden kann. O

Die Wahrscheinlichkeit P ist eine Erweiterung von P. Satz 4.1.5 besagt, daB die
untere Wahrscheinlichkeit P, gleichzeitig die untere Schranke P, der Klasse £ aller
Erweiterungen P von P ist. Aufgrund der Eigenschaften von P, (siche Lemma 2.2.1,
(U4)) ist diese Klasse vom Typ 2 (vergleiche Definition 2.2.5).

Auf dieser Basis kann nun die Verbindung zu den Funktionen der Dempster-Shafer
Theorie hergestellt werden:

Definition 4.1.13 (Basiswahrscheinlichkeit)
Sei P eine Wahrscheinlichkeitsfunktion auf der epistemischen Algebra Qg von U(S).
Dann wird P als Basiswahrscheinlichkeit auf U(S) bezeichnet.

Anmerkungen: 1. Betrachtet man die epistemischen Zusténde aus X(S) als Teil-
mengen von U(S), so kann P aus der obigen Definition auch als Wahrscheinlichkeit
iiber ¥(S) betrachtet werden. Dabei gilt Yecx(s) P(e) = 1, da X(S) eine Partitionie-
rung von U(S) darstellt.
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2. Eine Ubereinstimmung von P aus der obigen Definition mit einer Basiswahrschein-
lichkeit aus der Dempster-Shafer Theorie besteht nur insofern, als die mit P asso-
ziierte diskrete Wahrscheinlichkeitsverteilung in Qg genau den einzelnen e(a) von
Null verschiedene Werte zuordnet, die in Qg zwar die Atome bilden, in U(S) jedoch
nicht-atomare Ereignisse darstellen. Das eigentliche Aquivalent bildet die im folgenden
definierte Wahrscheinlichkeitsmasse:

Definition 4.1.14 (Wahrscheinlichkeitsmasse)
Die Funktion
m: ®(S) — [0,1] mit m(a) = P(e(w))

heifit die mit P assoziierte Wahrscheinlichkeitsmasse in ®(S).

Lemma 4.1.2 - cq(s)m(a) = 1.

Beweis:
Z m(a) = P( U e(a)), dae(ag)Ne(az) =0,a; & ay
aed(S) acd(S)

= PU(S)), da die e(c) dasUniversum U(S) partitionieren

=1

Auf der Basis von P lassen sich die folgenden Funktionen definieren:

Definition 4.1.15 (Unterstiitzungsfunktion,Plausibilitét)
Die Funktion Bel : ®(S) — [0, 1] mit

Bel(a) = P(k(a))
heifit die mit P assoziierte Unterstitzungsfunktion in ®(S), und die Funktion Pl :

®(S) — [0, 1] mit
Pl(a) = 1— Bel(—a)
heifit die mit P assoziierte Plausibilititsfunktion in ®(S)
Anmerkungen: 1. In der Dempster-Shafer Theorie werden Unterstiitzungsfunktio-
nen iiblicherweise als Belief- Funktionen bezeichnet.

2. Offensichtlich ist Pl(a) =1 — P(k(«)) die von P induzierte obere Wahrscheinlich-
keit auf 24(5).

Lemma 4.1.3 Aus Definition 4.1.15 folgt:
Bel(a) = Y m(B) (4.12)

B=>a

Pife) = Y m(p) (4.13)
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Die Konzepte der oberen und unteren Wahrscheinlichkeit sowie der Unterstiitzungs-
und Plausibilitédtsfunktionen lassen sich auf folgende Weise miteinander in Beziehung
setzen: Sei P eine Wahrscheinlichkeitsfunktion auf der epistemischen Algebra Qp.
Dann gilt:

Bel(a) = > m(p) nach (4.12)

- ﬂ; P(e(8)) nach Def. 4.1.14

= [:EQU e(f)) wg. paarweiser Disjunktheit der e(3)
= P(ZT:)) nach (4.4)

= P.(t(e)) nach Satz 4.1.4

< P(t(o))

Eine Unterstiitzungs- oder Belief-Funktion ist somit die schirfste untere Schranke
fiir die Wahrscheinlichkeit der Wahrheit einer objektiven Formel «, solange Konsistenz
zwischen den Wahrscheinlichkeiten auf 2z und )y vorausgesetzt wird. Entsprechend
kann gezeigt werden, dafl die Plausibilitatsfunktion der oberen Schranke entspricht:

Pl(e) = Y m(B) nach (4.13)

B o
= Y P(e(f)) nach Def.4.1.14
B#a
= P(|J e(B)) wg. paarweiser Disjunktheit der e(3)
B
= P(k(-a)) nach (4.6)
= 1 P(k(-a))

= 1— P,(t(-«)) nach Satz 4.1.4

= P*(t(-a)) nach (4.8)

v

>
=
<

Ist es fiir den Agenten méoglich, perfekte Information zu erhalten, gilt also « — Ka,
so ist Qg = Qr, d.h. P, und P* (und damit Bel und PI) fallen zusammen, und man
befindet sich wieder im klassischen probabilistischen Fall.
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Die in diesem Abschnitt eingefithrten Wahrscheinlichkeiten méglicher Welten kon-
nen nun zur Quantifizierung der Wahrscheinlichkeit P(a) einer Formel a € ®(S)
herangezogen werden, indem ihr der entsprechende Wert fiir die Menge aller o wahr
machenden moglichen Welten in Q07 zugeordnet wird. Somit ergibt sich speziell fiir
eine Wahrscheinlichkeitsfunktion P auf Qr:

P(t(a)), a € Obj(S)
P(a) =q Bel(8) = P(k(B)), a=Kp (4.14)
m(B) = P(e(B)), a=Kef

Im folgenden wird die spezielle Notation P(.) fiir die Wahrscheinlichkeit iiber dem
Satzraum nicht mehr verwendet werden. Stattdessen wird die Notation P(.) benutzt.
Je nach Art des Argumentes (Formel oder Menge von Welten) wird klar sein, welchen
Definitionsbereich die entsprechende Wahrscheinlichkeitsfunktion hat.

Um den Sachverhalt aus (4.14) kompakter darstellen zu kénnen, wird das Konzept
der Erfillungsmenge eingefiihrt, das die Operatoren t(.), k(.) und e(.) subsumiert:

Definition 4.1.16 (Erfiillungsmenge)
Die Menge aller mdéglichen Welten, in denen eine Formel o erfiillt ist, wird als die
Erfilllungsmenge T(«) von « bezeichnet. Sie ist induktiv definiert durch

[ t(a), a € 0bj(S)
k(8), a=Kp
e(ﬂ)a o = Keﬂ
T(a) = <
T(61) NT(B2), a=p1ApBs
T(B)UT(B), a=06V 5
\ m: a = _'ﬂ

P(a) = P(T(a)) (4.15)

fiir alle Formeln «.

4.1.4 Kombination von Wissen

Um die Kombination des Wissens zweier voneinander unabhéngiger und sich gegen-
seitig vertrauender Agenten darstellen zu kdnnen, miissen einige der Begriffe aus den
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vorherigen Abschnitten dieses Kapitels fiir den Fall der Existenz mehrerer Universen
verallgemeinert werden. Dabei werden numerische Indizes wie in K; oder ®(S;,) auf-
treten, die sich jeweils auf den ersten bzw. zweiten Agenten beziehen. Fehlen solche
Indizes, so bezeichnen die entsprechenden Symbole iibergeordnete Konzepte, die sich
mit dem gemeinsamen Wissen beider Agenten befassen. Die Ausfiihrungen werden
sich auf solche Aspekte beschrianken, die fiir die Herleitung und Rechtfertigung von
Dempsters Regel notwendig sind.

Anmerkung: Der Begriff der Unabhdngigkeit soll hier zunéchst informal verwendet
werden und zum Ausdruck bringen, daf} die beiden Agenten {iber Informationsquellen
verfiigen, die sich nicht gegenseitig beeinflussen, insbesondere also voneinander ver-
schieden sind. Eine exakte Charakterisierung, die eine probabilistische Interpretation
dieses Sachverhaltes erlaubt, wird Gegenstand von Definition 4.1.25 sein.

Definition 4.1.17 (logisches Produkt)
Seien &1, Sy Satzraume. Das logische Produkt S; ® S, beinhaltet alle Formeln aus Sy
und S, sowie alle Formeln, die sich gem&f) Definition 4.1.1 bilden lassen.

Definition 4.1.18 (mdégliche Welt, Produktuniversum)
Eine mdgliche Welt fiir S; ® Ss ist eine Abbildung W : S ® S; — {7, F'} mit

(PU1) W erfiillt die Axiomenschemata (M1) — (M6) aus Definition 4.1.3.

(PU2) Wenn a € §; ® Ss, so ist Ka genau dann wahr in W, wenn es zwei Formeln
a1 € &1 und oy € S; gibt, so dafl Ka; wahr ist in W und oy A ap = a.

Die Menge aller méglichen Welten fiir S; ® Sy ist das Produktuniversum Ug(S1 ® Ss).

(PU2) bedeutet, da8 bei der Kombination von Wissen kein essentiell neues Wissen
entstehen kann, das nicht aus demjenigen der beiden Agenten ableitbar wire.

Definition 4.1.19 (Produktraum)
Das Produkt zweier Ereignisrdume ®(S;) und ®(Ss2) wird mit ®(S; ® Sy) bezeichnet
und entspricht dem Quotienten (§; ® Ss) /.

Definition 4.1.20 (Cartesische Projektion)
Die Abbildung II : Uy (S @ Sz) — U(S1) x U(Sz) mit II(W) = (W, Ws), wobei
W; € U(S;) eindeutig bestimmt ist durch

1. a € §; ist genau dann wahr in W;, wenn « wahr ist in W, und
2. Kja mit a € ®(S;) ist genau dann wahr in W;, wenn Ka wahr ist in W,

heifit die Cartesische Projektion von Ug(S1 ® Sa).
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Die Abbildung II, die injektiv ist, zerlegt somit eine Welt W aus dem Produktuniver-
sum eindeutig in ihre Komponenten W; und W, die jeweils die Welten der einzelnen
Agenten und deren Wissen darstellen.

Definition 4.1.21 (marginale Unterstiitzungs- und epistemische Menge)
Die marginale Unterstiitzungsmenge k;(oy) fiir o € ®(S;) in Uy (S1®S,) ist die Menge
aller moglichen Welten in Ug(S; ® S), in denen Ke; wahr ist.

Die marginale epistemische Menge &;(«;) fiir o;; € ®(S;) ist die Menge aller moglichen
Welten aus Ug(S; ® Ss), in denen «; der spezifischste objektive Satz aus ®(S;) ist,
der dem Agenten bekannt ist.

Mit dieser Definition gilt

ki(ei) = U &(5).

=

Auch hier gilt, daf} die &;(«) eine Partition des Produktuniversums Uy (S; ®S,) bilden.

Definition 4.1.22 (marginale epistemische Algebra, Produktalgebra)

Die kleinste Algebra von Uy (S; ® Sy), die die marginalen epistemischen Mengen &;(«)
enthilt fiir o € ®(S;), 1 = 1,2, heilt die marginale epistemische Algebra Q% (Us) fiir
d(S;).

Die kleinste Algebra von Ug (81 ® Sy), die Qp(Us) und QF (Us) enthilt, ist die episte-
mische Produktalgebra Qg (Ug) von Ug (S1 ® Sz).

Satz 4.1.6 FEs gibt eine Abbildung
I': @S ®Sy) — 22E)x2S)

die jeder Formel a € ®(S8; ® Ss) eine Menge von Paaren (a1, as) € ®(S;) x ®(Ss)
zuordnet, so daff an AN ae & a. Ist a & o, so gilt T'(a) NT() = 0.

Definition 4.1.23 (Kompatibilititsrelation)
Die Abbildung I" aus Satz 4.1.6 heifit Kompatibilititsrelation von ®(S; @ Sy).

Satz 4.1.7 (Kombinationssatz) Sei o € ®(S; ® Ss) eine objektive Formel. Dann
gilt
e(a) = U [é1(c1) Néa(ar)]. (4.16)

(a1,02)€l(a)

(4.16) erinnert bereits an die Form von Dempsters Kombinationsregel und be-
sagt, daf} die spezifischsten bekannten objektiven Sitze im Produktsatzraum aus dem
jeweils spezifischsten Wissen der beiden Agenten folgen, bzw. dafl die Atome der
epistemischen Algebra des Produktsatzraumes aus Vereinigungen von Atomen der
marginalen epistemischen Algebren bestehen.
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Seien nun fiir a; € ®(8S;) und ay € ®(Ss)

é1(aq) = e1(ar) x U(Ss) und
62(042) = Z/{(Sl) xez(ag).

Dann bezeichnen QL (Uy) und Q% (Uy) die kleinsten Algebren von U(S;) X U(S,),
die die Mengen der & (c;) enthalten. Die epistemische Produktalgebra Qg (Uy) ist die
kleinste Algebra von U(S;) x U(S,), die QL (U, ) und Q2 (U, ) umfaBt.

Die &;(;) entsprechen somit den zylindrischen Erweiterungen von e;(c;) von U(S;)
nach U(S;) x U(S,) und beschreiben das spezifische Wissen der beiden Agenten in
einem gemeinsamen Ereignisraum. Ziel wird es nun sein, durch die Wissenskombina-
tion aus diesem Raum gerade diejenigen Ereignisse zu extrahieren, die gemifl einer
Kompatibilitétsrelation I' (siehe Definition 4.1.23) miteinander vertréglich sind in dem
Sinne, daf} sie sich nicht gegenseitig ausschlieflen.

Definition 4.1.24 (epistemische Wahrscheinlichkeit)
Sei Ilg = Uy (S1 ® Sy)) das Bild des Produktuniversums unter II. Ist nun P eine
Wabhrscheinlichkeit auf Qg (Uy ), so heiit die durch

Pw) = P(I(w) 1)

definierte Funktion P die durch II und P in Us(S1 ® So) induzierte epistemische
Wahrscheinlichkeit.

Betrachtet man Ug (S1®S,) als eingebettet in U(S;) xU(S,) durch die Abbildung I1, so
entspricht dieser Ubergang zur bedingten Wahrscheinlichkeit P = P(.|Ilg) exakt der
Einschrinkung auf all diejenigen Welten, die nach der Kombination noch moglich sind.
Die Wahrscheinlichkeit P auf dem Cartesischen Produkt der beiden Universen U(S;)
reprisentiert somit das Wissen der beiden Agenten vor der Kombination, wihrend P
gerade die Vereinigung darstellt, wobei die beiden zugéingliche Evidenz beriicksichtigt
wird. Dabei erhalten inkonsistente Paare von Aussagen «; und «g — fiir die also
(a1, ) € Ty gilt — eine Wahrscheinlichkeit von Null.

Satz 4.1.8 (additive Kombination) Seien P eine Wahrscheinlichkeit auf Qp(Uy)
und m die mit ihr assoziierte Wahrscheinlichkeitsmasse. Fir o € ®(S;®8z) gilt dann

m(a) = > P(&y(an) Nég(ay)). (4.17)

(a1,a2)€l(a)
Ist P die durch II und P induzierte epistemische Wahrscheinlichkeit gemdfs Defini-
tion 4.1.24, und ist P(Ilg) > 0, so gilt

m(e) = kY, P(&(a1) Néz(a)). (4.18)
(a1,a2)€l(e)
Dabei ist k = 1/P(Ilg) die einzige reelle Konstante, so dajf

> m(a) = L

a€EP(S1082)
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Um nun Dempsters Regel zur Kombination unabhéngiger Evidenzen herleiten zu
konnen, mufl zunéchst der Begriff der Unabhéngigkeit formalisiert werden:

Definition 4.1.25 (unabhingige Algebren)
Seien €2y, €2y Subalgebren einer Teilmengenalgebra (2 iiber einer Menge X, P eine
Wahrscheinlichkeit auf 2. Dann heiflen €2; und €2, unabhingig bzgl. P, falls

P(w1 ﬂwz) = P(wl) P(u)g)
fiir alle w; € Ql, wo € 9.

Dies bedeutet, dafl die Wahrscheinlichkeitswerte auf einer der beiden Algebren
nicht funktional von denen auf der anderen Algebra abhéingen. Insbesondere beeinflufit
die Verdnderung der Werte beispielsweise fiir {2; nicht diejenigen fiir €2,. Betrachtet
man zudem die kleinste Algebra € 5, die sowohl €2; als auch €y umfafit, so ist zur
vollstédndigen Spezifikation der Werte von P iiber (2, 5 die Angabe der jeweiligen Werte
fiir €2; und €29 ausreichend.

Satz 4.1.9 [Dempster, 1967] Sei P die durch I1 und P in Ug(S1 ®@ Sy) induzierte
epistemische Wahrscheinlichkeit, wobei P(Ilg) > 0. Seien ferner die beiden margina-
len Algebren QyUy) und Q% (Us) von Ug(S) ® Sa) unabhingig bzgl. P.

m sei die mit P assoziierte Wahrscheinlichkeitsmasse auf (S ® Ss), wihrend my
und my die jeweiligen Wahrscheinlichkeitsmassen von P in den Ereignisrdumen ®(S;)

bzw. ®(Ss) darstellen. Ist a € ®(S; ® Sy), so gilt

m(a) = kK Z my (1) ma(ag), (4.19)

(a1,02)€l ()

wobei k die einzige reelle Konstante ist, so daf 3 qca(s,0s,) M(e) = 1.

Beweis: Der Beweis ergibt sich unmittelbar aus Satz 4.1.8 durch die Wahl k =
1/P(Ilgy) und die Unabhingigkeit der beiden Algebren QL (Uy) und Q% (Uy), die es
erlaubt, die Wahrscheinlichkeit

P(é1(ay) Néz(az))
aus (4.18) in (4.19) durch das Produkt der Einzelwahrscheinlichkeiten zu ersetzen. O

Somit kann Dempsters Kombinationsregel eine Semantik im Sinne klassischer Wahr-
scheinlichkeitstheorie gegeben werden, indem das Ergebnis der Kombination als eine
Konditionierung bzgl. der Menge aller miteinander konsistenten Ereignisse Ils be-
trachtet wird.

Die Auswertung eines Experiments durch mehrere voneinander unabhingige Agen-
ten geschieht demnach nach folgendem Schema:
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1. Jeder Agent quantifiziert den Einfluf}, den das Experiment auf sein Wissen hatte,
in einer (marginalen) Algebra, die genau seine Wissenszusténde représentiert.

2. Die resultierenden marginalen Wahrscheinlichkeiten werden auf den Produkter-
eignisraum und die Produktalgebra iibertragen. Dies ermoglicht den direkten
Vergleich der von den Agenten getroffenen Aussagen.

3. Die Kombination dieser Evidenzen wird berechnet, indem die Wahrscheinlichkeit
fiir alle Aussagen, die nicht miteinander kompatibel sind, auf Null gesetzt und
bei allen anderen die jeweiligen numerischen Werte akkumuliert werden.

4.1.5 Epistemologische Betrachtungen

Ist der Satzraum grofl genug, um die Beobachtungen wihrend eines Experimentes di-
rekt als Formel zu beschreiben, so kann eine Evidenz auch durch die Konditionierung
einer epistemischen Wahrscheinlichkeit bzgl. einer Unterstiitzungsmenge k(«) dar-
gestellt werden, wobei « die tatsdchliche Beobachtung représentiert. Entsprechend
steht die Kombination zweier Evidenzen fiir die Ableitung einer Wahrscheinlichkeit
P(.|k(a1),k(a2)) aus den Funktionen P(.|k(ay)) und P(.|k(az)).

Die in diesem Kapitel vorgestellte Theorie des evidenzbasierten SchlieSens beruht
auf der Identifizierung von Beobachtungen der Welt mit Wahrscheinlichkeiten in der
epistemischen Algebra €2g. Das Wissen iiber die Wahrheit einer Aussage « ist somit
gleichbedeutend mit der Existenz einer Evidenz oder Beobachtung, die die Giiltigkeit
von « unterstiitzt. Ist diese Evidenz unsicher, so kann der Grad des Vertrauens in «
mittels einer Wahrscheinlichkeit quantifiziert werden.

Im Gegensatz zum klassischen probabilistischen Ansatz liefert Evidenz in diesem
Sinne auch immer nur Hinweise auf die Giiltigkeit mancher Fakten, wihrend iiber
andere keinerlei Aussage getroffen werden kann (vergleiche dazu auch die Bedeutung
des Operators I zu Beginn von Abschnitt 4.1). Somit bedeutet eine Wahrscheinlichkeit
von Null fiir ein Ereignis lediglich, daf} es keine unterstiitzende Evidenz gibt, ohne es
jedoch als unmoglich zu klassifizieren. Im Gegensatz dazu greifen klassische Ansitze in
unterspezifizierten Situationen, d.h. bei fehlendem Wissen iiber bestimmte Ereignis-
se, zu Hilfsmitteln wie der Annahme uniformer Wahrscheinlichkeitsverteilungen. Dies
ist im Sinne der vorliegenden Theorie, in der eine Evidenz nicht die Welt, sondern
das Wissen dariiber verdndert, unzuléssig, da der Informationsgehalt einer Evidenz
verfilscht wird.

4.2 Die Einfiihrung von Konditionalen
Der vorige Abschnitt fiihrte die Theorie des evidenzbasierten Schlieflens ein, mit deren

Hilfe eine wahrscheinlichkeitstheoretische Semantik fiir die Dempster-Shafer Theorie
angegeben werden konnte. Die Basis dafiir war eine epistemische Modallogik auf der
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Basis von S5, wobei die einzelnen Operationen auf den Ereignisriumen ihrer semanti-
schen Strukturen wie Durchschnittsbildung jeweils ein Pendant in der Logik besaflen
—in diesem Fall etwa die Konjunktion. Dies trifft jedoch nicht auf die Konditionierung
zu, die nur bei der wahrscheinlichkeitstheoretischen Behandlung der méglichen Welten
im Zusammenhang mit bedingten Wahrscheinlichkeiten P(./k(«)) betrachtet wurde.
Die Einfiihrung von Konditionalen in die Logik erlaubt sowohl eine syntaktische als
auch eine semantische Analyse des Problems der Auswirkung einer Evidenz auf den
Hypothesenraum.

Konkret bedeutet dies folgendes: In Abschnitt 4.1 wurde lediglich das Problem
der Kombination des Wissens zweier Agenten auf einem gemeinsamen Ereignisraum
betrachtet. Ublicherweise entsteht das Wissen eines Agenten iiber die einzelnen Hypo-
thesen jedoch durch Beobachtung von Ereignissen in einem Ewvidenzenraum, der vom
Hypothesenraum verschieden ist. In der Planerkennung bedeutet dies etwa, dafl der
Agent nicht unmittelbar den einzelnen Planhypothesen einen bestimmten Vertrauens-
grad zuweisen kann, sondern vielmehr gezwungen ist, indirekt aus den beobachteten
Aktionen — den Elementen des Evidenzenraumes — Riickschliisse auf den Hypothesen-
raum zu ziehen. Dieser Ubergang vom Evidenzen- zum Hypothesenraum entspricht
im wesentlichen Dempsters mengenwertiger Abbildung aus Definition 2.1.1 sowie der
compatibility mapping aus [Lowrance et al., 1986], die den Ubergang von einem Er-
eignisraum zu einem anderen beschreibt.?

Das néchste Kapitel wird regelbasierte Ansétze auf der Basis der Dempster-Shafer
Theorie vorstellen, in denen diese Abbildung durch eine Menge sogenannter Exper-
tenregeln realisiert wurde. Um diesen Regeln und den mit ihnen verbundenen numeri-
schen Gewichten eine fundierte Semantik im Rahmen des bisher vorgestellten Systems
geben zu koénnen, wird das Konzept des Konditionals in die epistemische Logik aus
Abschnitt 4.1.1 eingefiihrt.

Dazu werden im folgenden zunichst einige wichtige Eigenschaften von Konditio-
nalen erldutert. Abschnitt 4.2 findet seine Fortsetzung mit einem Exkurs iiber die
algebraische Charakterisierung maffreier Konditionale in Anhang A. Dabei geht es
um wichtige Eigenschaften dieser Objekte, die unter anderem bei der Definition der
bedingten Wahrscheinlichkeit eine Rolle spielen und die Ableitung eines Konditionals
aus einem anderen erlauben. Inhalt des Abschnitts 4.2.2 wird die Einfiihrung eines
syntaktischen Aquivalents zu den Konditionalen in die epistemische Logik und die
konsistente Erweiterung der Theorie des evidenzbasierten Schlielens sein.

Dabei wird sich herausstellen, daf eine vollstindige Integration von Konditionalen
in die zugrundeliegende Logik — d.h. als gleichwertiger Operator neben A, V usw. — zum
Verlust wichtiger algebraischer Eigenschaften fiihrt, so dafl die Ergebnisse aus den vor-
hergehenden Abschnitten teilweise ihre Giiltigkeit verlieren. Das Sprachkonstrukt des
Konditionals und die entsprechende algebraische Operation auf den moglichen Wel-

2Dieser Artikel beschreibt eine Implementierung der theoretischen Konzepte des evidenzbasierten
Schlieflens, wobei die erwdhnte Abbildung nicht der Kompatibilitéitsrelation aus Definition 4.1.23
entspricht.
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ten werden daher einen Sonderstatus innerhalb der resultierenden Sprache erhalten
in dem Sinne, daf} sie zwar eine konsistente Erweiterung der “herkémmlichen” Spra-
che darstellen, jedoch nur in einer speziellen, stark eingeschrinkten Form verwendet
werden.

4.2.1 Mafifreie Konditionale

Die Reprisentation einer Regel “wenn b, dann a” geschieht iiblicherweise entweder als
eine materielle Implikation — vor allem in logischen Ansdtzen — oder als Produktions-
regel — etwa in Expertensystemen. Beide Sichtweisen sind nicht miteinander identisch,
denn wihrend eine Implikation b — a im Falle von —b als wahr betrachtet wird, kann
die entsprechende Produktionsregel iiberhaupt nicht angewandt werden. Ein weiterer
Hinweis auf die Unterschiedlichkeit beider Konzepte ergibt sich, wenn die Regel mit
einem numerischen Gewicht versehen wird, das im ersten Fall als die Wahrscheinlich-
keit P(—bVa), im zweiten aber als die bedingte Wahrscheinlichkeit P(a|b) interpretiert
wird. Es gilt ndmlich:

P(=bVa)— P(—b)
1— P(—b)

Dabei kann diese bedingte Wahrscheinlichkeit auf zwei Arten gedeutet werden: Ent-
weder steht P(al|b) fiir “(Wahrscheinlichkeit von a) gegeben b” oder fiir “Wahrschein-
lichkeit von (a gegeben b).” Einerseits wire ein solches Objekt “a gegeben b” die
syntaktische Entsprechung einer Produktionsregel, andererseits aber existiert ein sol-
ches nicht in der Logik, und verschiedene Definitionsversuche fiihrten zu Inkompati-
bilitdten mit der klassischen Definition der bedingten Wahrscheinlichkeit (siehe dazu
z.B. [Harper et al., 1981]).

Im folgenden werden verschiedene Ansitze zur konsistenten Definition eines Kon-
ditionals vorgestellt, die zu dquivalenten Resultaten fiihren. Zunéchst werden einige
wichtige algebraische Definitionen angegeben:

P(alb) =

# P(=bVa).

Definition 4.2.1 (Boolesche Algebra)

Eine Boolesche Algebra ist eine Algebra B = (B, V, A, —,0,1) mit zwei bindren Ope-
rationen V und A, einer einstelligen Operation — und zwei nullstelligen Operationen
0 und 1, so daB gilt:

1. (B,V,A) ist ein distributiver Verband,

2. 2A0=0, zv1=1und

3. zAN—-x=0, zVx=1.

Die bisher betrachteten Teilmengenalgebren einer Grundmenge X sind alles Bei-
spiele fiir solche Booleschen Algebren, wobei V der Vereinigung U, A der Durch-

schnittsbildung N, — der Komplementbildung sowie 0 und 1 der leeren Menge () und
der Menge X selbst entsprechen.
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Definition 4.2.2 (Boolescher Ring)
Ein Ring R = (R, +,-,',0, 1) heifit Boolescher Ring, wenn

fiir alle z € R.

Daraus folgt, dal R kommutativ ist und die Charakteristik 2 besitzt, d.h. x +2x =0
fiir alle x € R. Jede Boolesche Algebra kann als Boolescher Ring betrachtet werden
und umgekehrt:

Satz 4.2.1 (Stone)

(a) Sei B = (B,V,A,—,0,1) eine Boolesche Algebra. Dann definiere RP als die Al-
gebra (B, +,-,0,1), wobei

a+b = (aA-b)V (-aAb)
a-b = aNnb

!
a = a.

Dann ist RE ein Boolescher Ring.

(b) Sei R = (R, +,-,,0,1) ein Boolescher Ring. Dann definiere B® als die Algebra
(R,V,N,—,0,1), wobei

aVb = a+b+a-b
aNb = a-b
- = 1+a.

Dann ist B® eine Boolesche Algebra.

(c) Seien R und B wie oben. Dann gilt: RPE = R und B®® = B.

Bezieht man die Definition von R® wieder auf Teilmengenalgebren, so sicht man,
daB8 @ + b der symmetrischen Differenz (a U b) \ (a N b) entspricht, so dafl sich die
Vereinigung a U b als a + b+ a - b darstellen 148t.

Der folgende Satz besagt, dafl Konditionale, die mit der Definition der bedingten
Wahrscheinlichkeit konsistent sind, sich nicht durch Boolesche Operationen reprasen-
tieren lassen:

Satz 4.2.2 (Lewis’ Trivialititsresultat — [Lewis, 1981]) Sei R ein Boolescher
Ring mit mehr als 4 Elementen. Dann g¢ibt es keine bindre Operation o auf R, so daf
fiir alle Wahrscheinlichkeitsfunktionen P auf R und alle a,b € R mit P(b) > 0 gilt:

P(aob) = P(alb).
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Tabelle 4.2: Ableitbarkeitsverhalten von — und |.

Es wird daher ein neues Symbol | eingefiihrt, das fiir das gesuchte Konzept des Kon-
ditionals stehen soll.

Sei von nun an eine endliche Boolesche Algebra B gegeben, deren Elemente a, b, ...
als Aussagen bezeichnet werden. Dem in [Dubois und Prade, 1991] beschriebenen
Ansatz folgend, werden zunéchst anhand von Wahrheitstafeln notwendige Bedingun-
gen fiir die exakte Definition des Konditionals hergeleitet. Dazu bezeichne tr(z) den
Wahrheitswert von . Tabelle 4.1 zeigt nochmals den Unterschied zwischen materieller
Implikation und Konditionierung auf, wihrend Tabelle 4.2 das Ableitbarkeitsverhal-
ten beider Konzepte miteinander vergleicht. Ein Eintrag “?” steht dabei fiir einen
unbestimmten Wahrheitswert.

Der Eintrag x in Tabelle 4.2 verweist auf eine unmégliche Situation, denn wenn
tr(b) = F gilt, so ist die Implikation auf jeden Fall erfiillt, d.h. es gilt tr(b — a) = T.
Der Wert tr(a|b) kann auch implizit definiert werden durch

tr(a Ab) = tr(alb) = tr(b), (4.20)

wobel T'«T =T und T« F = F+T = Fx F = F die Verkniipfung der Wahrheitswerte
ist:

1. Ist tr(a) = tr(b) =T, so folgt aus (4.20), daB tr(alb) =T.
2. Ist tr(a) = F, tr(b) =T, so ist tr(alb) = F.

3. Ist tr(b) = F, so sind sowohl tr(a|b) = T, als auch tr(alb) = F mit (4.20)
kompatibel.
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Somit gilt, daf jede Aussage = mit tr(a A b) = tr(x) = tr(b) fir a|b stehen kann. Eine
exakte algebraische Charakterisierung mafifreier Konditionale findet sich in Anhang A.

4.2.2 Integration von Konditionalen in die epistemische Lo-
gik

Alle in Anhang A prisentierten Losungen von (4.20) werden von nun ab mit alb

bezeichnet. Gegeben sei wiederum die Boolesche Algebra R = (R, V, A, —,0,1) bzw.

der entsprechende Boolesche Ring. Ist eine Wissensbasis K C R|R gegeben, so stellt

der Anteil Fx = K N'R die Menge der Fakten dar, wihrend Ry = K NR|R \ R der

Regelbasis entspricht.

Im folgenden werden die algebraischen Eigenschaften von R|R untersucht, indem
die Operatoren von R auf R|R verallgemeinert werden. Es existieren unterschied-
liche Ansichten dariiber, wie diese Verallgemeinerungen definiert werden sollen. Die
wichtigsten davon werden im folgenden kurz diskutiert.

Der in [Nguyen und Rogers, 1991] vertretene Ansatz beruht darauf, die Operatio-
nen auf den Aquivalenzklassen fiir einen festen Antezedenten wie etwa (a|b) + (c|b) =
(a + ¢|b) fiir den Fall verschiedener Antezedenten zu verallgemeinern. Schreibt man
diese Gleichung némlich in der Form

(a]b) + (clb) = {z + ylz € (alb), y € (c[b)},
(und analog fiir -), so liegt folgende Definition nahe:
(a]b) + (cld) = {z +ylz € (alb),y € (c|d)}.

Die so definierten Operationen sind auf R|R abgeschlossen und kénnen folgenderma-
en explizit angegeben werden:

(alb) + (c|d) = (a+ c|bd) (4.21)
(alb) - (c|d) = (acld'bV ddV bd) (4.22)
(alb) V (c|d) = (aVclabV cdV bd) (4.23)

Anmerkungen:

1. R|R ist mit diesen Operationen kein Ring mehr, da es keine additiven Inversen
gibt. Die Negation kann ndmlich nur als (a|b)’ = (a’|b) definiert werden (fixiere
dazu ein b und betrachte die entsprechende Operation auf den Aquivalenzklassen
in &). Dann gilt zwar (a|b) + (a|b)’ = (0|b) = 0, fiir alle a,b € R, aber 0, ist
nicht die Null von R|R.

2. Fiihrt man statt dieser Negation das sogenannte “Pseudokomplement” ein, so
ergibt sich fiir R|R die Struktur einer Stone Algebra. Ein Pseudokomplement
a* eines Elementes a ist charakterisiert durch a A ¢* = 0 und fiir alle z: wenn
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aAz =0, so folgt x < a*. Eine Stone Algebra ist dann ein distributiver Verband
mit Pseudokomplement, der die Stone Identitit a*Va** = 1 erfiillt. Im konkreten
Fall von R|R ist das Pseudokomplement von (a|b) gegeben durch (a'b|1) (siehe
dazu [Nguyen, 1992]). Fiir eine detaillierte Beschreibung von Stone Algebren sei
auf [Gritzer, 1978] verwiesen.

Doch auch andere Definitionsvorschlige fiir die Konnektoren zwischen konditiona-
len Ereignissen fiihren nicht zur Erhaltung der Struktur einer Booleschen Algebra. In
[Calabrese, 1987] wird beispielsweise die Konjunktion definiert als

(@b) A (cld) = ((b—a)A(d— )bV d). (4.24)

Leitet man daraus geméfl den Gesetzen von De Morgan die Disjunktion V; ab, so
sind diese Operationen nicht distributiv untereinander, so dafl auch hier der Raum
der bedingten Ereignisse keine Boolesche Algebra mehr darstellt.

Dennoch ist diese Verkniipfung in Hinsicht auf regelbasierte Systeme natiirlicher
als die in (4.22) eingefiihrte. Betrachtet man namlich die durch (a|b) und (c|d) gebil-
dete Regelbasis, so liegt es nahe, diese immer dann als anwendbar zu definieren, wenn
mindestens eine der Regeln anwendbar ist, also wenn bV d gilt. Im Gegensatz dazu ist
die Anwendbarkeitsbedingung im Fall (4.22), daf entweder beide Regeln anwendbar
sind oder — fiir den Fall, dafl nur eine anwendbar ist — daf§ deren Konklusion falsch
ist. Die Konjunktion A; kann unter Beriicksichtigung der Wahrheitswerte 7', F' und ?
motiviert werden durch die Wahl

T/\l?ZT,F/\l?:F,?/\l? :?,

wihrend (4.22) auf
TAN? =7 FAN?=F77AN?7 =7

beruht. Die Verkniipfung A; wird im folgenden bei der Betrachtung der Konditionale
als Regeln eine Rolle spielen.

Um Inferenzen mit Konditionalen durchfiihren zu kénnen, mufl eine (partielle)
Ordnungsrelation auf R|R eingefiihrt werden. Analog zur Definition in Booleschen
Algebren sei

(alb) < (c|d) <= (alb) - (c|d) = (alb). (4.25)

Dies ist genau dann der Fall, wenn ab < ¢d und ¢'d < a'b gilt, wenn also jedes positive
Beispiel ab fiir die “Regel” (a|b) auch ein Beispiel fiir (c|d) und jedes Gegenbeispiel ¢'d
fiir (c|d) auch eines fiir (a|b) ist. Stellt man die entsprechenden konditionalen Objekte
als Intervalle dar, wobei die Ordnungsrelation auf R von links nach rechts ansteigt,
so ergeben sich folgende Moglichkeiten fiir den Fall (a|b) < (c|d):

aANb -bVa

cANd -dVe
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oder

alAb -bVa

cAd -dVc

Diese Ordnung ist mit Wahrscheinlichkeiten vertriglich, denn wenn (a|b) < (c|d), so
gilt auch fiir die bedingte Wahrscheinlichkeit P(a|b) < P(c|d) fiir alle Wahrschein-
lichkeitsverteilungen P. Auflerdem ist sie offensichtlich mit der Ordnung auf R = R|1
kompatibel.

Der Konditionaloperator .|. ist im zweiten Argument nichtmonoton, was sich unter
anderem darin duflert, dafi (a|b) und (a|b A ¢) bzgl. < nicht miteinander vergleichbar
sind. Dieser Punkt wird bei der Betrachtung regelbasierter Systeme eine Rolle spielen.

Es bleibt somit zu klidren, wie Konditionale (a|b) mit b # 1 (bzw. T auf der logi-
schen Seite) in die epistemische Logik aus Abschnitt 4.1.1 integriert werden koénnen.
Wie obige Diskussion gezeigt hat, fiihrt die vollstindige Erweiterung des Satzraumes
S zu S§|S mit den entsprechenden logischen Operationen geméf (4.22) und (4.23) bzw.
(4.24) zum Verlust wichtiger struktureller Eigenschaften bei den in Abschnitt 4.1.3
eingefiihrten Algebren Q2 und Q27 der méglichen Welten. Der in der hier vorliegenden
Arbeit verfolgte Ansatz beruht daher auf einer Einschréinkung der logischen Opera-
tionen auf bestimmte Sonderfélle. Dies vermeidet einerseits die oben angesprochenen
Probleme, 148t die sich ergebende Sprache jedoch ausdrucksstark genug, um alle wich-
tigen Verkniipfungen fiir ein regelbasiertes System vornehmen zu koénnen.

Die Menge aller méglichen Formeln wird dazu zweigeteilt in die Menge der Fakten
und die der Konditionale oder Regeln. Wihrend auf den Fakten alle logischen Opera-
tionen aus S zuldssig sind, ist die Verkniipfung von Fakten und Regeln miteinander
auf einen Fall beschrinkt, die zu definierende Regelanwendung. Regeln diirfen unter-
einander nicht verkniipft werden. Zunéchst wird aufgezeigt, wie sich die wesentlichen
Definitionen fiir S konsistent auf diesen Fall erweitern lassen, bevor das prinzipielle
Aussehen und die Anwendung einer Wissensbasis beschrieben werden.

Definition 4.2.3 (erweiterter Satzraum)
Der erweiterte Satzraum St ist wie folgt definiert:

Jede Formel aus S ist auch Element von S™.
Sind «, 3 € 8T, so ist auch («a|8) € S*.

Sind € S und («|B) € 8T, so ist auch G A («|f) € ST.

ST stellt somit gerade die Erweiterung von S aus Definition 4.1.1 um die Konditionale
oder Regeln «|3 dar. Der Konditionaloperator .|. kann dabei auch geschachtelt auftre-
ten, d.h. ((«|B)|7) ist eine syntaktisch zuléissige Formel aus S*. Demgegeniiber sind
Verkniipfungen wie « V (8|y) nicht zuldssig. Lediglich die konjunktive Verkniipfung
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eines Konditionals mit seiner Primisse gemif Gleichung (4.24), die wiederum einer
Formel aus S entspricht, ist erlaubt (zu den algebraischen Konsequenzen dieser Ein-
schrinkungen siehe auch die Anmerkungen auf Seite 74). D.h. die konjunktive Ver-
kniipfung entspricht dem Operator A;. Die “echten” Konditionale |3 mit 5 <& T
erhalten somit einen Sonderstatus bzgl. ihrer syntaktischen Verwendung.

Erweitert man die Definition 4.1.4 der logischen Aquivalenz < fiir den Fall von
Konditionalen, so &8t sich auf der Basis von St der erweiterte Ereignisraum definie-
ren.

Definition 4.2.4 (logische Aquivalenz)
Zwei Formeln «, 3 € 8T heiflen genau dann logisch dquivalent, wenn oo < fund 8 < a,
wobei die Relation < durch (4.25) gegeben ist. Dies wird mit o < § bezeichnet.

Definition 4.2.5 (erweiterter Ereignisraum)
Der Quotientenraum Obj(S1)/< der objektiven Formeln modulo dieser logischen
Aquivalenz hei8t (erweiterter) Ereignisraum und wird mit ®(S*) bezeichnet.

Entsprechend muf} der Begriff der Interpretation auf St erweitert werden:

Definition 4.2.6 (Interpretation)

Eine Interpretation fiir ST ist eine Abbildung W : St — {7, F'}. Eine Formel «|f8 €
S*\S heiit anwendbar in W, falls W(3) = T und wahr in W, falls W(a) = W(3) = T.
Wahrheit fiir Formeln aus S C 8T wird wie bisher definiert.

Definition 4.2.7 (mégliche Welten, Universum)

Die Menge der moglichen Welten fiir den erweiterten Satzraum St ist die Menge aller
Interpretationen fiir S*, die die Axiomenschemata (M1) — (M5) aus Definition 4.1.3
erfiillen. Die Menge aller moglichen Welten fiir ST heifit das Universum und wird mit
U(S™) bezeichnet.

Notation: Die Menge aller Welten W, in denen «|f anwendbar ist, heiit der An-
wendbarkeitsbereich von «|f und wird mit a(«|3) bezeichnet.
Die Definition 4.1.16 der Erfiillungsmenge kann nun nicht analog erweitert werden zu

T(a) = {W|ae St awahrin W} (4.26)
In diesem Fall wire namlich

P((alf)) = P(T(alB)) = PlanpB) # P(alf).

GemiB (4.26) definiert, wire T das mengentheoretische Aquivalent des der Konditio-
nierung .|. entsprechenden Booleschen Operators, der nach Lewis’ Trivialitdtsresultat
nicht existiert (vgl. Satz 4.2.2). Vielmehr ist folgende Definition der Wahrscheinlich-
keit einer Formel aus S* in Ergénzung zu (4.14) anzuwenden: Fiir alle a|3 € ST
gilt

P(T(aAp)) _ Planp)

D)= Pattalnn) ~ P 2m
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Die Konsistenz dieser Erweiterung mit (4.14) ist wie folgt einzusehen, wobei Formeln
a € § C 8T mit Konditionalen «| T identifiziert werden:

P((a|T)) = % nach (4.27)
(T(a))
(T(T))

(T(a))
(

P
~ P(T(T))

| |
AR

@) nach (4.14).

Eine Regel «|f sollte immer dann angewandt werden, wenn ihre Priamisse 3 erfiillt
ist. Als Ergebnis dieser Regelanwendung wird die Ableitung der entsprechenden Kon-
klusion o erwartet. Bezogen auf eine spezifische mogliche Welt W bedeutet dies, daf3
die Anwendung dieser Regel moglich ist, wenn W € a(«|f) = T(8) gilt und das er-
wartete Resultat produziert, wenn «|f wahr in W ist, d.h. wenn W € T(a A ). Dies
148t sich durch folgende Definition formalisieren:

Definition 4.2.8 (Regelanwendung)
Fir € § C ST und «|f € §7\ S wird der Ausdruck

appl(a|B) = B A1 (alf)
als die Anwendung oder das Feuern der Regel a|f3 durch 3 bezeichnet.

Anmerkung: Da im folgenden nur noch diese konjunktive Verkniipfung A; zur
Anwendung kommt, wird der Einfachkeit halber von nun an das Symbol A verwendet.

Gemif (4.24) ist dies dquivalent zu
BIT) A (alf) = ((T=PFAB—=a)TVE)
= (BA(B—a)|T)
= AL —a).

Somit konstituiert die Anwendung einer Regel einen logischen Beweis fiir ihre Kon-
klusion, denn

BA(B—a) = a
Dies entspricht auch der Charakterisierung des Konditionaloperators .|. in [Dubois
und Prade, 1991, S. 126] als ein dem Ableitungsoperator - verwandtes Konzept, so

daf} die bedingte Wahrscheinlichkeit P(«|3) die Wahrscheinlichkeit der Existenz eines
Beweises (einer Ableitung) von « aus 3 beschreibt.
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Anmerkungen:

1. Die mit der Konjunktion 8 A; («|f3) korrespondierende algebraische Operation
auf den Algebren iiber U(S™) 148t sich als aus den herkdmmlichen Algebraope-
rationen abgeleiteten Operator darstellen. Es wird daher etwa in die epistemi-
schen Algebren Qg keine Operation eingefiihrt, die den Durchschnittsoperator
N fiir den Fall von Intervallen ergénzt oder génzlich ersetzt, wie dies bei einer
vollstdndigen Integration der Konditionale und dem daraus folgenden Ubergang
zum Sprachraum Sgk|Skg notwendig gewesen wire. Somit bleiben die grundle-
genden Eigenschaften der in Abschnitt 4.1 eingefiihrten Algebren erhalten. Eine
Algebra  iiber U(S) ist daher identisch mit der entsprechenden Algebra iiber
U(ST) mit der Ausnahme, daf} in letzterer der einer Regelanwendung entspre-
chende abgeleitete Operator zur Verfiigung steht.

2. Fiir ein Konditional z = «|f bezeichnet seine Wahrscheinlichkeit die relative
Wabhrscheinlichkeit der Menge der x gemaf Definition 4.2.6 wahr machenden
Welten bzgl. seines Anwendbarkeitsbereiches. Im Vergleich dazu ist die Wahr-
scheinlichkeit einer Formel o € S das absolute Mafl der Wahrscheinlichkeit ihrer
Erfiilllungsmenge bzw. — dquivalent dazu — die Relativierung dieser Wahrschein-
lichkeit bzgl. des Universums U(S™).

3. In Anwendungen, wie sie im néchsten Kapitel beschrieben werden, sind mit einer
Wissensbasis K oft auch marginale und bedingte Wahrscheinlichkeiten angege-
ben. Diese werden mit den Wahrscheinlichkeiten der entsprechenden die Formel
wahr machenden Welten identifiziert und stellen Randbedingungen fiir die Men-
ge der moglichen Welten dar in dem Sinne, dafl die Wahrscheinlichkeiten von
Welten mit bestimmten Eigenschaften in gewissen, durch diese Wahrscheinlich-
keiten bestimmten, Relationen zueinander stehen. Die numerische Gewichtung
einer sogenannten “Expertenregel” f — « (bzw. a|f), reprisentiert durch die
bedingte Wahrscheinlichkeit P(«3), stellt dort den einer Hypothese a zuzuord-
nenden Vertrauensgrad dar, wenn die Evidenz 3 gegeben ist. Dieser entspricht
gerade der Wahrscheinlichkeit von « in der Menge der durch diese Evidenz iden-
tifizierten moglichen Welten.

4.2.3 Zusammenfassung

Neben der Vorstellung von Ruspinis Theorie des evidenzbasierten Schlieflens, die die
Charakterisierung der Dempster-Shafer Theorie auf der Basis einer epistemischen Mo-
dallogik erlaubt, bestand die wesentliche Leistung dieses Kapitels in der Integration
von Konditionalen als syntaktischer Entsprechung von Ezpertenregeln in diese Logik.
Die Untersuchung der verschiedenen alternativen Ansitze aus der Literatur ergab
dabei, dafl die Forderung nach der Vertréglichkeit dieser Operatoren mit der Wahr-
scheinlichkeitstheorie deren Einbettung in die Logik teilweise einschréinkt.
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Als Resultat ergibt sich somit eine epistemische Modallogik, die folgende Aus-
drucksmittel zur Reprisentation unterschiedlicher Aspekte von Information zur Ver-
fiigung stellt.

objektive Formeln ohne Modalitdten zur Kennzeichnung tatsichlicher Sachver-
halte,

die Modaloperatoren K und Ke, die das Wissen bzw. “exakte” Wissen (siehe
(4.3)) eines Agenten reprisentieren,

die iiblichen logischen Konnektoren A,V,— und — zur Verkniipfung der bisher
aufgezihlten Klassen von Formeln,

den Konditionaloperator .|. sowie

die Regelanwendung (sieche Definition 4.2.8) appl(c|3), die ein Konditional mit
seiner Pramisse verkniipft und somit das “Feuern” einer Regel bei Eintreten
ihrer Préamisse reprisentiert.

Der dermaflen erweiterte Satzraum S* wird in den folgenden Kapiteln die Grund-
lage fiir die Untersuchung verschiedener regelbasierter Anséitze aus dem Bereich der
Expertensysteme, die Angabe einer wahrscheinlichkeitstheoretischen Semantik fiir die
dabei verwendete Erweiterung der Dempster-Shafer Theorie sowie die Entwicklung
eines evidenztheoretischen Ansatzes zur Planerkennung bilden.
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Kapitel 5

Regelbasierte Anséatze auf der
Basis der Dempster-Shafer
Theorie

Wiéhrend das vorangehende Kapitel die modallogische Fundierung des evidenzbasier-
ten Schlieflens untersuchte und erweiterte, wird dieses Kapitel den zweiten Teil der
Grundlage des zu entwickelnden Ansatzes zur Planerkennung behandeln. Dabei han-
delt es sich um regelbasierte Systeme aus dem Bereich der Expertensysteme, die Me-
thoden aus der Dempster-Shafer Theorie benutzen, um Unsicherheit in evidenzbasier-
ten Schliissen zu repriisentieren.

Die Motivation zur Verwendung dieses Formalismus in den beiden hier vorge-
stellten Anséitzen bestand dabei in der Beobachtung, dafl Evidenzen oft nicht aus-
sagekriftig genug sind, um die elementaren Bestandteile einer abstrakten Hypothese
einzeln bewerten zu kénnen, wie etwa die einzelnen Elemente einer Menge von Alter-
nativen oder die einzelnen Glieder einer Disjunktion von Hypothesen. In [Yen, 1986]
findet sich dazu folgendes Beispiel: Ein bestimmtes Symptom kann z.B. auf rheumati-
sche Arthritis hindeuten. Diese (abstrakte) Krankheitsbeschreibung umfafit ihrerseits
wieder die beiden Konzepte der seropositiven sowie seronegativen rheumatischen Ar-
thritis. Das beobachtete Symptom gibt jedoch keinerlei Hinweise, um welche dieser
beiden konkreten Ausformungen es sich im vorliegenden Fall handelt.

Die Schlufifolgerung daraus ist, daf} eine Reprisentation von Unwissenheit (Igno-
ranz) eine wesentliche Rolle bei der Modellierung von Evidenz hinsichtlich Grup-
pen von Hypothesen spielt. Die klassische Wahrscheinlichkeitstheorie ist dabei i.a.
zu prizise, da sie immer eine Bewertung der Einzelhypothesen liefert (eine diskrete
Wahrscheinlichkeitsverteilung). Andererseits stellt die Dempster-Shafer Theorie, bei
der dieses Problem nicht besteht, keinen Mechanismus zur Reprisentation einer unsi-
cheren Beziehung zwischen Evidenz und Hypothese zur Verfiigung. Vielmehr kann die
Beziehung zwischen beiden als eine Art (“sicherer”) Implikation interpretiert werden,
wie die Diskussion zu Beginn von Abschnitt 5.1 zeigen wird.

Von diesen Primissen ausgehend entwickelte Yen den in [1986] und [1989] be-
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schriebenen Ansatz, der im Expertensystem Gertis realisiert und von Guan und Bell
in [1991] verallgemeinert wurde. Die nachfolgenden Abschnitte beschreiben die Grund-
lagen dieser Arbeiten. Wihrend Yen die Ubereinstimmung seines Ansatzes mit der
Wahrscheinlichkeitstheorie demonstriert und damit prinzipiell auch eine Semantik fiir
diesen Mechnismus angibt, wird dies fiir den verallgemeinerten Fall nicht getan. Aus
diesem Grund wird in Abschnitt 5.3 erstmals eine auf den im vorigen Kapitel beschrie-
benen Konzepten basierende Semantik fiir das System von Guan und Bell entwickelt,
bevor in 5.4 die Stirken und Schwichen der vorgestellten Systeme analysiert werden.

5.1 Eine Erweiterung der Dempster-Shafer Theo-
rie

Grundlage fiir die Ausfiihrungen dieses Abschnittes bilden die Arbeiten [Yen, 1986]
und [Yen, 1989]. Im folgenden bezeichne © # () den Ewvidenzenraum, Q # () den
Ereignisraum oder Hypothesenraum und I' : © — 2% die mengenwertige Abbildung
geméf} Definition 2.1.1. Der Ansatzpunkt fiir Yens Arbeit besteht in der Beobachtung,

daf eine Gleichung
I'le) = H
mit e € © und H C €, die in der Dempster-Shafer Theorie eine (qualitative) Ver-
bindung zwischen einer Evidenz e und einer Hypothesenmenge H représentiert, sich
auch in Form einer bedingten Wahrscheinlichkeit iiber dem erweiterten Raum © x €2
darstellen la8t:!
P(Hle) = 1 und P(Hle) =

L#B8t man diese bedingte Wahrscheinlichkeit auch Werte innerhalb des Intervalls [0, 1]
anstelle der Extreme 0 und 1 annehmen, so ist es moglich, unsichere Verbindungen
zwischen Evidenzen und Hypothesen zu repréisentieren. Zu diesem Zweck wird die
Funktion I' verallgemeinert zu:

Definition 5.1.1 (probabilistische Beobachtungsfunktion)
Seien © und © wie oben. Dann ist I'* : ©@ — 22°X[01 mit

e {<H€,17 P(He,lle»a vy {(He,l; P(
mit 1. He,i;«é@fﬁralleee@,lgigl

le))}

2. H,;NH, ;=0 fiir alle i # j
3. P(H.;le) >0 firallel <i<lI
4. ¥t P(Hgle) =1

eine probabilistische Beobachtungsfunktion.

!Hier und im folgenden werden oft einelementige Mengen {e} und die einzelnen Elemente e
miteinander identifiziert, so da§ P(H|e) als Kurzform fiir P(H|{e}) dient.
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Beispiel 5.1.1 Gegeben sei eine Expertenregel

if €1 then {hl, hg} with 0.8
{hg, h4} with 0.2

else if e; then {hy, hy} with 0.3
{]’Ll, ]’L5} with 0.7

Diese entspricht im obigen Kontext einer Abbildung mit

["(er) = {{{h1,h2},0.8),({hs, ha},0.2)}
[(e2) = {({h2,ha},0.3),{{h1, hs},0.7)}

USW.

Definition 5.1.2 (assoziierte Hypothesenmenge)
Sei I'*(e) = {(H;, P(Hile)), ..., (H;, P(H;le))}. Dann heifit

GF* (6) = {Hl, ceey Hl}

die mit e assoziierte Hypothesenmenge (eig. “Kérnchenmenge”, granule set). Wenn
keine Verwechselung moglich ist, wird im folgenden meist der Index I'* weggelassen.

Eine solche Abbildung I'* reprisentiert somit unvollstindiges Wissen iiber die
bedingten Wahrscheinlichkeiten im Raum © x €2, wobei die Unvollstdndigkeit von der
Tatsache herriihrt, dafl i.a. nur die numerischen Werte fiir bestimmte Mengen von
Hypothesen bekannt sind.

Definition 5.1.3 (Regelstiirke)
Die Funktion s, : 2% — [0, 1] mit

so(H) = { P(Hle), falls H € Gr«(e)
0, sonst

heifit die mit e durch I'* assoziierte Regelstirke.

Lemma 5.1.1 Die Abbildung s, aus Definition 5.1.3 ist eine Basiswahrscheinlichkeit.
Beweis: Sei e € O beliebig.

1. 0 ¢ G(e) nach Definition 5.1.1, 1. und somit s.() = 0 geméf Definition 5.1.3
2. ) se(H) = D> se(H) + ). s.(H)

HCQ HCQ HCQ
H € G(e) H ¢ G(e)
=0
= > P(He
HCQ
H € G(e)

=1 nach Definition 5.1.1, 4.
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Es bleibt nun zu beschreiben, wie die einer solchen Abbildung I'* entsprechenden
Expertenregeln im Falle einer konkreten Evidenz angewandt werden, um eine Bewer-
tung des Hypothesenraumes zu erhalten. Sei £ eine Evidenz, die zu einer bedingten
Wahrscheinlichkeitsverteilung auf dem Evidenzenraum © fiihrt.? D.h. es steht Infor-
mation £ zur Verfiigung, die es erlaubt, dem Auftreten der Elemente e € © gewisse
Vertrauensgrade P(e|€) zuzuordnen. Diese bedingte Wahrscheinlichkeit représentiert
somit eine Evidenz, die selbst wieder mit einem Unsicherheitsgrad versehen ist. Gilt
P(egl€) =1 und P(e|€) = 0 fiir alle e # e, so liegt eine sichere Evidenz vor, die als
Spezialfall durch den beschriebenen Ansatz abgedeckt wird.

Definition 5.1.4 (induzierte Hypothesenstéirke)
In dieser Situation heifit die Abbildung
m(.|€) : 2% — [0,1]
H — > P(Hle) P(el€)

e:HeGpx (6)

die durch T* und & induzierte Hypothesenstirke. Im folgenden wird meist statt m(H |E)
einfach m(H) geschrieben.

Anmerkungen:

1. Eine wesentliche Voraussetzung fiir die Berechnung von m(.|€) ist die Existenz
einer diskreten Wahrscheinlichkeitsverteilung P(.|€) auf dem Evidenzenraum,
d.h. das Hintergrundwissen £ der Evidenz — etwa ein Experiment oder eine Mes-
sung — muf spezifisch genug sein, um jede elementare Evidenz e € © bewerten
zu kénnen.

2. Beschrinkt man sich in obiger Definition auf die Werte 0 und 1 fiir P(H|e), so
erhilt man die Grundgleichung aus der Definition der Massenverteilung (siehe
Definition 2.1.1).

3. m ist eine Basiswahrscheinlichkeit.

4. m laBt sich dquivalent mit Hilfe der Regelstéirke darstellen:

m(H) = 3 se(H) P(e|) (5.1)

ecO

Lemma 5.1.2 Unter der bedingten Unabhdngigkeitsannahme

P(H'le,E) = P(H'le)

2¢ steht fiir die eigentliche Beobachtung oder Messung, die nicht im Rahmen von Evidenzen-
und Hypothesenraum formalisiert ist. Sie bezeichnet somit die initiale Information im Ablauf von
Beobachtung und Bewertung.



Kapitel 5: Regelbasierte Ansitze auf der Basis der Dempster-Shafer Theorie 81

fiir alle H' C Q und e € © gilt fir alle H C Q:
Bel,,(H) < P(H|E) < Pl,,(H), (5.2)

d.h. die mit der Hypothesenstirke assoziierten Belief- und Plausibilitdtsfunktionen
bilden die unteren und oberen Wahrscheinlichkeitsschranken fiir den Hypothesenraum.

Zum Beweis sei auf [Yen, 1986], Appendix, Beweis von Lemma 1, verwiesen.

Im Rahmen dieses Modells, dessen Kern durch Definition 5.1.4 und Gleichung
(5.1) beschrieben wird, treten jedoch Probleme bei der Verwendung von Dempsters
Regel zur Kombination von Basiswahrscheinlichkeiten auf, wie das folgende Beispiel
aus [Yen, 1986] zeigt:

Beispiel 5.1.2 Seien {ej, €1}, {e2, €} zwei Evidenzenrdume fiir einen gemeinsamen
Hypothesenraum €2 mit den Regeln

if e then H with P(H|e) if o then H with P(H|ep)
H with P(Hle)) H with P(Hles)
else Q with 1.0 else Q with 1.0

Ferner seien sowohl e; als auch ey mit Sicherheit beobachtet worden, d.h. P(e;|&;) =
P(e2|Ey) = 1. Gemif Definition 5.1.4 werden somit Hypothesenstirken m; und msy
induziert mit

Dempsters Regel ergibt

_ _ P(H|Ey) P(H|E)
mia(H) = (mq & my)(H) = P(H|&) P(H|&) + P(H|E,) P(H|E) (5:3)

sowie

P(H|E) P(H|E)
(H|&) P(H|&) + P(H|E) P(H|E)

Es gilt: Bely,,,(H) = Ply,,,(H) = mip(H). Da in diesem Fall die untere und obere
Wahrscheinlichkeitsschranke zusammenfallen, miissen diese identisch mit der Wahr-
scheinlichkeit selbst sein. Auflerdem ist hier die Konditionierung bzgl. der Hinter-
grundinformation & und & &dquivalent zur Konditionierung bzgl. e; und es. Somit
gilt:

P(H|61,62) = P(H|51,52) = m(H|51,52) (55)
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Wendet man nun Bayes’ Theorem auf die rechte Seite von (5.3) an und substituiert
das Resultat in (5.5) fiir m(H|&1, &), so erhilt man:

Pley|H) Ples H) P(H)?
P(er|H) P(es|H) P(H)? + P(ey|H) P(eoH) P(H)?

P(H|€1,€2) = (56)

Die direkte Berechnung der a posteriori-Wahrscheinlichkeit mit Bayes’ Theorem unter
der bedingten Unabhéngigkeitsannahme P(ey, e3| H) = P(e1|H)P(eq| H) ergibt jedoch

P(ei|H) P(ea]H) P(H) _ (5.7)

P(Hler e2) = 5 T Pley H) PUH) + Ples]H) Pea]H) P(H)

Offensichtlich werden die Vorabwahrscheinlichkeiten der Hypothesen in (5.6) gegeniiber
(5.7) iiberbewertet. Dieser Effekt verstéirkt sich noch, je mehr Evidenzen miteinander
kombiniert werden.

Um Dempsters Regel anwenden zu kénnen, ist es daher notwendig, die Basiswahr-
scheinlichkeiten in sogenannte “Basissicherheitswerte” zu transformieren, die um den
“iiberzdhligen” Anteil der Vorabwahrscheinlichkeit reduziert sind.

Definition 5.1.5 (Basissicherheit)
Sei m(H|E) wie in Definition 5.1.4. Dann heifit

m(H|E)
P(H)
m(H[E)

C(H|E) = (5.8)

der Basissicherheitswert (basic certainty value) von H. Die Funktion
C(.|€): 2% —[0,1]
wird als Basissicherheit (basic certainty assignment, bca) bezeichnet.

Im Gegensatz zu einer Basiswahrscheinlichkeit, die ein absolutes Vertrauensmafl
darstellt, ist eine Basissicherheit ein Maf fiir die Verdnderung dieses Vertrauens auf-
grund neuer Information. Unter diesem Gesichtspunkt kénnen Basissicherheiten mit
den Grofilen M B und M D (“Measure of Belief” und “Measure of Disbelief”) aus dem
Certainty-Factor Ansatz verglichen werden (siehe [Shortliffe und Buchanan, 1975]).

Satz 5.1.1 [Yen, 1986] Seien ©1 und O, zwei Evidenzenrdiume fiir einen gemein-
samen Hypothesenraum ). Ferner seien e; € ©1 und es € Os. Fir Hi,Hy, C
gelte Hy € G(e1), Hy € Gles). €1 und & bezeichnen das Hintergrundwissen einer
Beobachtung in ©1 und ©,. Unter den beiden Annahmen

P(61|H1)P(€2|H2) = P(el, €2|H1 N HQ) (59)
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fiir Hy N Hy # 0 und

P(El\el)P(gg\eQ) = P(El,é'z\el,ez) (510)
qilt
Y. C(Hi|&)C(HslE)
HiNHs=H
— C(H|E,,E). 5.11
S C(H,|&6)C(Hy&) (H|€1,E2) (5:11)
HiNHa#0

Gleichung (5.11) entspricht genau der Anwendung von Dempsters Kombinationsregel,
deren spezifische Unabhéngigkeitsannahme durch (5.10) ausgedriickt ist. Zusétzlich
wird in (5.9) eine bedingte Unabhéngigkeit zwischen den Evidenzen gefordert. Beide
Annahmen sollen unten noch kurz diskutiert werden.

Das Ergebnis von (5.11) ist wiederum eine Basissicherheit. Um die aktualisierte
Basiswahrscheinlichkeit zu erhalten, mufi das Ausfaktorisieren der Vorabwahrschein-
lichkeit wieder ausgeglichen werden, und man erhilt

C(H|E)P(H)
> CH|E)P(H)

HCQ

m!(H|E) = (5.12)

Das Vorgehen bei der Kombination von Evidenzen kann somit folgendermaflen be-
schrieben werden:

Basiswahr- Basis- kombinierte Basiswahr-
scheinlichkeiten | % |sicherheiten | ©¥ | Basissicherheit | ©23 | scheinlichkeit
m(‘gz)? 1= 1? 2 C(|gz)> 1= 13 2 C(‘51a£2) m,('|£1ag2)

Anmerkungen zu den Unabhingigkeitsannahmen:
1. Hinreichende Bedingungen fiir die erste Annahme (5.9) sind
P(e;|H;) = P(e;|Hi N Hy), i =1,2 (5.13)
und
P(ei|Hy N Hy)P(eo|Hy N Hy) = P(eq, e2| H1 N Hy). (5.14)

Dabei besagt (5.13), dal das Wissen einer Teilmenge von H; die Wahrschein-
lichkeit von e; nicht beeinflufit, wenn bereits H; mit Sicherheit bekannt war.
(5.14) bedeutet, dal Elemente e, e; aus verschiedenen Evidenzquellen vonein-
ander bedingt unabhéingig sind, gegeben den nicht-leeren Durchschnitt von mit
ihnen assoziierten Hypothesenmengen.

2. Die zweite Annahme entspricht Dempsters Voraussetzung fiir die Anwendbarkeit
der Kombinationsregel

P(€1|€1)P(€2‘82) = P(61,€2‘51,52),

die besagt, dafl die einzelnen Evidenzen e; bedingt unabhéngig sind vom Hin-
tergrundwissen &; der Beobachtung auf dem jeweils anderen Evidenzenraum.
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5.2 Die Modifikation durch Guan und Bell

Der im vorigen Abschnitt beschriebene Ansatz Yens verbindet Elemente aus der
Bayesschen Wahrscheinlichkeitstheorie und der Dempster-Shafer Theorie. Aufgrund
der sich daraus ergebenden Einschrdnkungen hinsichtlich der darstellbaren Beziehun-
gen zwischen Evidenzen und Hypothesen wird daher nicht deren gesamtes Potential
bei der Reprisentation von Unwissenheit genutzt. Offensichtliche Kritikpunkte sind

1. die Beschrinkung auf elementare Fvidenzen sowie

2. die Forderung der Disjunktheit der mit einer Evidenz assoziterten Hypothesen.

Die Tatsache, dafl i.a. keine sequentiellen Regelverkniipfungen moglich sind, da die
Wahrscheinlichkeit auf dem Hypothesenraum nur unvollstindig bekannt ist, soll erst
bei der zusammenfassenden Analyse beider Ansétze in Abschnitt 5.4 betrachtet wer-
den.

Um die oben genannten Defizite aus Yens System zu beheben, wird in [Guan und
Bell, 1991] eine Modifikation vorgeschlagen, die vollstindig auf der Dempster-Shafer
Theorie aufbaut. Als Seiteneffekt entfillt dabei auch das Problem der Uberbewertung
von Vorabwahrscheinlichkeiten, das die Transformation von Basiswahrscheinlichkei-
ten in Basissicherheiten erforderlich machte. Die vorgenommenen Operationen, die
nicht zur “klassischen” Dempster-Shafer Theorie gehoren, werden jedoch nicht formal
gerechtfertigt. Somit wird die in Abschnitt 1.2 aufgestellte Forderung der eindeu-
tigen Interpretierbarkeit und Erkldrbarkeit der getroffenen Entscheidungen verletzt,
die dort zwar fiir Planerkennungsyssteme formuliert wird, jedoch gleichermaflen auf
Expertensysteme iibertragbar ist. Eine formale Eingliederung in den Rahmen der
Dempster-Shafer Theorie sowie eine probabilistische Semantik auf der Basis der in
Kapitel 4 entwickelten Konzepte wird in Abschnitt 5.3 beschrieben werden. Zunéchst
werden jedoch die Grundlagen dieses Systems vorgestellt.

Die Beschriinkung auf elementare Evidenzen (einelementige Teilmengen des Evi-
denzenraumes) wird durch eine Verallgemeinerung der probabilistischen Beobach-
tungsfunktion I'* aus Definition 5.1.1 zu einer Funktion mit Definitionsbereich 2° — ()
aufgehoben:

Definition 5.2.1 (DS-Beobachtungsfunktion)
Seien © und €2 wie oben. Dann ist die Funktion

A:20 - — 22°x01]
E = {{Hp, sp(Hprl|E)), ... (Heng se(Hpn, | E))}
mit 1. Hg; #0 fiir 1 <i<ng
2. sp(HpiE)>0firl <i<ng
3. it sg(Hgi|E) =1
eine DS-Beobachtungsfunktion.
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Analog dazu kann die Information bzgl. gewichteter Verbindungen zwischen Evidenzen
und Hypothesen auch als “Expertenregel” dargestellt werden:

Definition 5.2.2 (Regel)
Eine Regel oder Ezpertenregel ist ein Tripel

R=(0,Q,A),

wobei © und €2 den Evidenzen- und Hypothesenraum bezeichnen und A eine DS-
Beobachtungsfunktion gemifl Definition 5.2.1 ist.

Eine andere Schreibweise ist
if El then HE1,1 with SEy (HEl,l)
Hg, o with s, (HEl,Z)
HEl,nEl with SEy (HEl,nEl )

else if EQ then HE2,1 with SEy (HE2,1)

fiir alle ) # E; C ©. Die einzelnen Bestandteile der Fallunterscheidung einer Regel,
die sich auf jeweils eine bestimmte Evidenz, etwa E;, beziehen, werden auch als die
Klauseln der Regel bezeichnet.

Anmerkungen:

1. In den folgenden Abschnitten wird eine solche Regel oft grafisch représentiert
als

Hgp, 1 (sp,(Hg, 1))
E,

HEI;”EI <SE1 (HEl,nEl»
usw. fiir alle ) # E; C ©.

2. Oft wird eine solche Regel auch durch Angabe der |2°| — 1 Regelstéirken sg fiir
() # E C © identifizert:

R={sp:2"—=10,1] |0 #E C ©}.

3. Die Menge der mit einer (disjunktiven) Evidenz E C © assoziierten Hypothesen
wird analog zu Definition 5.1.2 mit Ga(FE) bezeichnet.
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4. Ergénzt man die Angabe der numerischen Gewichte sg(Hpg;|F) aus obiger De-
finition um die Angabe

sp(X|E) =0, falls X ¢ GA(E),

so erhilt man analog zu Definition 5.1.3 die mit E durch A assoziierte Re-
gelstirke. Diese ist eine Basiswahrscheinlichkeit sg(.), die im folgenden mit
sg(.|F) identifiziert wird. D.h. es wird davon ausgegangen, daf§ allen nicht ex-
plizit aufgefiihrten Hypothesenmengen ein Wert von 0 zugewiesen wird.

Die zweite Einschriankung betrifft die geforderte Disjunktheit der mit einer Evi-
denz assoziierten Hypothesen. Im Kontext der Dempster-Shafer Theorie ist diese Ein-
schrankung iiberfliissig. In welchem speziellen Sinn die Gewichte sg bei Guan und
Bell bedingten Wahrscheinlichkeiten entsprechen, wird in Abschnitt 5.3 beschrieben.

Definition 5.2.3 (Hypothesenstirke)
Seien ¢ : 29 — [0, 1] eine Basiswahrscheinlichkeit auf dem Evidenzenraum und R =
{sg | F C O} eine Regel. Dann heifit die Funktion

r:2% — 0,1]

H — Ez‘é su(H) ¢(E)

die durch die Evidenz ¢ und Regel R induzierte Hypothesenstdrke.

Anmerkungen:

1. In obiger Definition ersetzt ¢ die diskrete Wahrscheinlichkeitsverteilung P(.|£)
aus Yens Ansatz und erlaubt damit sowohl eine Bewertung disjunktiver Eviden-
zen, als auch die Reprisentation unvollstindigen Wissens bzgl. dieser Evidenz
(durch die von ¢ induzierten Vertrauensintervalle). Das Hintergrundwissen £ der
Evidenz ¢ muf} in diesem Fall also nicht so spezifisch sein, daf} eine eindeutige
Identifizierung der elementaren Evidenzen moglich ist. Im Extremfall geniigt
sogar die “leere” Basiswahrscheinlichkeit mit ¢(©) = 1.

2. Die Definition von r entspricht der Anwendung der Regel R, getriggert durch
die Evidenz c. Die einzelnen Summanden sg(H)c(E) entsprechen dabei der An-
wendung jeweils einer Klausel von R, in der die Regelstirke sp(H) mit dem
Grad der Erfiilltheit ¢(F) ihrer Pramisse E verkniipft wird.

Lemma 5.2.1 Die Funktion r aus Definition 5.2.3 ist eine Basiswahrscheinlichkeit.
Beweis: 7()) = 0, denn sg()) = 0 fiir alle ) # F C ©.
> r(H) = > > se(H)c(E)

HCQ HCQ ECO
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= > > su(H) c(E)

ECO

= 1, da c eine Basiswahrscheinlichkeit ist.

O

Existiert bereits eine Bewertung des Hypothesenraumes in Form einer Basiswahr-
scheinlichkeit m auf 22, die entweder das einer Vorabwahrscheinlichkeit entsprechende
situationsunabhingige Wissen iiber das Auftreten der Hypothesen reprisentiert oder
aber durch die Verarbeitung fritherer Evidenzen entstanden ist, so muf} diese mit der
neuen Hypothesenstirke kombiniert werden, und man erhélt:

Definition 5.2.4 (aktualisierte Hypothesenbewertung)
Sei m eine Basiswahrscheinlichkeit auf dem Hypothesenraum 2%, r eine Hypothe-
senstirke geméf Definition 5.2.3. Dann ist

m = mér

die aktualisierte Hypothesenbewertung.

Diese Berechnungsvorschriften lassen sich leicht auf den Fall mehrerer voneinander
unabhdngiger Beobachter verallgemeinern. Seien dazu Oy, ..., O Evidenzenrdume, die
nicht notwendigerweise voneinander verschieden sind. Auf diesen seien die Regeln
Ry, ..., Ry definiert mit

Ferner seien eine Hypothesenbewertung m auf 2 sowie die Evidenzen s, ..., s auf den
jeweiligen Evidenzenrdumen gegeben, die die Hypothesenstéirken ry, ..., 7 induzieren.

Definition 5.2.5 (aktualisierte Hypothesenbewertung)

In dieser Situation heifit

m = meroe.er

die (verallgemeinerte) aktualisierte Hypothesenbewertung.

Diese Definition entspricht der simultanen Anwendung aller Regeln, wobei deren
Resultate r; gleichermaflen gewichtet in das Gesamtergebnis eingehen. Eine Methode,
die die unterschiedliche Zuverléssigkeit der einzelnen Evidenzen beriicksichtigt, wird
in Abschnitt 6.2.1.5.2 beschrieben.
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Beispiel 5.2.1 [Guan und Bell, 1991] Gegeben seien zwei Evidenzenriume ©; =
{e1,€}} und ©y = {eq, €y}, ein Hypothesenraum Q = {h,h'} sowie folgende Re-
gelstéirken:

0.8, X ={h} 0.0, X ={h} 0.4, X ={h}
Se;(X) =< 0.0, X ={hn'} Se’l(X) =<¢ 0.5, X ={h'} se,(X)=1 025 X ={n'}

02, X =0 0.5, X =Q 0.35, X =0
fiir Evidenzenraum ©; sowie

1.0, X = {h} 0.0, X ={h} 0.5, X ={h}
Se,(X) =< 0.0, X ={n'} seg(X) =< 0.8, X ={h'} se,(X)=1¢ 04, X ={n'}

0.0, X =Q 0.2, X =0 0.1, X=0

fiir ©,. Dabei wurden bei der Indizierung wiederum die einelementigen Mengen mit
ihrem einzigen Element identifiziert, so daf} z.B. s, fiir s} steht.
Evidenzen ¢; und ¢y mit den Werten

0.2, X = {61} 00, X = {62}
c(X)=<2 05, X={el} cX)=< 1.0, X ={e}
0.3, X=0, 0.0, X =0,
fiihren zu den Hypothesenstéirken
0.28, X ={h} 0.0, X ={h}
r(X)=1<¢ 0325, X ={hr'} r(X)=< 08, X={n'}
0.395, X =Q 02, X=0Q
Kombiniert man diese mit einer Hypothesenbewertung m mit
0.7, X ={h}
m(X)=1<¢ 0.0, X={n'"} ,
0.3, X=0Q
so ergibt sich die aktualisierte Hypothesenbewertung m' mit

0.34011, X = {h}
m'(X) ={ 058748, X ={n'}
0.07241, X =Q

Die induzierten Vertrauensintervalle betragen damit [0.34011,0.41252] fiir {h} und
[0.58748, 0.65989] fiir {h'}.

Anmerkung: Sind zu jedem Zeitpunkt exakte Beobachtungen méglich, die zu einer
Basiswahrscheinlichkeit ¢; mit genau einem Fokalelement FE; fiihren, so ist die indu-
zierte Hypothesenstérke identisch mit der entsprechenden Regelstirke sj . Im obigen

Beispiel ist dies fiir ©, der Fall mit £, = {e}}.
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5.3 Eine wahrscheinlichkeitstheoretische Seman-
tik fiir das System von Guan und Bell

Wihrend der vorangehende Abschnitt die Grundlagen des Ansatzes von Guan und
Bell auf der Basis von [Guan und Bell, 1991] beschrieben hat, wird nun eine iiber diese
Arbeit hinausgehende semantische Charakterisierung auf der Basis der in Kapitel 4
eingefithrten Konzepte erarbeitet. Das zentrale Ergebnis ist dabei die Interpretation
der Berechnung der Hypothesenstirke als eine spezielle Instanz der Regel der totalen
Wahrscheinlichkeit (siehe Satz 5.3.1). Die zur Integration in den Kontext des evidenz-
basierten Schliefens zu untersuchenden Punkte sind dabei

1. die Reprisentation einer Evidenz mittels einer Basiswahrscheinlichkeit ¢ auf dem
Hypothesenraum © nach Definition 5.2.3,

2. die einer DS-Beobachtungsfunktion entsprechenden Regeln, wobei vor allem eine
exakte Charakterisierung der assoziierten numerischen Gewichte erforderlich ist,

3. die Berechnungsvorschrift fiir die Hypothesenstérke r geméfl Definition 5.2.3 und
ihre Verkniipfung mit einer Vorabbewertung der Hypothesen aus Definition 5.2.4
sowie

4. eine Beschreibung des durch eine Evidenz ausgelosten Informationsflusses vom
Evidenzen- zum Hypothesenraum.

Zunéchst seien dazu die beiden Sprachen S, und S, definiert, mit deren Hilfe
Evidenzen- und Hypothesenraum logisch beschrieben werden.

Definition 5.3.1 (Evidenzen- und Hypothesensatzraum)

Sey ist der iiber dem Alphabet © nach den Regeln von Definition 4.1.1 gebildete
Evidenzensatzraum, wahrend Sy, der entsprechend iiber dem Alphabet (2 gebildete
Hypothesensatzraum ist.

Somit bilden die einzelnen Elemente des Evidenzenraums © und des Hypothe-
senraums () die Atome der jeweiligen Sprachen. Die Mengenoperationen N, U und
Komplementbildung finden ihre Entsprechungen in den logischen Konnektoren A, V
und —.

Definition 5.3.2 (Evidenzen- und Hypothesenraum)
Die den beiden Sprachen S, und Sy, zugeordneten Ereignisrdume

®(Sey) = 0bj(Sey) /= und cb(shyp) = Obj(shyp)/@’

werden als (logischer) Evidenzenraum und (logischer) Hypothesenraum bezeichnet.
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Notationen:

Das logische Produkt der beiden Satzrdume gemé&f Definition 4.1.17 ist S = S¢,y @ Spyp-
Die marginalen epistemischen Mengen écv(F) fiir E € ®(S,y) (Enyp(H) fiir H €
®(Spyp)) sind gemdB Definition 4.1.21 die jeweiligen Mengen der mdglichen Welten
des Produktuniversums Ug(Sey ® Spyp), in denen E (H) der spezifischste objektive
Satz aus ®(Sey) (P(Shyp)) ist, der dem Agenten bekannt ist.

Die marginalen epistemischen Algebren des Produktuniversums Uy (Sey @ Shyp), die

die Mengen &ey(E) bzw. ényp(H) umfassen, werden mit Q% bzw. Q? bezeichnet,

ihre Produktalgebra mit {2 (siehe Definition 4.1.22). e(X) € ) ist eine epistemische
Menge in der Produktalgebra (siche Satz 4.1.7).

Lemma 5.3.1 Fir die epistemischen Mengen e(E) mit E € ®(S,,) gilt nach dem
Kombinationssatz 4.1.7 insbesondere

e(E') = U [ éev(E,) n éhyp(H) ]
E' € ®(8ev), H € ®(Shyp)
E'NHSE

= U [ @ (E) N ényp(H) |

HE@(Shyp)

= éev(E) n U éhyp(H)

HE®(Shyyp)
= &u(E)

und entsprechend fiir die Mengen e(H) mit H € ®(Shy,).

Das bedeutet, da die Wahrscheinlichkeiten der Mengen e(E) (e(H)) in {25 eindeutig
durch Angabe der entsprechenden Werte in den Marginalalgebren Q¢ (Q%?) bestimmt
sind und umgekehrt (dies ergibt sich unmittelbar aus der Definition der Produktalge-
bra).

5.3.1 Evidenz und Basiswahrscheinlichkeiten

Sei zunichst eine Evidenz ¢ mit genau einem Fokalelement Ey = {eq,...,e;,} C O
gegeben. Nach den Ausfithrungen von Kapitel 4 bedeutet dies, daf die aktuelle Beob-
achtung als stérkste Aussage gerade “die beobachtete Evidenz ist ein Element von E,”
zuldflt. Auf der logischen Seite kann dies durch die Formel KoEy < Ke(e; V ... V)
dargestellt werden, d.h. die Schlufifolgerung aus einer Beobachtung ist die spezifischste
Aussage, die zum Wissen des Beobachters gehort.

Die numerische Zuordnung c¢(Ep) = 1 und ¢(E') = 0 fiir alle E' # Ey entspricht
einer Wahrscheinlichkeitsverteilung P {iber der marginalen epistemischen Algebra (2%
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mit assoziierter Wahrscheinlichkeitsmasse m (siehe Definition 4.1.14) mit

]_, X:E()

m(X) = P(&,(X)) = P(e(X)) = P(KeX) :{ 0, sonst

Beriicksichtigt man explizit das Hintergrundwissen £ dieser Beobachtung, so ent-
spricht m(X) der bedingten Wahrscheinlichkeit P(e(X)|€). Der Effekt von £ — nédmlich
die Identifizierung der spezifischsten Charakterisierung Ej, der aktuellen Beobachtung
— fithrt dazu, daf§ alle Welten W ¢ e(E,) inkompatibel mit dem Wissensstand des
Beobachters werden.

Im allgemeinen Fall ist die Evidenz £ jedoch nicht spezifisch genug, eine einzige
Teilmenge des Evidenzenraumes exakt zu identifizieren. In diesem Fall ergibt sich eine
Basiswahrscheinlichkeit ¢ mit den Fokalelementen Fi, ..., E, C ©,n > 1. Der Effekt
von & ist in diesem Fall eine Wahrscheinlichkeitsverteilung auf Qf mit assoziierter
Masse

m(X) = P(&,(X)) = Ple(X)) = P(KeX) = ¢(X), (5.15)

wobei m(X) = 0 fiir alle z # Ej, ..., E,. Alle Welten, die nicht zu einer der Mengen
8. (E;),i = 1,...,n gehoren, sind mit der aktuellen Beobachtung und dem daraus
gewonnenen Wissen inkompatibel, da sie die Formel

KeE1 V... VKeE,

nicht erfiillen, die die Gesamtheit des aus £ gezogenen Wissens des Beobachters be-
schreibt. Da die einzelnen Disjunkte K¢F; sich gegenseitig ausschliefen, kann jede
Welt nur zu einer der Mengen &.,(E;) (bzw. e(E;)) gehoren (vgl. die Anmerkungen
zu Definition 4.1.13).

Die Représentation einer Evidenz mittels einer Basiswahrscheinlichkeit ¢ entspricht
somit im Modell des evidenzbasierten Schlieflens einer Klassifikation der mit dem aus
der Evidenz gezogenen Wissen des Beobachters kompatiblen Welten bzgl. der spezi-
fischsten darin méglichen Aussagen und einer quantitativen Bewertung dieser Klassen
entsprechend ihrer jeweiligen Wahrscheinlichkeiten. Der auf der logischen Seite ent-
scheidende Operator ist K bzw. der aus ihm abgeleitete Operator Ke, da eine Evidenz
lediglich das Wissen des Beobachters iiber die Welt, nicht aber die Welt selbst beein-
flufit.

5.3.2 Regeln und Konditionale

Die einer DS-Beobachtungsfunktion entsprechenden Regeln stellen jeweils gewichtete
Verbindungen zwischen Evidenzen und Hypothesen her. Der qualitative Anteil einer
solchen Regelklausel E — H 148t sich als Konditional im gemeinsamen Sprachraum
S darstellen (genauer in der entsprechenden Erweiterung ST := (S ® Spyp)t gemis
Definition 4.2.3), wobei die Priimisse jeweils ein Element aus S,, und die Konklusion
aus Spyy ist. Die syntaktische Form ist dabei so eingeschrénkt, dafl jedes der Klausel
einer Regel entsprechende Konditional von der Form (KeH |KeE) ist.
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Dies ist wie folgt einzusehen: Als Resultat der Propagierung numerischer Gewich-
te vom Evidenzen- zum Hypothesenraum ergibt sich eine Basiswahrscheinlichkeit auf
letzterem, die in der Theorie des evidenzbasierten Schlielens einer Wahrscheinlich-
keitsmasse P(e(.)) entspricht. K ist das syntaktische Aquivalent zur Funktion e
innerhalb der zugrundeliegenden Modallogik. Die Evidenzen selbst werden ebenfalls
mit einer Basiswahrscheinlichkeit bewertet, die eine entsprechend feine Einteilung des
Evidenzenraumes in die e(E) erlaubt, dabei aber gleichzeitig 2°©/ — 1 Regeln erfor-
derlich macht — genau eine fiir jede nichtleere Teilmenge E von © (bzw. fiir jedes
E € ®(8,,)), die auf der logischen Seite durch K¢F reprisentiert ist.> Die formale
Bestiitigung fiir diese eingeschréinkte Syntax ergibt sich aus der Diskussion der Be-
rechnung der Hypothesenstéirke im néichsten Abschnitt.

Geméf der Konstruktion der Regelklauseln als spezielle Konditionale entsprechen
die assoziierten Regelgewichte bedingten Wahrscheinlichkeiten

su(H) = P(KeH|KeE) = P(e(H)|e(E)) = P(ény(H)[&en(E))

iber dem Ereignisraum ®(S*) = ®((Sep @ Shyp)™) (bzw. dem Produktuniversum der
moglichen Welten).

Definition 5.3.3 (gewichtete Regelbasis)
Eine Regel R sei durch ihre Regelstirken sz gegeben, d.h.

Die mit R assoziierte gewichtete Regelbasis ist die Menge

RB(R) = @U {<(KeH‘KeE)a SE(H)>‘HgQ}
£ECO

= U {((KeH|KeE), P(KeHK.E) ) | HCQ}
0£ECO

Diese bedingten Wahrscheinlichkeiten kénnen als Einschrankungen bzgl. der durch ei-
ne gegebene Evidenz £ identifizierten Welten betrachtet werden (vgl. Abschnitt 5.3.1).
Eine Angabe ( (KeH|KeFE), 0.3 ) in einer Regelbasis steht somit fiir die generische
Information, dafl in 30 % aller Fille, in denen sich E als stiirkste Schlufifolgerung
der Evidenz ergibt, auf die Hypothese H geschlossen werden kann (wenn man etwa
eine frequentistische Interpretation der Wahrscheinlichkeiten zugrundelegt und alle
einzelnen Welten als gleich wahrscheinlich annimmt). Dies bedeutet, daf§ eine gewich-
tete Regelbasis RB(R) situations- und damit evidenzunabhéngige Information bzgl.
der Giiltigkeit verschiedener Hypothesen (bzw. der sie erfiillenden moglichen Welten)
beinhaltet. Die darin enthaltenen bedingten Wahrscheinlichkeiten sind daher nicht als
abgeleitete Groflen zu betrachten.

3In Abschnitt 6.1.3.2.2 wird gezeigt werden, daf3 in vielen Fillen eine weitaus geringere Anzahl
von Regeln ausreichend ist, um dieselbe Information zu reprisentieren.
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5.3.3 Berechnung der Hypothesenstirke

Ziel dieses Abschnittes wird es sein aufzuzeigen, dafl die Berechnungsvorschrift fiir
die Hypothesenstirke r geméfl Definition 5.1.4 im wesentlichen eine spezielle Instanz
der Regel der totalen Wahrscheinlichkeit darstellt. Das grundlegende Konzept die-
ser Regel besteht darin, einen gegebenen Ereignisraum in paarweise disjunkte Teile
Ey, ..., E, aufzuspalten, die jeweilige bedingte Wahrscheinlichkeit eines Ereignisses H
innerhalb eines Elementes F; dieser Partition zu berechnen und mit der Wahrschein-
lichkeit von FE; selbst zu multiplizieren. Die Summe aller dieser Produkte ergibt die
Wahrscheinlichkeit von H. Angewandt auf das in Abschnitt 5.2 vorgestellte System,
ist es somit zunéchst erforderlich, eine Partition des gemeinsamen Satzraumes St mit
den entsprechenden Marginalwahrscheinlichkeiten zu finden und gewisse Unabhiingig-
keitsannahmen zu rechtfertigen.

E K.E
m ~ m
20 d(S,y)

2 /1] 2

~J ~
QF Qg
w w
éev(E) e(E)

Abbildung 5.1: Bijektionen zwischen Evidenzenrdumen und epistemischen Algebren.

Wie in Abschnitt 5.3.1 diskutiert, induziert eine Evidenz eine Wahrscheinlichkeits-
masse auf der marginalen epistemischen Algebra Q¢ und erlaubt somit die Quantifi-
zierung der Wahrscheinlichkeit P(e(E)) in Qp fiir jedes E C © — bzw. aus logischer
Sicht von P(KeFE) fiir jedes E € ®(S,,) (sieche Lemma 5.3.1). Die Mengen e(£) bilden
eine Partition von ¢(S™) und entsprechen eineindeutig den marginalen epistemischen
Mengen &, (sieche Abbildung 5.1) im Produktuniversum (siehe Definition 4.1.21), die
dieses somit ebenfalls partitionieren. Wie im vorigen Abschnitt erldutert wurde, indu-
ziert eine gegebene Evidenz eine Wahrscheinlichkeitsverteilung fiir die Elemente dieser
Partition.

Anmerkung: Neben den in Abbildung 5.1 dargestellten Bijektionen existieren ent-
sprechende Funktionen auch fiir den Hypothesenraum und die mit ihm zusammen-
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hdngenden epistemischen Algebren.

Da die Regeln selbst als spezielle Ereignisse in ST reprisentiert sind, muf die
Unabhiingigkeit von Ereignissen KeF mit E € ®(S,,) und Regeln (KeH|KeFE) mit
H € ®(8p,,) sichergestellt werden in dem Sinne, daf

P(appl(KeH|KeE)) = P(KeE A (KeH|KeE)) = P(KeE) - P(KoH|KeE).

Seien dazu &; die Hintergrundinformation der Beobachtung, die zur Quantifizierung
von P(KcFE) gefiihrt hat und & das Wissen zur Berechnung der Regelgewichte. Dann
148t sich obige Unabhingigkeitsannahme durch zwei bedingte Unabhingigkeiten for-
mulieren:

P(KeE|€1,&) = P(KoE|E) (5.16)
P(KeH|KeE)|E1, &) = P(KeH|KeE, &1,E) = PKHKGE,&).  (5.17)

Diese Annahmen sind gerechtfertigt durch die Tatsache, daf £; eine aktuelle Beob-

achtung beschreibt, wihrend & situationsunabhiingiges, generisches Wissen verkor-
pert. Werden die Evidenzen £ und &, vernachlissigt, so kénnen die rechte Seite von
(5.16) mit der Marginalwahrscheinlichkeit P(KeF) und das letzte Glied von (5.17)
mit der bedingten Wahrscheinlichkeit P(KeH|KeF) identifiziert werden.
Anmerkung: Da die bedingten Wahrscheinlichkeiten keine abgeleiteten Gréflen dar-
stellen, ist der Wert fiir P(KeH |KeF) auch fiir den Fall P(KeF)(= P(KeE|&1)) =0
definiert.
Mit diesen Vorbedingungen 148t sich nun das zentrale Ergebnis dieser Untersuchung
herleiten, das die Grundlage fiir die Angabe einer wahrscheinlichkeitstheoretischen
Semantik fiir das in Abschnitt 5.2 vorgestellte System von Guan und Bell bildet und
somit diesen in der Originalarbeit [Guan und Bell, 1991] nicht beriicksichtigten Aspekt
abdeckt.

Satz 5.3.1 Die Hypothesenstirke

r(H) = > sp(H) c(E)

ECO

nach Definition 5.1.4 ist eine Wahrscheinlichkeitsfunktion auf der epistemischen Al-
gebra Qp und induziert daher eine eindeutig bestimmte Wahrscheinlichkeitsfunktion
auf QY.

Beweis: r(H) = E;esE(H) c(E) (5.18)
= ). P(KeH|KeE) P(KcE) (5.19)
BEP(Se)

= ). P(e(H)e(E)) P(e(E)) (5.20)

e(E)CuU(st)
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« totale Wahrscheinlichkeit R
QE - QE
¢ 2
Q%’ Q%yp
Evidenz Hypothesen

Abbildung 5.2: Der durch eine Evidenz ausgeloste Informationsflufi.

= Z P(e(H)|é.(E)) P(é(E)) (5.21)
ey (E)CU(ST)

= P(e(H)) (5.22)

= P(éhyp(H)) (5.23)

(5.18)=(5.19): aufgrund der Bijektion 2® = &(S,,), Definition 5.3.3 und Glei-
chung (5.15)

(5.19)=(5.20): geméfB Definition 4.1.16
(5.20)=(5.21): siehe Lemma 5.3.1

(5.21)=(5.22): Anwendung der Regel der totalen Wahrscheinlichkeit (U4 (S*) wird
durch die é.,(FE) partitioniert)

(5.22)=(5.23): siehe Lemma 5.3.1
Somit gilt fiir alle H € ®(Spy,):
r(H) = P(KeH) = P(e(H)) = P(ény(H)). (5.24)
O
Geméif Gleichung (5.24) bestimmt r eindeutig die Wahrscheinlichkeit der marginalen
epistemischen Mengen €éj,,(H) aller Elemente H des Hypothesenraums in der Pro-
duktalgebra Q2. Mit Lemma 5.3.1 ergeben sich eindeutig die Wahrscheinlichkeiten

der Mengen &;,,(H):
Pe(H)) = P(&ny(H)) (5.25)

fir alle H € ®(Shyp)-
Somit 10st eine Evidenz ¢ auf dem Evidenzenraum einen Informationsflufl in drei
Schritten aus:
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1. c definiert eine Wahrscheinlichkeitsmasse und somit eine eindeutige Wahrschein-
lichkeitsverteilung auf der marginalen epistemischen Algebra 2. Gemaf§ Lem-
ma 5.3.1 induziert diese eine Wahrscheinlichkeit auf der Produktalgebra (2g.

2. Da die e(E) eine Partition des Produktuniversums U(S*) bilden, kann unter
Ausnutzung der in einer gegebenen gewichteten Regelbasis vorhandenen Infor-
mation in Form bedingter Wahrscheinlichkeiten die Wahrscheinlichkeit jedes Er-
eignisses in Qg berechnet werden.

3. Diese bestimmt eindeutig die Wahrscheinlichkeit von &p,,,(H) in der marginalen
epistemischen Algebra Q7.

Dieser Informationsfluf} ist in Abbildung 5.2 nochmals dargestellt.

Die Berechnung der aktualisierten Hypothesenbewertung mittels Dempsters Re-
gel gemif Definition 5.2.4 setzt die Unabhéingigkeit der aktuellen Evidenz ¢ von den
bisherigen Beobachtungen voraus, die die Berechnung der Vorabbewertung m des
Hypothesenraumes ermoglichte. Diese Annahme ist gerechtfertigt, wenn Evidenzen
schrittweise gesammelt werden und das Ergebnis der einzelnen Beobachtungen nicht
durch vorherige Ergebnisse beeinflufit wird. Die formale Rechtfertigung des Kombi-
nationsmechanismus @ selbst war bereits Gegenstand von Abschnitt 4.1.4.

5.4 Analyse der vorgestellten Systeme

Die wesentliche Leistung von Yens Ansatz besteht darin, daf} die formale Grundlage
fiir regelbasierte Systeme mit numerischen Regelgewichten auf der Basis von Wahr-
scheinlichkeitstheorie und Dempster-Shafer Theorie geschaffen wird. Im Gegensatz
zu Systemen wie MYCIN mit dem Certainty-Factor Modell (siehe [Shortliffe und
Buchanan, 1975]) werden hier séimtliche Definitionen und Berechnungsschritte formal
gerechtfertigt und die Ubereinstimmung mit dem Bayesschen Theorem gezeigt. Aller-
dings nutzt dieser Ansatz nicht die komplette Ausdrucksstirke der Dempster-Shafer
Theorie. Vielmehr bleibt ihr Einsatz auf die kompakte Reprisentation unvollstindi-
gen Wissens bzgl. bedingter Wahrscheinlichkeiten beschréinkt, wie auch folgendes Zitat
verdeutlicht:

“In fact, our model can be viewed as a Bayesian approach that uses the
concept of mass distribution in the D-S framework to deal with incomplete
information about conditional probabilities.” [Yen, 1989, S. 576

Diese Einschrinkung fiihrt zu den genannten Problemen bei der Anwendung von
Dempsters Regel, die den “Umweg” iiber die Basissicherheiten erforderlich macht
und zusétzlich zu Restriktionen bzgl. der Gestalt von Expertenregeln fiihrt. Diese
erlauben néamlich lediglich elementare Evidenzen, also einelementige Teilmengen des
Evidenzenraumes, als Pramissen und erfordern zusétzlich die Disjunktheit aller mit
einer Evidenz assoziierten Hypothesen.
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Diese beiden letzten Punkte waren u.a. die Motivation fiir die Verallgemeinerung
von Yens Ansatz durch Guan und Bell. Dabei handelt es sich um ein vollstindig
auf Dempster-Shafer Theorie aufbauendes System, das diese Einschréinkungen nicht
benotigt. Im Gegensatz zu Yens Arbeit wird fiir diesen Ansatz jedoch keine formale
Fundierung im Sinne einer Einbettung in die Dempster-Shafer Theorie oder Wahr-
scheinlichkeitstheorie gegeben. Dieses Defizit konnte durch Angabe einer auf der Basis
der von Ruspini eingefiihrten Theorie des evidenzbasierten Schlieflens beruhende mo-
dallogische Charakterisierung in Abschnitt 5.3 beseitigt werden. Das zentrale Ergebnis
war dabei die Herleitung der Berechnung der Hypothesenstéirke nach Definition 5.1.4
als eine spezielle Instanz der Regel der totalen Wahrscheinlichkeit.

Eine weitere Einschrinkung bei Yens Arbeit ist die Tatsache, dafl Inferenzket-
ten iiber mehrere Schritte, die eine sequentielle Regelkombination erforderlich ma-
chen, nicht moglich sind, da die vorhandene Information i.a. nicht ausreicht, um eine
Wabhrscheinlichkeitsverteilung auf einem bestimmten Raum eindeutig zu bestimmen.
Dies wire jedoch notwendig, da eine Regel bei Yen immer nur durch eine elementare
Préamisse gefeuert werden kann. Dieser Aspekt der Regelverkettung wird bei Guan
und Bell iiberhaupt nicht angesprochen. Die Herleitung einer entsprechenden Kombi-
nationsformel wird Gegenstand von Abschnitt 6.2.1.6 sein.

Ist aufgrund der Beschrinkung auf elementare Regelpramissen bei Yen jeweils ei-
ne diskrete Wahrscheinlichkeitsverteilung notwendig — also vollstédndiges probabilisti-
sches Wissen —, wodurch bei einer Grofie des Evidenzenraumes von |O] = n ebenfalls
n Regeln zur vollstdndigen Abdeckung aller Moglichkeiten notwendig sind, so ist bei
Guan und Bell nur unvollstindiges Wissen in Form einer Basiswahrscheinlichkeit er-
forderlich. Dies hat jedoch zur Folge, dal zur vollstéindigen Erfassung aller méglichen
Evidenzen 2" Regeln angegeben werden miissen. Eine Moglichkeit zur Reduzierung
dieser Anzahl wird in Abschnitt 6.1.3.2.2 beschrieben.

Ein weiteres Problem des verallgemeinerten Ansatzes liegt in der Formulierung der
Regeln, die zu kontraintuitiven Ergebnissen fiihren kann. Dies ist speziell dann der
Fall, wenn die Regelmenge unvollstindig ist, d.h. weniger als 2" verschiedene Regeln
angegeben sind. Sei beispielsweise die Regel

if {e1,e5} then H; with 0.3
H, with 0.7

gegeben. Die aktuelle Evidenz sei spezifisch genug, um ein einzelnes Element des
Evidenzenraumes zu identifizieren, etwa

C(X) _ { 17 X {61}
0, sonst
In dieser Situation ist obige Regel nicht anwendbar, obwohl die Prémisse schwécher
als das tatsdchliche Wissen bzgl. der Evidenz ist.
Der Grund dafiir ist die Tatsache, daf§ aus logischer Sicht die Primisse nicht K(e;V
ey) ist, sondern Ke(e; Ves). Es wird also vorausgesetzt, dal genau e; V es bekannt ist,
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wihrend die Evidenz Kee; validiert. Da keine Beziehung Kee; = Ke(e; V) besteht,
gibt es keine Moglichkeit, aus dem vorhandenen Wissen die fiir die Regelanwendung
erforderliche Information abzuleiten.

Bezogen auf die numerische Berechnung gem#f Definition 5.2.3 bedeutet dies, daf§
c({e1,e2}) = 0 ist und somit die entsprechende Regel keinen Beitrag zur resultieren-
den Hypothesenstéirke liefert. Eine Methode zur Formulierung und Anwendung von
Regeln, die dieses Problem umgeht, wird in Abschnitt 6.1.3.2.2 behandelt.

Yen Guan/Bell DST
Evidenzen
unsicher Vv V Vv
elementar V Vv V
disjunktiv — Vv V
Hypothesen
disjunkt V
beliebig — Vv V
Inferenzketten — — v
formale Basis Vv —1 Vi
Anzahl Regeln n 2" <on?

Tabelle 5.1: Wichtige Eigenschaften der betrachteten Systeme.

Die Tabelle 5.1 fafit nochmals wichtige Aspekte dieser Diskussion zusammen. Die
Abkiirzung DST steht dabei fiir den neu entwickelten evidenztheoretischen Ansatz
zur Planerkennung, der im folgenden Kapitel ausfiihrlich beschrieben wird.

Erlduterungen zu Tabelle 5.1

— 1 Die Erweiterung der Dempster-Shafer Theorie um die zur Berechnung der Hy-
pothesenstirke notwendige Operation (siehe Definition 5.2.3) wird nicht formal
fundiert.

2 Die Anzahl der im “DST”-Ansatz bendtigten Regeln kann gegebenenfalls reduziert
werden. Genaue Ausfiihrungen dazu finden sich in Abschnitt 6.1.3.2.2.



Kapitel 6

Planerkennung mit der
Dempster-Shafer Theorie

Dieses Kapitel stellt den Kern der vorliegenden Arbeit dar. Hier werden die wesent-
lichen Mechanismen zur Verkniipfung der Planerkennung mit der Dempster-Shafer
Theorie vorgestellt. Der erste Abschnitt behandelt die verschiedenen Arten des einem
Planerkenner zur Verfiigung stehenden Wissens und dabei insbesondere den Aspekt
der Reprisentation dieser Informationen in der Dempster-Shafer Theorie. Der Prozef3
der Planerkennung unter Beriicksichtigung dieses Wissens in verschiedenen prototy-
pischen Szenarien bildet den Schwerpunkt von Abschnitt 6.2, wobei u.a. verschiedene
Sonderfille des allgemeinen Ansatzes vorgestellt werden. Eine der zentralen Wissens-
quellen des vorgestellten Systems zur Planerkennung unter Unsicherheit ist das soge-
nannte Benutzermodell, das die Adaptierung des Planerkennungsprozesses an spezifi-
sche Eigenheiten einzelner Personen oder Personengruppen erlaubt. Wichtige Opera-
tionen im Zusammenhang mit einem solchen Benutzermodell werden in Abschnitt 6.3
vorgestellt, bevor Abschnitt 6.4 einige spezielle Aspekte der Planerkennung diskutiert
und 6.5 die Komplexitdt der benotigten Berechnungen untersucht und insbesondere
Methoden zur Effizienzsteigerung vorstellt. Alle wesentlichen Aspekte dieses Ansatzes
sind in [Bauer, 1994a; Bauer, 1994b] und [Bauer, 1995a] enthalten.

Abschnitt 6.6 schliellich prisentiert eine Modifikation auf der Basis maschinellen
Lernens, die eine Verfeinerung des Benutzermodells und somit eine prézisere Beschrei-
bung des typischen Verhaltens eines Agenten erméglicht. [Bauer, 1996a; Bauer, 1996c¢]
decken den Kern dieser Erweiterung ab.

6.1 Wissensarten und Wissensreprisentation

In diesem Abschnitt werden die beiden grundsétzlichen Wissensquellen eines Planer-
kenners, ihre jeweilige Bedeutung fiir den Planerkennungsprozefl sowie ihre Représen-
tation innerhalb der Dempster-Shafer Theorie vorgestellt. Im einzelnen handelt es
sich dabei um eine Menge von Plinen, die den Handlungsspielraum eines zu beob-
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achtenden Agenten innerhalb einer Doméne festlegt und somit die Hypothesen fiir
dessen Verhalten zur Verfiigung stellt sowie ein (quantitatives) Benutzermodell, das
zur Fokussierung auf fiir einen Agenten typische Aktionssequenzen und Bewertung
der einzelnen Hypothesen dient und somit die Funktionalitit “konventioneller” Plan-
erkenner erweitert.

Nach der Einfiihrung eines Reprisentationsschemas fiir Pline im folgenden Ab-
schnitt wird in 6.1.2 der prinzipielle Inhalt eines quantitativen Benutzermodells disku-
tiert, dessen Ursprung und grundlegende Eigenschaften die Wahl der Dempster-Shafer
Theorie als Reprisentationsformalismus zu motivieren helfen. Da dieses Benutzermo-
dell einen zentralen Aspekt der vorliegenden Arbeit darstellt, ist den Operationen zur
Initialisierung und Wartung der in ihm enthaltenen Daten nochmals Abschnitt 6.3.2
gewidmet.

6.1.1 Pliane und Planhierarchien

Die Menge P von Plénen oder Planhypothesen, auf deren Basis der Planerkennungs-
prozeB arbeitet, weist oft die Struktur einer sogenannten Planhierarchie auf (siehe z.B.
[Kautz und Allen, 1986; Bauer und Paul, 1993]) mit Dekompositions- und Abstrak-
tionsbeziehungen zwischen ihren Elementen. In diesem Abschnitt wird zunéchst ein
allgemeines Reprisentationsschema vorgestellt, das von einer konkreten Reprisenta-
tionssprache abstrahiert und alle wesentlichen Aspekte einer Planhierarchie darstellen
kann.

Definition 6.1.1 (Planhierarchie)
Eine Planhierarchie ist ein Tupel # = (P, Dec, Ab) mit

e ciner Planmenge P,
e ciner Dekompositionshierarchie Dec und
e ciner Abstraktionshierarchie Ab.

In obiger Definition besteht Dec aus einer Menge von Plandekompositionen (p, A,, Cp),
wobei p € P der Name eines Planes ist (oder einfach ein Plan), A, eine Menge von
Aktionen — entweder primitiv oder abstrakt — und C, eine Menge von Randbedin-
gungen oder Constraints bzgl. der Elemente von A,. Beispiele solcher Bedingungen
sind Aussagen iiber die zeitliche Abfolge der einzelnen Aktionen innerhalb eines Planes
oder Restriktionen bzgl. der durch diese Aktionen manipulierten Objekte, wie z.B. die
Festlegung, daf zwei Aktionen aus A, dasselbe Objekt als Parameter haben. A, bein-
haltet alle zur Ausfithrung von p notwendigen Aktionen, wéhrend C, die vollsténdige
Information dariiber enthélt, wie der Plan aus diesen Aktionen zusammengesetzt ist
und somit ausgefiihrt werden kann.
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Anmerkungen:

1. Diese Wahl der Reprisentation von Pldanen unterstiitzt den Prozef§ des Schlieflens
von einer Evidenz (d.h. einer beobachteten Aktion) auf die verschiedenen Hy-
pothesen (d.h. die potentiellen Pline) in einem Schritt. Als Seiteneffekt ergibt
sich die Tatsache, dafl keine Dekompositionsbeziehungen zwischen Plinen er-
laubt sind. Dies stellt jedoch keine Einschrankung hinsichtlich der Expressi-
vitdt dieses Reprisentationsschemas dar: Sei P; ein Plan, der in die beiden
Teilpline P, und P, zerlegt werden kann. Diese wiederum sollen die Aktionen
ay, ..., 0y bzw. by, ..., b, enthalten. Dann kann P; direkt durch Angabe der Ak-
tionen ay, ..., @y, by, ...,b; (zusammen mit den entsprechenden Constraints) be-
schrieben werden. D.h. die Vererbung von Teilschritten von Teilpldnen zum Ge-
samtplan wurde explizit gemacht. Diese Lokalisierung von Information ist sogar
vorteilhaft, wenn etwa die néchste Aktion des Agenten vorhergesagt werden soll
(siehe [Goodman und Litman, 1992]).

2. Die Angaben in C), sind oftmals nicht so streng, daf es nur eine einzige Art
der Durchfiihrung von p mit den Aktionen aus A, gibt. Ein Beispiel dafiir sind
nichtlineare Pline, deren temporale Anordnung der Aktionen nur partiell ist und
somit in konkreten Ausfilhrungsinstanzen des Planes alle Reihenfolgen erlaubt,
die mit dieser partiellen Ordnung konsistent sind.

3. In konkreten Anwendungen kénnen die Constraints C}, entweder ezplizit gegeben
sein, wie dies etwa in der Plansprache von [Kautz und Allen, 1986] der Fall ist,
oder aber implizit in der Planbeschreibung enthalten sein wie in den Planformeln
der Logik LLP, die in Abschnitt 7.2 vorgestellt wird.

Die Abstraktionshierarchie Ab 148t sich in zwei disjunkte Teile zerlegen: Ab = Ab,UAb,.
Dabei ist Ab, eine Menge von Paaren (p1, ps) mit p;, po € P. Ein solches Paar steht fiir
die Tatsache, dafl Plan p; durch py abstrahiert wird. Plane, die niemals an der zweiten
Stelle eines solchen Abstraktionspaares auftreten, werden als Basispline bezeichnet,
alle anderen als abstrakte Pline. Letztere beschreiben Klassen von Basispldnen, die al-
le eine gemeinsame Eigenschaft aufweisen und daher alle vom selben Plan abstrahiert
werden. Entsprechend beschreibt Ab, die Abstraktionsbeziehungen zwischen Aktio-
nen, die als Basisaktionen oder abstrakte Aktionen auftreten konnen. Auf der Basis
dieser Konzepte konnen nun alle relevanten Aspekte von Planhierarchien uniform re-
prasentiert werden.

Beispiel 6.1.1 Abbildung 6.1 zeigt eine Planhierarchie, die im wesentlichen [Kautz
und Allen, 1986] und [Allen et al., 1991, Kapitel2] entnommen ist. Dabei stehen die
durchgezogenen Pfeile fiir Abstraktionen, wihrend die gestrichelten die Dekompositi-
onsbeziehung zwischen Plédnen und Aktionen darstellen. Die zugehérigen Constraints
sind in dieser Abbildung nicht beriicksichtigt. Die Namen abstrakter Pldne sind un-
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Abbildung 6.1: Die Planhierarchie H.

terstrichen. Die Menge der Pléine ist dabei

P = { MakeSpaghettiCarbonara, MakeFettuciniAlfredo,
MakeFettuciniMarinara, MakeChickenMarinara,
MakeChickenPrimavera, MakePastaDish,
MakeMeatDish, PrepareMeal,

StackBlocks, TopLevelAct }.

Die Abstraktionshierarchie umfafit die Paare

= { ( MakeSpaghettiCarbonara, MakePastaDish ),
( MakeFettuciniAlfredo, MakePastaDish ),

( MakeFettuciniMarinara, MakePastaDish ),
( MakePastaDish, PrepareMeal ),

( PrepareMeal, TopLevelAct ),

( MakeChickenMarinara, MakeMeatDish ),

( MakeChickenPrimavera, MakeMeatDish ),

( MakeMeatDish, PrepareMeal ),

(

StackBlocks, TopLevelAct ) }
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Ab, = { ( MakeSpaghetti, MakeNoodles ), ( MakeFettucini, MakeNoodles ),
MakeMarinara, MakeSauce ), ( MakeSauceAlfredo, MakeSauce ),
MakeSauceCarbonara, MakeSauce ),

X, Action ) fiir X € { MakeNoodles, MakeSauce, Boil,

MakeChicken, GoToKitchen } }

(
(
(
(

Action steht dabei fiir die in A nicht explizit aufgefiihrte Aktion, die alle anderen
abstrahiert. Ein Beispiel einer Plandekomposition ist etwa

( MakePastaDish,

{ MakeNoodles, Boil, MakeSauce },

{ S(1, plan) = MakeNoodles,
S(2, plan) = Boil,
S(3, plan) = MakeSauce, (6.1)
object(S(2,plan)) = result(S(1, plan)),
holds(noodle(result(S(1, plan))), tn),
overlap(T(S(1, plan)), tn),
during(T(S(2, plan)),tn) } )

Dabei ist tn ein Zeitintervall, die Terme S(i, plan) stehen fiir Teilschritte einer Plan-
instanz plan (die Zahlen reprisentieren nicht die Reihenfolge innerhalb des Planes).
S(1, plan) = MakeNoodles bedeutet beispielsweise, dafi der Rollenfiiller fiir diesen be-
stimmten Teilschritt des Gesamtplanes vom Typ MakeNoodles sein mufi. Die Funkti-
on T liefert das Zeitintervall, innerhalb dessen eine Aktion ausgefiihrt wird. overlap
und during sind der Allenschen Zeitlogik entnommen (siehe [Allen, 1984; Allen und
Hayes, 1985]), withrend holds die Giiltigkeit einer Aussage wihrend eines Zeitraumes
bezeichnet, dhnlich zum Situationskalkiil.

6.1.2 Agentenspezifisches Wissen

Dieser Abschnitt diskutiert die verschiedenen Aspekte der Information, die durch die
Beobachtung eines Agenten bei der Durchfithrung bestimmter Aktionen gewonnen
werden kann, ihre Rolle bei der Représentation seiner individuellen Priferenzen und
ihre spezifischen Eigenschaften. Die daraus resultierenden Anforderungen werden die
Wahl eines geeigneten Reprisentationsformalismus motivieren helfen.

Grundsétzlich konnen zumindest zwei verschiedene Arten von Daten aus solchen
Beobachtungen abgeleitet werden, die im Zusammenhang mit Planerkennung eine
Rolle spielen. Die erste betrifft das Auftreten typischer Aktionssequenzen oder Pline
im Handeln des Agenten. Angenommen, ein Agent bereitet sehr oft Nudelgerichte
zu (um das Beispielszenario aus dem vorigen Abschnitt aufzugreifen). Folglich wird
man ihn oft bei der Ausfiihrung von Plinen im MakePasta-Teil der Planhierarchie
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aus Abbildung 6.1 beobachten kénnen, so dafl ein Beobachter davon ausgehen wird,
daf} dessen zukiinftiges Verhalten dem bisherigen dhneln wird.

Dies bedeutet, dafl eine solche Analyse des Verhaltens des Agenten — beispiels-
weise durch Verwendung der Ergebnisse eines Planerkennungssystems oder einfach
durch Angabe einer Selbsteinschéitzung des Agenten — die Bestimmung der relativen
Héaufigkeit der durchgefiihrten Pléne erlaubt. Im Beispiel konnte das Ergebnis einer
solchen Analyse durch eine Menge von Angaben der Art

“In 80% aller Fille bereitete der Agent ein Nudelgericht zu.”

beschrieben werden. Diese quantitative Bewertung der Aktionshistorie des Agenten
kann bei der Aufstellung einer numerischen Abschétzung seines zukiinftigen Verhal-
tens auf der Basis bisheriger Beobachtungen helfen. Eine solche Bewertung kann mit
einer Vorabwahrscheinlichkeit {iber der Menge aller méglichen Pléne verglichen wer-
den.

Die dabei zugrundegelegte Annahme der Stetigkeit im Verhalten des Agenten ist
natiirlich strittig. Seine personlichen Neigungen kénnen sich ebenso &ndern wie prin-
zipielle Rahmenbedingungen, wodurch die Ausfiihrung vollstandig anderer Plane not-
wendig wiirde. Da jedoch auch solche Verdnderungen spekulativ sind, ist es sinnvoll,
sich auf die durch Beobachtungen gewonnenen Informationen zu stiitzen. Allerdings
muf} die prinzipielle Mo6glichkeit solcher Verdnderungen bei der Entwicklung einer
Reprisentation fiir die Préaferenzen des Agenten beriicksichtigt werden.

Der zweite Aspekt agentenspezifischer Information betrifft das gemeinsame Auftre-
ten bestimmter Aktionen und Pline. Wird beispielsweise der bereits erwidhnte Agent
beim Zubereiten von Fettucini beobachtet, und ist aus fritheren Beobachtungen be-
kannt, daf} er die Variante mit Sauce Alfredo derjenigen mit Sauce Marinara vorzieht,
so kann von der aktuellen Beobachtung mit gréferer Sicherheit auf MakeFettuciniAl-
fredo geschlossen werden. Diese Annahme konnte im Laufe einer Langzeitbeobachtung
bestéitigt werden, so dafl eine Quantifizierung der tatséchlich ausgefiihrten Pline in
Situationen, in denen eine bestimmte Aktion beobachtet wurde, moglich wird.

Eine solche Beobachtung elementarer Aktionen ist in den meisten Anwendungen
die Voraussetzung, um deduktiv oder abduktiv auf den Plan eines Agenten schlieflen
zu konnen, der diese Aktionen als Teilschritte enthélt. Berechnet man etwa die relative
Héaufigkeit des Auftretens eines Planes p im Zusammenhang mit Beobachtungen der
Aktion «a, so erhilt man ein Maf} dafiir, wie stark eine solche Aktion als Evidenz auf
eine bestimmte Hypothese hinweist. Dies ergibt eine Reihe von Aussagen der Art

“In n% aller Félle, in denen der Agent beim Ausfiihren der Aktion a
beobachtet wurde, verfolgte er den Plan p.”

Diese Information erlaubt eine Quantifizierung dessen, wie stark die Beobachtung a
auf die Hypothese p verweist. Das formale Konzept der entsprechenden bedingten
Wabhrscheinlichkeit P(p|a) umfafit die wesentlichen Aspekte solcher Aussagen.

Diese beiden Arten von Informationen selbst sowie die Art und Weise, wie sie
gewonnen werden, induzieren eine Reihe von Restriktionen, die von einem geeigneten
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Représentationsformalismus erfiillt werden miissen. Als eine Folge des statistischen
Ursprungs der agentenbezogenen Daten konnen keine definitiv wahren Aussagen iiber
dessen zukiinftiges Verhalten gemacht werden. Diese sind vielmehr mit einem gewissen
Grad an Unsicherheit behaftet, der anzeigt, wie stark sie als Hypothesen durch friihere
Evidenz unterstiitzt werden.

Eine gegebene Anzahl von Beobachtungen kann nur in den seltensten Fillen das ge-
samte Verhaltensrepertoire eines Agenten abdecken. Der erwidhnte Agent kann z.B. im
Laufe der Beobachtungen noch nie Pline oder Aktionen auflerhalb der Kiichendoméne
ausgefiihrt haben. Nichtsdestotrotz darf die prinzipielle Moglichkeit von Planen aufler-
halb dieses eingeschrinkten Spektrums nicht aufler acht gelassen werden (im Beispiel
von Abbildung 6.1 sind solche Pline stellvertretend durch StackBlocks reprisentiert).
Solche partielle Unwissenheit zeigt sich noch an einer anderen Stelle. Bei der Fest-
stellung der Haufigkeit des Auftretens bestimmter Pline im Verhalten des Agenten
ist es oftmals nicht moglich, aufgrund der aktuellen Beobachtungen einen einzelnen
Plan als zutreffende Hypothese zu identifizieren. Vielmehr erlaubt es die aktuelle Evi-
denz oft nur, die Menge der prinzipiell méglichen Hypothesen einzugrenzen auf eine
mehrelementige Menge von Planen, die alle gleichermaflen kompatibel mit den be-
obachteten Aktionen sind. Ohne Wissen iiber die Bevorzugung von Nudelgerichten
gegeniiber Fleischgerichten wiire es beispielsweise nicht moéglich, aufgrund der Beob-
achtung MakeFettucini die Menge der kompatiblen Pline enger als { MakeFettuci-
niMarinara, MakeFettuciniAlfredo } einzugrenzen. Unwissenheit bezeichnet hier die
Unmoglichkeit, zwischen den Elementen einer solchen Hypothesenmenge aufgrund der
gegebenen Evidenz zu unterscheiden und sich fiir eine davon zu entscheiden.

Das Verhalten des Agenten ist im Laufe der Zeit Schwankungen unterworfen. Ne-
ben den bereits erwihnten Verdnderungen seiner Interessen konnen sich — je nach
Domine — seine Aufgaben oder Ziele verindern, oder er lernt neue Aktionen, die
ihm das Erreichen seiner bisherigen Ziele auf anderen, u.U. effizienteren Wegen er-
lauben. Dies muf sich in der Reprisentation der Priferenzen des Agenten widerspie-
geln, so dafl geeignete Aktualisierungsmethoden zur Verfiigung gestellt werden miissen.
Zusétzlich zu diesen Priferenzen, die das Langzeitverhalten des Agenten wiedergeben,
miissen auch aktuelle Beobachtungen in die Betrachtungen und Berechnungen einbe-
zogen werden (d.h. Evidenz im Gegensatz zu generellem Wissen [Dubois und Prade,
1992]). Daher muf der verwendete Formalismus Mechanismen zur Kombination und
Integration von FEuvidenzen bereitstellen.

Neben diesen Anforderungen, die direkt durch die zu reprisentierende Information
induziert werden, benotigt der gesamte Formalismus eine formale Semantik, auf de-
ren Grundlage die Berechnungsergebnisse eindeutig interpretiert und gegebenenfalls
getroffene Entscheidungen gerechtfertigt werden kénnen. Diese Kriterienliste wurde
bei der Wahl der Dempster-Shafer Theorie als Reprisentationsformalismus beriick-
sichtigt. Die folgenden Abschnitte zeigen, inwiefern die verschiedenen Anforderungen
konkret umgesetzt werden.
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6.1.3 Einbettung in die Dempster-Shafer Theorie

Ziel dieser Arbeit ist es, einen Bewertungsmechanismus fiir Planhypothesen auf der
Basis der Dempster-Shafer Theorie zu entwickeln, der wesentliche Prinzipien des in
Abschnitt 5.2 vorgestellten Systems iibernimmt. Dazu ist es notwendig, das in der
Planhierarchie und dem quantitativen Benutzermodell enthaltene Wissen in einer fiir
die numerische Bewertung addquaten Weise zu représentieren. Im einzelnen sind dazu
erforderlich

e cin Hypothesenraum der Form 2 iiber einer Menge () elementarer Hypothesen,
e cin Evidenzenraum der Form 2° {iber einer Menge © elementarer Evidenzen und

e cine DS-Beobachtungsfunktion, die beide miteinander verbindet.

6.1.3.1 Hypothesen— und Evidenzenraum

Intuitiv ist klar, daf} in einer Planhierarchie H = (P, Dec, Ab) die Menge P der Pline
die Sammlung der Hypothesen darstellt und die in der Dekomposition aufgefiihrten
Aktionen die entsprechenden méglichen Evidenzen représentieren. Die exakte Bezie-
hung zwischen den Bestandteilen von H und den Konstituenten eines DST-Systems
gemaf obiger Aufzéhlung ist folgende:

Die Menge (2 aller elementaren Hypothesen wird gebildet von der Menge Py C P
der Basisplidne. Abstrakte Pline werden als die Vereinigung aller von ihnen abstra-
hierten Pldne betrachtet. Somit kénnen alle Elemente aus P in den Hypothesenraum
2% = 270 eingebettet werden:

Definition 6.1.2 (Planmenge)
Die mit einem Plan p € P assoziierte Planmenge ist gegeben durch

M:P — 2%
{p}, p € P, Basisplan
p U M(p'), sonst
peP
(pl’p> S AbP

Analog ist das Vorgehen in Bezug auf den Evidenzenraum 2°. Auch hier stehen ab-
strakte Aktionen fiir die Menge aller von ihr abstrahierten Basisaktionen, deren Ge-
samtheit mit © bezeichnet wird. Fiir eine Aktion a wird M (a) C © als Aktionsmenge
bezeichnet.
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Anmerkungen:

1. Im folgenden werden die Pldne p und Aktionen a mit ihren assoziierten Plan-
bzw. Aktionsmengen M (p) bzw. M (a) identifiziert, wenn keine Verwechslungs-
gefahr besteht.

2. Fiir p € P steht die Menge M(p) C P, steht fiir eine Klasse von Plinen, die
alle eine gemeinsame Eigenschaft aufweisen wie z.B. gemeinsame Aktionen oder
Teilziele. Abstrakte Aktionen M (a) C © fassen iiblicherweise Basisaktionen mit
zumindest teilweise identischen Effekten zusammen.

3. Definition 6.1.2 sowie ihre Entsprechung fiir den Fall des Evidenzenraumes im-
plizieren eine Form der “Closed-World-Assumption”. Die Aussage M(p) = H
besagt ndmlich, daf} es aufler den explizit in Ab aufgefiihrten Plénen keine ande-
ren gibt, die ebenfalls von p abstrahiert werden. Dies entspricht dem Abschluf}
der Abstraktionshierarchie durch Circumscription, wie dies in [Kautz und Allen,
1986] beschrieben wird.

Fiir die Planhierarchie aus Abbildung 6.1 ergeben sich u.a. die folgenden Zuordnungen

Po = { MakeSpaghettiCarbonara, MakeFettuciniAlfredo,
MakeFettuciniMarinara, MakeChickenMarinara,
MakeChickenPrimavera, StackBlocks }

M (MakePastaDish) = { MakeSpaghettiCarbonara, MakeFettuciniAlfredo,
MakeFettuciniMarinara }

M (TopLevelAct) = Py (=9Q)
fiir den Hypothesenraum und z.B.

© = { MakeSpaghetti, MakeFettucini, Boil, GoToKitchen,
MakeMarinara }

M (MakeNoodles) = { MakeSpaghetti, MakeFettucini }

fiir den Evidenzenraum.

Liegt bereits Information bzgl. des Benutzerverhaltens in Form einer Basiswahr-
scheinlichkeit iiber 270 vor, so kann diese als initiale Hypothesenbewertung verwendet
werden. Dabei ist wichtig, dafl die Plausibilitét aller Planhypothesen positiv ist, um
nicht von vornherein den Hypothesenraum faktisch einzuschrinken. Insofern ist die
“leere” Basiswahrscheinlichkeit /m mit m(Py) = 1 eine geeignete Wahl.

Ist die Information iiber das typische Benutzerverhalten dagegen nicht als Basis-
wahrscheinlichkeit verfiigbar, sondern lediglich als eine Menge von Constraints, die
den einer bestimmten Hypothesenmenge zugeordneten initialen Vertrauensgrad nach
oben und unten beschrinken, so kann daraus eine Basiswahrscheinlichkeit errechnet
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werden, deren assoziierte Belief- und Plausibilitdtswerte gerade diesen Schranken ent-
sprechen. Das genaue Vorgehen ist in Abschnitt 6.3.1 beschrieben.

Eine solche initiale Hypothesenbewertung verdndert sich innerhalb eines Planer-
kennungszyklus, sobald neue Evidenzen verfiigbar sind, d.h. neue Aktionen beobachtet
wurden, sowie nach einer Reihe solcher Zyklen im Zuge der Adaptierung des Benut-
zermodells an das Langzeitverhalten des Benutzers. Ersteres wird in Abschnitt 6.2
beschrieben, wihrend der zweite Punkt Gegenstand von Abschnitt 6.3.2 ist.

6.1.3.2 Die Beobachtungsfunktion

Weiterhin wird eine DS-Beobachtungsfunktion A gemifl Definition 5.2.1 bzw. die ihr
entsprechenden Beobachtungsregeln bendétigt, die numerisch gewichtete Verbindungen
zwischen Evidenzen und Hypothesenmengen herstellt. Der qualitative Anteil einer
solchen Funktion, d.h. die Aussage iiber die Existenz oder Nichtexistenz einer solchen
Verbindung, 148t sich direkt aus den Plandekompositionen ablesen: Eine Aktion a
weist als Evidenz auf einen Plan p hin, wenn sie Bestandteil seiner Dekomposition
ist, d.h. wenn a € A,. Die Constraints C), dieser Dekomposition werden hier zunéchst
aufler acht gelassen. Deren Behandlung wird Gegenstand von Abschnitt 6.1.3.3 sein.
Notation: Um Aktionen bzw. Plidne als Teilmengen des Evidenzen- bzw. Hypothe-
senraumes kenntlich zu machen, werden diese im folgenden mit A bzw. H (und ent-
sprechenden Indizes) bezeichnet.

Bei der numerischen Gewichtung sind zwei Fille zu unterscheiden:

1. Es liegt Information iiber die relative Héufigkeit des gemeinsamen Auftretens
gewisser Aktionen und Hypothesen im Benutzermodell vor. Gemafl der Diskus-
sion von Abschnitt 5.3.2 sind die entsprechenden numerischen Angaben von der
Form

P(KH|KeA) = sa(H) €]0,1]
mit H C Py und A C O. Sei
BMO = {SAl (Hll), ey SAy (H1n1)7 SAQ(HQ].)? }

die Menge aller solcher Angaben. Fiir A; C O sei {H;y, ..., Hy, } die Menge aller
Pléane, in deren Dekomposition A; vorkommt. Dann ergeben sich daraus folgende
Beobachtungsregeln fiir A; C ©:1

!Um die Notation zu vereinfachen, werden hier und bei der weiteren Betrachtung von Beobach-
tungsregeln oftmals anstelle der mit Plinen assoziierten Planmengen M (H;) die Plidne H; selbst als
Konklusion verwendet.
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Hy (sa;(Hi))

A Hin; (s4,(Hin;)) (6-2)

{Hu, ., Hu 3\ U Hiy (13 sa,(Hy))
j=1 Jj=1
J # 1,.my4

Die letzte Klausel verbindet dabei Aktion A; mit all denjenigen Plédnen, in de-
ren Dekomposition sie vorkommt, fiir die jedoch keine numerische Information
der Form sy, (.) vorlag. Das zuzuordnende numerische Gewicht ist eindeutig be-
stimmt durch die 3. Forderung aus Definition 5.2.1, in der festgelegt wird, daf3
sich alle Gewichte sg4,(.) zu 1 aufaddieren.

Anmerkung: Falls H;; # P, fiir alle j = 1, ..., n;, so schliet obige Regel alle
Pléne, die nicht in den s4,(.) vorkommen oder A; nicht in ihrer Dekompositi-
on enthalten, als mogliche Hypothesen aus: Betrachtet man sy, als Basiswahr-
scheinlichkeit auf 270, so ist fiir diese Pline die induzierte Plausibilitéit 0.

Eine solche Formulierung der Regel macht also nur dann Sinn, wenn entweder
das Benutzermodell den Fall H;; = P, vorsieht oder wenn Aktionen tatséchlich
nur in den Plénen auftreten kénnen, fiir die sie ein notwendiger Teilschritt sind.
In den meisten Féllen jedoch enthalten Pline gewisse “Freiheitsgrade” in dem
Sinne, daf} die Dekomposition zwar alle zu ihrer erfolgreichen Ausfithrung not-
wendigen Aktionen beinhaltet, dariiberhinaus aber auch weitere “eingestreut”
werden konnen, die nicht direkt zum eigentlichen Ziel des Planes beitragen. Als
Folge kann diese Aktion natiirlich nicht als Evidenz zugunsten dieses Planes
gewertet werden. Es ist lediglich die Aussage moglich, dal die aktuelle Beob-
achtung die Hypothese weder bestétigt noch verwirft.

Soll diesem Fall ebenfalls Rechnung getragen werden, so ist in obiger Regel
die Hypothesenmenge der letzten Klausel durch Py zu ersetzen. Das zugehorige
numerische Gewicht bleibt bestehen.

2. Der zweite Fall betrifft die Situation, in der keinerlei numerische Information
der Form sy, (.) vorliegt. In diesem Fall werden die Regeln folgendermafien ini-
tialisiert:

Ui Hij {co)
(6.3)

P() <1 —_ Co>
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Fiir die Konstante ¢y gilt dabei folgendes: ist 0 < ¢g < 1, so entspricht die Regel
dem o.a. zweiten Fall, in dem Aktionen auch wihrend eines Planes ausgefiihrt
werden kénnen, zu dem sie nicht als notwendiger Bestandteil gehoren. Kann A;
hingegen ausschliellich innerhalb der Pline Hji, ..., H;, ausgefiihrt werden, so
ist ¢g = 1 zu wéihlen.

Anmerkungen:

(a)

6.1.3.2.1
Anhand eines Beispiels soll zunéchst klargemacht werden, dafl die im letzten Abschnitt
eingefiihrte Beobachtungsfunktion nicht direkt zur Planerkennung eingesetzt werden
kann, da ansonsten kontraintuitive Ergebnisse wie beim System von Guan und Bell
auftreten (vgl. Abschnitt 5.4). Eine mogliche Lsung dieses Problems besteht in einer
Verfeinerung dieser Funktion.

Sei dazu die Planhierarchie H' aus Abbildung 6.2 gegeben. Die Dekomposition
von MakePastaDish enthilt die abstrakte Aktion MakeNoodles, die der Teilmenge
{ MakeSpaghetti, MakeFettucini } des Evidenzenraumes entspricht. Die zugehdorige
Beobachtungsregel enthilt u.a.

{ MakeSpaghetti, MakeFettucini } = ——— MakePastaDish ( v ).

Diese initiale Konstruktion einer Beobachtungsregel dient zwei Zielen. Da
keinerlei Information dariiber vorliegt, wie stark ein Vorkommen von A;
auf einen der Pldne H;; hindeutet, ist es sinnvoll, das gesamte numerische
Gewicht der Menge aller dieser Plane zuzuordnen und eine Entscheidung
zugunsten eines dieser Pline zu verschieben, bis weitere Information, etwa
aus zusdtzlichen Beobachtungen, verfiigbar ist. Das zweite Ziel ist es, die
Anzahl der Fokalelemente der entsprechenden Regelstirken zu minimie-
ren, um so die Komplexitdt der numerischen Berechnungen, speziell der
Anwendung von Dempsters Kombinationsregel, zu begrenzen.

Gemaéf der obigen Konstruktion erhilt man Beobachtungsregeln lediglich
fiir diejenigen Aktionen (bzw. die mit ihnen assoziierten Teilmengen des
Evidenzenraumes), die in den Plandekompositionen auftreten. Da die Ge-
samtheit aller Regeln jedoch eine totale Beobachtungsfunktion darstellen
soll, kann fiir alle A C O, die nicht in der Dekomposition eines Planes
vorkommen, die Regel

A

Po (1.0) (6.4)

erginzt werden, da solche Aktionen als Evidenzen keinerlei Information
iiber das Auftreten eines bestimmten Planes liefern.

Verfeinerung der Beobachtungsfunktion

Dies entspricht auf der logischen Seite einem Konditional

KeMakePastaDish | Ke(MakeSpaghetti V' MakeFettucini),
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TopLevelAct
Prepare Meal StackBlocks
P
GoToKitchen f \
I\flakePastaDish MakeMeatDish
. A/// /// \\\ /////
Boil . N -
%/ \§ é/
MakeNoodles MakeSauice MakeChicken  MakeChicken

Marinara Primavera

MakeSpaghetti M akeFettucini

Abbildung 6.2: Eine modifizierte Planhierarchie.

das die Ableitung von MakePastaDish als stirkster Aussage erlaubt, sobald genau
MakeSpaghetti V MakeFettucini bekannt ist (siche auch Abschnitt 5.3).

Wird nun die konkrete Aktion MakeSpaghetti beobachtet,? so ist es dennoch nicht
moglich, daraus auf ein Auftreten von MakePastaDish zu schlielen, da eine entspre-
chende Regel fehlt. Zum Feuern der o.a. Regel wire die Wahrheit der Formel

Ko (MakeSpaghetti V MakeFettucini) <

K (MakeSpaghetti V MakeFettucini) A A -Kg

B € &(S)
B = (MakeSpaghetti V MakeFettucini)
B ¢ (MakeSpaghetti vV MakeFettucini)

erforderlich gewesen. Gegeben ist jedoch Ke¢MakeSpaghetti mit
KeMakeSpaghetti # Ke(MakeSpaghetti V MakeFettucini).

Es ist daher notwendig, fiir jede (qualitative) Klausel
A H

mit |A| > 1, die aufgrund des Vorkommens von A in der Dekomposition von H erstellt
wurde, ebenfalls alle Klauseln

A — H

2Konkret sei etwa die Evidenz c¢({ MakeSpaghetti }) = P(KeMakeSpaghetti) = 1 gegeben.
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fiir  # A’ C A hinzuzufiigen und anschlieBend, wie im vorigen Abschnitt beschrieben,
mit numerischen Gewichten zu versehen. Aus der logischen Sicht handelt es sich dabei
um den Ubergang von einem Konditional K¢ H KeA 72u Ke HKeA' mit A" = A.
Anmerkungen:

1. Aufgrund dieser speziellen syntaktischen Form der Beobachtungsregeln als Kon-
ditionale Ko H|KeA ist eine formale Beziehung zwischen der urspriinglichen und
der abgeleiteten Regelklausel nicht direkt herstellbar. Der Grund dafiir ist die
Tatsache, dal zwei Formeln K¢ A und KeA' auch im Falle A’ = A, A" &5 A
nicht in einem solchen Verhéltnis zueinander stehen. Wéren die Regeln als Kon-
ditionale mit Primisse KA oder A formuliert, so liefe sich der Ubergang von
der Basisregel zur abgeleiteten Regel als iterierte Konditionierung beschreiben.
Fiir A’ = A ist

(X|KA) = (X|KA)|4 = (X[KAA A),

wobei
AO =4 /\ _|KeA”.
A’/ : AI :> A/I
A= A
Diese iterierte Konditionierung stellt einen Sonderfall der in [Schay, 1968] vor-
geschlagenen konjunktiven Verkniipfung fiir Konditionale dar:

alb A cld = aANclbNd.

2. Werden die Beobachtungsregeln gemif} (6.3) initialisiert, so ergibt sich fiir eine
Teilmenge A’ C © des Evidenzenraumes u.a. die Regelklausel

Ga(A) U | Gal4)

A:A'CA

AI

In diesem Fall ergeben sich bis zu 2/°/ — 1 Regeln mit jeweils zwei Klauseln.

3. Die “leere Beobachtungsregel” (6.4) wird nicht an die Teilmengen der jeweili-
gen Pramissen weitervererbt, da hier die assoziierte Hypothesenmenge leer ist:

Ga(A) = 0.

6.1.3.2.2 Partitionierung des Evidenzenraumes
Die oben beschriebene Methode der “Verfeinerung” der Beobachtungsfunktion durch
Hinzufiigen zusétzlicher Klauseln behebt zwar das Problem von Guan und Bell der
Nichtanwendbarkeit bestimmter Regeln, fiihrt aber neben den bereits angesprochenen
Problemen im Extremfall zu (|2®| — 1) Beobachtungsregeln — je eine pro méoglicher
Evidenz — mit jeweils mehreren Klauseln.

Die zweite Moglichkeit, die Regeln ihrer intuitiven Bedeutung entsprechend zu
formulieren, wére es, in den Pramissen die Formeln K¢ A durch KA zu ersetzen. Dies
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entspricht der intendierten Semantik der Regeln (“produziere die Konklusion, sobald
die Priamisse bekannt ist”) und reduziert die benétigte Anzahl der Beobachtungsre-
geln auf ein Minimum. Allerdings widerspricht dieses Vorgehen Satz 5.3.1, in dem die
Berechnung der Hypothesenstirke gem&f Definition 5.2.3 als spezielle Instanz der Re-
gel der totalen Wahrscheinlichkeit charakterisiert wird.®> Das Problem liegt darin, da8
die Mengen k(A) der die Formeln KA erfiillenden moglichen Welten keine Partition
des Universums bilden, wie dies die Mengen e(A) im Falle der Primissen KeA tun.

Es existiert ein Mittelweg zwischen beiden Alternativen, der einerseits die Anzahl
der zusétzlich bendtigten Regeln beschrénkt, andererseits eine Approximation des K-
Operators in den Pramissen induziert. Die grundlegende Idee dabei ist, Evidenzen mit
dquivalentem Verhalten in Hinsicht auf den Hypothesenraum zusammenzufassen und
fiir jede dieser Klassen nur jeweils eine Regel aufzustellen.

Eine Aktion A, repréisentiert durch eine Teilmenge A C O des Evidenzenraumes,
unterstiitzt als Evidenz eine Planhypothese H, reprisentiert durch eine Teilmenge
H C Py des Hypothesenraumes, d.h. A ~ H, genau dann, wenn

e A in der Dekomposition von H auftritt: A € Ay oder

e A durch eine Aktion A’ abstrahiert wird, die ihrerseits zur Dekomposition von
H gehort: AC A', A' € Ay.

Anmerkung: Diese Relation zwischen Aktionen und Hypothesen wird bei der Initia-
lisierung der Beobachtungsregeln gem#f (6.2) bzw. (6.3) mit der Einfithrung zuséitz-
licher Klauseln zur expliziten Repréisentation partieller Unwissenheit (beispielsweise
mit Konklusion Py) erweitert.

Die Relation ~ induziert nun zusammen mit der Abstraktionsrelation auf dem Evi-
denzenraum eine Einteilung in Klassen von Aktionen, die sich als Evidenz &quivalent
verhalten.

Definition 6.1.3 (A-Aquivalenz)
A1, Ay C O heiflen A-dquivalent, falls

L Al g AZ:
e A; ~ H genau dann, wenn Ay ~ H fiir alle H CP; und

[ J CH(AI) = CH(AQ) fiir alle H € GA(Al) U GA(AQ)

Dabei stellt die dritte Bedingung sicher, daf die Constraints zwischen den Aktionen
A; und A und allen Plinen, in deren Dekomposition sie auftreten, identisch sind.
Dadurch wird erreicht, dafl beide in diesen Pldnen untereinander austauschbar sind.

3In diesem Fall wiire es auch unklar, welche Regel angewandt werden soll, da mit KA auch
gleichzeitig KA’ fiir alle A = A’ gilt.
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Abbildung 6.3: Partitionierung durch C(©).

Es geniigt nun, fiir jede solche Klasse eine Beobachtungsregel aufzustellen und die
gegebenen Beobachtungen entsprechend zu kodieren. Sei dazu D = {A,, ..., A;} C 2°
die Menge aller Aktionen, die in den Dekompositionen der aktuellen Planhierarchie
auftreten.

Definition 6.1.4 (A-Partitionierung)
In dieser Situation heifit die kleinste Menge

CO) = {A,...,A,}C2°
mit e D C(C(0),

e C(©) ist unter der Durchschnittsbildung abgeschlossen, enthélt also mit
A; und A; auch A; N A; (mit Ausnahme der leeren Menge 0) und

e ©€C(O)

eine A-Partitionierung von ©. Ist der zugrundeliegende Evidenzenraum © eindeutig
bestimmt, so wird meist nur C geschrieben.

Anmerkung: Spiter wird jede Menge {Ay,...,A,} C 22, die unter der Durch-
schnittsbildung abgeschlossen ist und © enthilt, als A-Partitionierung bezeichnet.

Jedes Element A € C(©) reprisentiert die Klasse aller mit A A-dquivalenten
Teilmengen A’ C A. Die Forderung © € C(©) stellt sicher, dafl alle Teilmengen
des Evidenzenraumes von einer solchen Klasse erfalt werden. In den meisten Féllen
enthélt die Klasse von © all diejenigen Aktionen A mit Ga(A) = (0 (vergleiche dazu
auch (6.4)).
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Beispiel 6.1.2 Seien ein Evidenzenraum © = {a,b,c,d} und ein Hypothesenraum
Py gegeben (siehe Abbildung 6.3). Die einzelnen Teilmengen sind durch Angabe ih-
rer Elemente dargestellt (d.h. abc steht fiir die Menge {a,b,c}). In den Dekomposi-
tionen der Elemente von P, treten ausschliefilich die Aktionen ad und abc auf. Als
A-Partitionierung ergibt sich

C(O) = {a, ad, abc, abcd}

Alle Evidenzen, die spezieller sind als abc, etwa ab, kénnen nun lediglich auf die-
jenigen Hypothesen verweisen, in denen bereits abc auftritt. Als Evidenz betrachtet,
sind sie also alle dquivalent. Eine Ausnahme dazu bildet a. Wird diese Aktion be-
obachtet, so miissen Schliisse sowohl auf die mit abc assoziierten Hypothesenmengen
Ga({a,b,c}) moglich sein, als auch auf diejenigen in Ga({a, d}).

Definition 6.1.5 (Operator K¢())
In der beschriebenen Situation heifit der Modaloperator K¢(g) mit

Kc(@)A = v KeA,
A A=A
AA" €eC(©): A" = A
Al = A"

der mit C(O) assoziierte Wissensoperator, wobei wiederum Teilmengen von © und die
entsprechenden Sétze des logischen Evidenzenraumes miteinander identifiziert wur-
den. Wenn die A-Partitionierung eindeutig bestimmt ist, wird meist einfach K. ge-
schrieben.

Kc)A mit A € C(O) bedeutet somit, dafl der Agent zwar A, aber keinen stirkeren
Satz aus C(©) kennt. Die Definition 4.1.16 der Menge der eine Formel erfiillenden
moglichen Welten kann somit erweitert werden fiir diesen abgeleiteten Operator:

T(Keeo)A) = ece)(4) = U e(4') (6.5)
A A = A
BA" €C(©): A" = A
A = AT

Anmerkungen:

1. Ist C(©) = 29, so wird der Operator K¢(g) dquivalent zu Ke
(©)

2. Sind die Elemente A;,i = 1,...,n, von C(0) = {Ay,..., A,, ©} paarweise dis-
junkt, so gilt K¢e)A4; & KA.

3. Ist hingegen C(©) = {6}, so gilt K¢)© < KO.
4. Regelklauseln werden von nun ab mit Konditionalen der Form
KeH | Keo)A

identifiziert.
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Bisher wurden Evidenzen stets als Basiswahrscheinlichkeiten ¢ auf dem Evidenzen-
raum reprisentiert. Nach den Ergebnissen von Abschnitt 5.3 entsprechen diese Werte
¢(A) den Wahrscheinlichkeiten P(KeA) bzw. P(e(A)) im zugehérigen Satzraum bzw.
der epistemischen Algebra des zugehorigen Universums. Aufgrund der verédnderten
Form der die Regeln repréisentierenden Konditionale werden Evidenzen von nun ab
durch spezielle Basiswahrscheinlichkeiten c¢(e) représentiert:

Definition 6.1.6 (induzierte Basiswahrscheinlichkeit)
Sei ¢ : 29 — [0, 1] eine Basiswahrscheinlichkeit, C(©) = {A, ..., A,,0} C 2° eine
A-Partitionierung von ©. Dann heifit c¢(g) mit

Cc(@) . 29 — [0, 1]

S e(A) = ) cee(4), AeC(O)

A = A'CA A'CA

0, sonst
die durch ¢ und C(©) induzierte Basiswahrscheinlichkeit.

Anmerkungen:
1. Die Fokalelemente von c¢(e) sind gerade die Elemente von C(©).

2. Nach Gleichung (6.5) gilt

cco)(A) = P(Kee)A) = P(T(Kce)A)) = Plece)(4))- (6.6)

3. Gilt €(©) = 2°, so ist ce(e) = c.
Die Berechnung der Hypothesenstérke kann somit neu definiert werden.

Definition 6.1.7 (Hypothesenstiirke)

Seien ¢ : 29 — [0, 1] eine Basiswahrscheinlichkeit auf dem Evidenzenraum, C(©) eine
A-Partitionierung von © und R = {s4 | © O A € C(©)} eine Regel. Dann heifit die
Funktion

r:27 — [0,1]

H — Z SA(H) Cc(@)(A)
Aec(®)

die durch die Evidenz ¢ und Regel R induzierte Hypothesenstdrke.

Im Gegensatz zur Definition 5.2.3 der Hypothesenstirke durch Guan und Bell, in
der iiber alle Teilmengen von © summiert werden muf}, werden hier zur Berechnung
von r lediglich |C(©)| Summanden ben&tigt. Definition 5.2.3 stellt somit den Spezialfall
mit C(0) = 2° dar.
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Diese Berechnungsvorschrift kann ebenso wie die urspriingliche Formulierung aus
Definition 5.2.3 als Instanz der Regel der totalen Wahrscheinlichkeit formal gerecht-
fertigt werden, wobei in Gleichung (5.19) von Satz 5.3.1 lediglich die Summanden
P(KeH|KeFE) P(KeE) durch P(KH |Kce)A) P(K¢e)A) zu ersetzen sind. Die Men-
ge der Erfiillungsmengen ecg)(A) der Formeln K¢(gyA bilden ebenso wie die zu den
Primissen Ke(A) gehorigen e(A) eine Partition des zugrundeliegenden Universums
der moglichen Welten, wodurch die Anwendung der Regel der totalen Wahrscheinlich-
keit zuléssig ist:

Lemma 6.1.1 Fiir eine A-Partitionierung C(©) = {A,...,A,,0} C 2° bildet die
Menge der die Formeln KeeyA mit A € C(©) erfillenden Teilmengen ecey(A) des
Universums U(S,) eine Partition von U(SS,).

Beweis: Seien A, B € C(©) und e(X) C ec(e)(A) Nec@e)(B). Gemif Definition 6.1.4
ist dann auch AN B € C(©) (aus logischer Sicht gilt dabei X = A, X = B und
X = A A B). Damit gilt aber e(X) Z ece)(A) und e(X) Z ece)(B).

Sei e(X) C U(S,). Falls e(X) Z ec)(4;) fiir alle j = 1,...,n, so gilt e(X) C
ec(@)(G). O

Satz 6.1.1 Die Hypothesenstdrke
r(H) = ) sa(H) cco)(A)

Aec(O)

nach Definition 6.1.7 ist eine Wahrscheinlichkeitsfunktion auf der epistemischen Al-

gebra Qp und induziert daher eine eindeutig bestimmte Wahrscheinlichkeitsfunktion
hyp

auf Q" .

Beweis: Der Beweis entspricht demjenigen von Satz 5.3.1, wobei an den entspre-
chenden Stellen K¢ durch K¢g), e durch ece) und &, durch die entsprechenden
marginalen epistemischen Mengen &,, @) zu ersetzen sind.

r(H) = Az:@SA(H) cco)(A) (6.7)
= Z( )P(KeH|KC(®)A) P(Kco)A) (6.8)
= > P(e(H)lece)(A)) Plece)(A)) (6.9)

ec(o)(A)CU(ST)

= > P(e(H)@.c)p(A)) P(8cwco)(A)) (6.10)

éev,C(@)(A) gu(8+)
= P(e(H)) (6.11)

= P(&y,(H)) (6.12)
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S<dlil,
- [T
2

Abbildung 6.4: Effekt einer A-Partitionierung C(©).

(6.9) = (6.10): siehe Lemma 5.3.1

(6.10) = (6.11): siehe Lemma 6.1.1

Beispiel 6.1.3 Fiir den Fall der Planhierarchie aus Abbildung 6.2 ergibt sich eine
A-Partitionierung

C(©) = { { GoToKitchen },
{ Boil },
{ MakeSpaghetti, MakeFettucini },
{ MakeSauce },
o }.

Die Verfeinerung der aus einer Planhierarchie gewonnenen Beobachtungsfunktion
geméfl dem in Abschnitt 6.1.3.2.1 beschriebenen Verfahren ermoglichte die Losung
des beim System von Guan und Bell (sieche Abschnitt 5.2) auftretenden Problems der
Nichtanwendbarkeit einer Regel bei zu spezifischer Evidenz. Die Folge war eine grofe
Anzahl von Regelklauseln, deren Semantik nicht mit der intuitiven Interpretation ei-
ner Regel iibereinstimmt (wie dies auch bereits in der urspriinglichen, in [Guan und
Bell, 1991] beschriebenen Version der Fall war). Die Einfiihrung abgeleiteter Regel-
klauseln mit spezifischeren Préimissen erlaubt jeweils die Anwendung der speziellsten
vorhandenen Regel.

Diese Eigenschaft bleibt bei der in diesem Abschnitt eingefithrten Technik der
A-Partitionierung erhalten. Neben der Reduzierung der Anzahl der bené6tigten Regel-
klauseln — und damit auch der Summanden in der Berechnung der Hypothesenstéirke
— erlaubt sie eine Strukturierung des Evidenzenraumes und verleiht den einzelnen Re-
gelklauseln eine Semantik, die zumindest in Spezialfillen exakt der intuitiven Deutung
einer Regel (mit Primisse KA) entspricht.

Abbildung 6.4 verdeutlicht nochmals den Effekt der A-Partitionierung, der Teile
des Evidenzenraumes zusammenfafit und diesen Hypothesen zuordnet.
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Anmerkung: Die in diesem Abschnitt eingefiihrte Technik ist nur initial anwendbar,
d.h. solange keine Regelgewichte fiir die einzelnen Evidenzen verfiigbar sind. Liegt
aber bereits statistische Information in Form bedingter Wahrscheinlichkeiten vor, so
ist das Kriterium der A-Aquivalenz nicht ausreichend, die Zusammenfassung der ent-
sprechenden Regeln zu rechtfertigen.

6.1.3.3 Beriicksichtigung von Constraints — Partielle Regelanwendung

Wie zu Beginn des Abschnitts 6.1.3.2 bereits angedeutet, wurden die zu einer Plande-
komposition (p, Ay, Cp) gehorigen Constraints C, bei der bisherigen Behandlung der
Beobachtungsregeln vernachléssigt. Tatséchlich spielen sie jedoch eine entscheidende
Rolle, da eine Aktion a € A,, die zwar als notwendiger Schritt von p vorgesehen ist,
aber beispielsweise mit unpassendem Parameter oder zum “falschen” Zeitpunkt aus-
gefiihrt wird, nicht als Evidenz zugunsten der Hypothese p betrachtet werden kann.

Notation: Die Menge aller eine Aktion ¢ mit einem Plan p verbindenden Constraints
wird mit Cp(a) C C, bezeichnet.

Die Verifikation der in Cj,(a) enthaltenen Bedingungen bildet einen Schwerpunkt
des eigentlichen Planerkennungsprozesses und kann neben Typ- oder Gleichheitsiiber-
priifungen fiir Objekte auch temporales Schlielen, allgemeine Deduktionen bzw. An-
fragen an ein Anwendungssystem beinhalten. Dieser Prozef der Entscheidung der
Giiltigkeit von Constraints wird hier nicht niher betrachtet. Da das hier beschriebene
System unabhingig von speziellen Eigenheiten der Planerkenner als Bewertungsme-
chanismus mit diesen kombinierbar sein soll, wird angenommen, dafl neben der aktuell
beobachteten Aktion a — als Evidenz, wie sie bisher betrachtet wurde — auch die not-
wendige Information zur Verifikation von C)(a) geliefert werden. Die spezielle Form
und die Genauigkeit, mit der dies geschieht, wird weiter unten diskutiert.

6.1.3.3.1 Typisierung der Regeln
Zunichst soll gekldrt werden, welche verschiedenen Vorgehensweisen es bei der Be-
handlung verletzter Constraints bei der Regelanwendung gibt. Dies fiihrt zu einer
Einteilung in verschiedene Klassen von Regeln, die es erlaubt, durch einfache An-
gabe des Typs einer Regel deren gesamtes Verhalten im Konfliktfall eindeutig zu
spezifizieren. Als Basis fiir die weitere Diskussion seien die beiden in Abbildung 6.5
dargestellten Regeln gegeben. Dabei sei die Regel Ry mit Pramisse A; direkt aus einer
Planhierarchie ohne Zuhilfenahme zuséitzlichen Wissens gewonnen worden (siehe Ab-
schnitt 6.1.3.2), wihrend die von A, ausgehende Regel Ry aus dem Benutzermodell
stammt, so dafl die Regelgewichte v; zusitzliches Wissen repréiisentieren.

Eine der wesentlichen Eigenschaften der Dempster-Shafer Theorie ist die Moglich-
keit, bei unzureichendem Wissen Teile der Evidenzmasse moglichst unspezifischen
Hypothesen so zuzuordnen, dafl erst zusétzliche Information den Flufi dieser Masse
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U( §W(H) <CO> H; <’U1>

Ay Ay ‘
P() <1 — C()) Hn <Un>
Py (vp,)

Abbildung 6.5: Zwei prototypische Beobachtungsregeln R; und Rs.

zu spezifischeren Hypothesen auslost. Im Falle der Beobachtungsregeln in der Planer-
kennung bedeutet dies folgendes: Wird eine Aktion a beobachtet, die zwar zur Dekom-
position einer Hypothese p gehort, jedoch nicht alle zugehérigen Constraints erfiillt (a
wird etwa zum falschen Zeitpunkt ausgefiihrt), so kann a nicht mehr als direkte Evi-
denz fiir ein Auftreten von p betrachtet werden. Ist p nun ein Plan, der durch dieses
“falsche” Vorkommen von a nicht vollstindig unmoglich wird, so besteht keine Veran-
lassung, p aus dem Hypothesenraum zu entfernen und das entsprechende Regelgewicht
z.B. dem Komplement p zuzuweisen. Vielmehr erlaubt es die Dempster-Shafer Theorie
in diesem Fall, den entsprechenden numerischen Wert der allgemeinsten Hypothesen
Po zuzuordnen, wodurch zum Ausdruck kommt, daf} die vorliegende Evidenz a mit
ihren aktuellen Parametern keine der moglichen Hypothesen direkt unterstiitzt. Die-
ser Sachverhalt kann durch eine entsprechende Modifikation der betroffenen Regeln
repriasentiert werden.

Im Falle der beiden Regeln R; und R, ergibt sich folgende Situation. Sei H; €
Ga(A;) die einzige Hypothese, fiir die Cy,(A;) und Cg, (A4z) verletzt sind. Dann
ergeben sich daraus die folgenden Modifikationen:

U M(H) (co—co-z)

Hi#HEGA(Ar)
" (6.13)
Po (1 —(co—co-x))
fiir R; und
H, <U2>
Ay . (6.14)
H, (v,)

P() <U7>0 + U1>

im Fall von Rs. Dabei ist x im Fall von R; so gewahlt, dafl es die relative Grofie von
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H; im Vergleich zu Ga(A;) widerspiegelt. Der genaue Wert fiir x ist

_ |[M(Hy))
@ = 0 M) (6.15)
HEGA(A1)

Anmerkungen:

1. Im allgemeinen Fall gilt folgendes. Sei H~ C Ga(A;) die Menge aller Hypothe-
sen, deren Constraints bzgl. A; verletzt sind. Dann ergibt sich fiir

U MH

HeH-

U M(H)

HeGA (A1)

2. Sind die Constraints aller Hypothesen aus Ga(A;) verletzt, so erhélt x den
Wert 1, und die durch die Regel induzierte Hypothesenstérke wird zur leeren
Basiswahrscheinlichkeit.

Beide modifizierten Regeln weisen somit den urspriinglich fiir H; vorgesehenen
Anteil der Regelstirke an Py, die Menge aller moglichen Hypothesen zu, wodurch
H; nicht mehr direkt unterstiitzt, die Plausibilitiat aller Pline jedoch gleichermaflen
erhoht wird.

Befindet man sich hingegen in einer Anwendung, in der die verschiedenen Pline so
detailliert beschrieben sind, daf} jede Abweichung zur endgiiltigen Ablehnung der ent-
sprechenden Hypothese fiihrt, so ist dies mit einer Einschrénkung des Hypothesenrau-
mes auf das Komplement dieser Hypothesenmenge gleichzusetzen. Die entsprechenden
Modifikationen sind dann

U MH)\ M(H:) {(c)

HeGa(Ar)
A, (6.16)
Po\ M(Hy) (1—cy)
fiir R; und
H2 (1321,1>
Ay o (6.17)
H, ({=-)

fiir R2 .
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Anmerkungen:

1. In der Modifikation (6.13) verweist die erste Klausel nicht auf Ga(A;)\ M (H,),
da ansonsten Hypothesen, die in anderen Mengen M (H;) mit H; € Ga(A;)
enthalten sind, verlorengehen konnten.

2. Mitunter ist es sinnvoll, Regeln mit dem Aussehen von R, in Regeln vom Typ
R, abzuwandeln, wobei ¢y = vy + ... + v, ist. Moglicher Grund dafiir ist eine
Erhohung der Effizienz etwa in zeitkritischen Anwendungen, da die entsprechen-
de Regelstirke als Basiswahrscheinlichkeit nur noch zwei Fokalelemente aufweist,
wodurch die Kombination vereinfacht wird (siehe dazu auch Abschnitt 6.5). Die
Modifikation solcher Regeln erfolgt geméifl

U MH) (co-—w)

HeGa(A1)\H1
4 (6.18)
PO <1 — Cy + ’U1>
bzw. gemaf
U M(H) <CQ — ’U1>
HEGA(Al)\Hl
(6.19)

Ay
Po\ M(Hy) (1—co+v1)

falls die Elemente aus M (H;) endiiltig verworfen werden sollen.

3. Existieren Pline, die ein Vorkommen von A; bzw. A, explizit ausschlielen, so
ist in den o.a. Regeln R; und R, sowie allen Modifikationen jeweils Py durch die
Hypothesenmenge P4, @ = 1,2, aller mit A; vertraglichen Pléne zu ersetzen.

4. Ist in Ry der Wert vp, = 0 und sind die Constraints simtlicher Hypothesen
Hy, ..., H, verletzt, so ist die Modifikation gem&f (6.17) undefiniert. Die Ver-
wendung dieser Strategie unterliegt somit gewissen Einschriankungen, die bei der
Entscheidung fiir eine bestimmte Regelklasse beriicksichtigt werden miissen.

Der allgemeinste Fall der Regelmodifikation setzt die Angabe einer Menge alterna-
tiver Hypothesen voraus, die im Konfliktfall die Rolle der betroffenen Hypothesen in
der Regel besetzen. Sind fiir Ry beispielsweise {H1, ..., H] } als Alternativen gegeben,
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Bezeichnung | ID UD 1B UB AD AB Us

Modifikation || (6.13) | (6.14) | (6.16) | (6.17) | (6.18) | (6.19) | (6.20)

Tabelle 6.1: Uberblick iiber die Regelklassen.

so fiihrt dies in der gegebenen Situation zur Modifikation
Hi (o)

H, (’02>
A, : (6.20)
H, (vn)

Po (vp,)

in der die Hypothese H; durch ihre Alternative H| ersetzt wurde. Alle anderen Mo-
difikationen kénnen als Spezialfall von (6.18) betrachtet werden.

Alle in diesem Abschnitt vorgestellten Regelmodifikationen reprisentieren das Ver-
halten der Regeln R; und Ry, wenn diese nur partiell anwendbar sind, d.h. wenn eine
ihrer Klauseln in der aktuellen Situation eine ungiiltige Verbindung zwischen Evidenz
und Hypothese darstellt. Die (vollstindige) Anwendung der modifizierten Versionen
entspricht dem intendierten Verhalten bei partieller Anwendung der urspriinglichen
Regeln. Sind mehrere Hypothesen H; von verletzten Constraints betroffen, so miissen
die beschriebenen Modifikationen fiir alle entsprechenden Regelklauseln durchgefiihrt
werden.

Notationen: Fiir die den obigen Modifikationen entsprechenden Klassen von Re-
geln werden nun Bezeichnungen der Form zy eingefiihrt, wobei z € {I,U, A} und
y € {D,B,S}. x = I steht fiir eine in dieser Form initiierte Regel (im Beispiel R;),
wihrend U fiir eine dem Benutzermodell (user model) entnommene Regel steht. A be-
zeichnet eine approximierte Regel, die die Basis fiir die Modifikation (6.18) darstellt.
Die zweite Stelle charakterisiert die gew#hlte Strategie der Konfliktauflosung, wobei
D fiir das mit der Dempster-Shafer Theorie konforme Vorgehen gemif (6.13), (6.14)
und (6.18) steht, B die “Bayessche” Variante mit Ausschlufi der betroffenen Hypo-
thesen und Normalisierung (siehe (6.16), (6.17) und 6.19), die nur bedingt verwendet
werden kann (siehe Anmerkungen auf Seite 122) und S die allgemeine Version mit
spezifizierten Alternativen gemif (6.20) bezeichnet. Tabelle 6.1 gibt einen Uberblick.

Definition 6.1.8 (revidierte Regelstirke)
Seien A C O, s4 die mit ihr assoziierte Regelstirke (siehe Definition 5.1.3) und
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0.B.d.A. Hy,..,H, € GA(A) = {Hy,...,H,} so, da} Cg,(A) verletzt ist, i = 1,...,1.
Die bzgl. Hy, ..., H; revidierte Regelstirke der geméfl des oben beschriebenen Vorgehens
modifizierten Regel wird mit 357“" bezeichnet, wobei C; = ~Cp, (A) fiir 1 < i < I
und C; = Cp,(A) sonst. Ist die Menge der betroffenen Hypothesen klar, wird einfach
54 geschrieben.

6.1.3.3.2 Formale Behandlung
Im vorhergehenden Abschnitt wurde der Ubergang von einer Regelstirke s, zur re-
vidierten Version 54 rein prozedural betrachtet. Das formale Verhéltnis beider Funk-
tionen zueinander, eine Semantik fiir 54 sowie eine Untersuchung der Auswirkungen
auf die induzierte Hypothesenstirke sind Gegenstand der folgenden Ausfithrungen.
Bisher entsprach eine Regelklausel einem Konditional (KeH|Kc(e)A), dessen nu-
merisches Gewicht der bedingten Wahrscheinlichkeit P(KeH |K¢)A) entsprach. Mo-
delliert man die zugehorigen Constraints als eine Boolesche Variable Cy(A), so liegt
es nahe, die Beobachtungsregeln als

(KeH | Ke(o)A, KCiy (A))

zu formulieren. Fiir den Fall der Regel R, aus Abbildung 6.5 und ihrer Modifikation
gemifl (6.14) bedeutet dies etwa

sa,(H1) = PKeH: | Ke)A2, KCy,(43)) = v
EAZ(HI) = P(KeHl‘KC(G)A%_'KCHl(AQ)) = 0.

Auf der Basis dieser Cy(A) 148t sich eine logische Sprache definieren, deren Ele-
mente Aussagen iiber Constraints zwischen Aktionen und Hypothesen darstellen.

Definition 6.1.9 (Constraintsatzraum)
Sei Cy, (A), ..., Cq, (A), Cp,(A) die Menge aller die Aktion A betreffenden Constraint-
variablen. Dann wird der gemafl Definition 4.1.1 iiber dem Alphabet

A= {CHI (A)a ) CHn(A)’ C'Po (A)}

gebildete Satzraum Sc 4 als Constraintsatzraum bzgl. A bezeichnet. Der alle S¢ 4
umfassende (globale) Constraintsatzraum wird mit S¢ bezeichnet.

Definition 6.1.10 (Constraintalgebra)

Die mit Sc, 4 assoziierte Lindenbaumalgebra £(S¢,4) (die Boolesche Algebra mit Ope-
rationen A, V und - auf den Aquivalenzklassen von S¢, 4 /) wird als die Constraint-
algebra von A bezeichnet. Die kleinste Algebra CA, die alle Algebren L£(Sc¢,4) fiir
A C © umfaft, ist die (globale) Constraintalgebra.
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Anmerkungen:

1. Die Atome von £(S¢,4) konnen in der Form
Ci A ... ANCy A Cp,

dargestellt werden, wobei C; € {Cy,(A), 7Cq,;(A)} gilt. Die Menge aller dieser
Atome wird mit At(S¢ 4) bezeichnet.

2. Die in Kapitel 4 eingefiihrten Begriffe der méglichen Welten, der Unterstiitzungs-
und Wahrheitsmengen und der epistemischen und Wahrheitsalgebren kénnen
hier entsprechend auf £(Sc¢ 4) (bzw. CA) angewandt werden. Dabei werden die
epistemische Algebra mit Q4 (%) und die Wahrheitsalgebra iiber dem entspre-
chenden Universum der méglichen Welten U(S¢) mit Q4 (QF) bezeichnet.

War eine Evidenz in Abschnitt 5.3.1 noch durch eine Basiswahrscheinlichkeit auf
29 bzw. die mit ihr assoziierte Wahrscheinlichkeitsmasse auf der epistemischen Alge-
bra Q2% gekennzeichnet, so mufl nun auch die zusétzliche Information iiber die Giiltig-
keit der Constraints Cpy,(A) als Teil dieser Evidenz betrachtet werden. Dieser ist
gegeben in Form von Wahrscheinlichkeiten

Pc(Cu,(A)) = v, Po(—Cg(A) = 1-v
fir alle A C ©, H; € Ga(A).

Definition 6.1.11 (revidierte Hypothesenstirke)

Seien cce) : 2° — [0,1] eine Basiswahrscheinlichkeit auf dem Evidenzenraum, R =
{sa | A €C(O)} eine Regel und {Pc(Cy,(A)), Pc(—Cq,(A))|H; € GA(A),A € C(O)}
die Menge aller Bewertungen der Giiltigkeit der einzelnen Constraints. Dann heifit die
Funktion

728 = [0,1]

H - Y Y. 35(H) ceo)(A) Po(0)
A€C(©) CeAt(Sc,a)

die durch die Evidenz (cc(@), P¢) und Regel R induzierte revidierte Hypothesenstirke.

Die Menge aller Angaben Pg(.) konstituiert nun eine Wahrscheinlichkeitsverteilung
P auf Q4 (und damit auch auf Q%):

Po(C) = Pk(C)) = P(e(C)). (6.21)

Vor diesem Hintergrund kann die Angabe einer Regel wie Ry aus Abbildung 6.5 in-
terpretiert werden als die Spezifikation der Werte

SA(H) = P(KeH|Kc(@)A, K(CHI(A) NN CHR(A) A C’PO(A))), H e GA(A)
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Die Angabe des Typs der Regel — und damit die vollstéindige Beschreibung ihres
Modifikationsverhaltens — erlaubt nun die direkte Ableitung aller Werte

39(H) = P(KeH|Kce)A, KC), H € GA(A),C € At(Sc,a),

also die bedingten Wahrscheinlichkeiten aller Hypothesen bei allen 2" méglichen Kom-
binationsmdglichkeiten der Constraints Cp,(A) (dabei wird Cp,(A) als stets erfiillt
angenommen). Jede solche Kombination entspricht einem Atom aus At(Sc 4) (siehe
Anmerkung zu Definition 6.1.10).

Satz 6.1.2 Die Hypothesenstdirke
FH) = > Y 54(H) cee)(A) Pe(C)

A€eC(0) CEAt(SC,A)

nach Definition 6.1.11 ist eine Wahrscheinlichkeitsfunktion auf der epistemischen
Produktalgebra Qg von Q%, QWP und QF. und induziert daher eine eindeutig be-

stimmte Wahrscheinlichkeitsfunktion auf QY.

Beweis:

FH) = > ) Fi(H)ce)(d) Pe(C)

AEC(©) CEALSG.A)

= ¥ Y P(KeH|Kceo)4, KC) P(KeeA) P(KC)
A€C(©) CeAt(Sc,a)

Der Beweis ergibt sich wie fiir Satz 6.1.1 durch Anwendung der Regel der totalen
Wahrscheinlichkeit, wobei ausgenutzt wird, dal sowohl die Erfiillungsmengen der
K¢o)A4, als auch der KC das Produktuniversum partitionieren (zum zweiten Punkt
siehe (6.21)). O

Die dieser Berechnung zugrundeliegenden bedingten Unabhéngigkeitsannahmen
P(Ke(e)A[KC,€) = P(Kee)Al€), P(KCIKe@A,€) = PKCIE)  (6.22)

sind giiltig, da die Evidenz £ neben der beobachteten Aktion auch das vollsténdige
Wissen zur Beurteilung der Giiltigkeit der einzelnen Constraints C' beinhaltet. Daher
hat — bei gegebenem £ — das Wissen um die Aktion keinerlei Einflul auf das Wissen
bzgl. der Constraints und umgekehrt.

Beispiel 6.1.4 Abbildung 6.6 zeigt eine Beobachtungsregel und drei ihrer méglichen
Modifikationen (alle anderen werden fiir dieses konkrete Beispiel nicht benétigt). Die
zugehorigen Listen der Constraintvariablen C; zeigen deren jeweiligen Status an. Kon-
kret sei eine Evidenz gegeben mit

P(KC;) = 04 P(KC;) = 08 P(KCp) = 1
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Cl’ 02’ CPO _'Cla 027 CPO

A/
\

H, (0.2)
i H, (0.3)
A \ H, (0.3)

Py (0.5) Py (0.7)
Cla _'CQa CV’P() _‘Cl, _‘CQ, C’PO

Abbildung 6.6: Eine Beobachtungsregel mit allen auftretenden Modifikationen.

Der Einfachheit halber wird angenommen, daf die einzelnen C; = Cy, (A) voneinander
unabhingig sind, dafl also gilt:

P(Cl /\CQ/\ C’po) = P(Cl) . P(CQ) . P(C'po).

Um nun die resultierende Hypothesenstirke z.B. fiir H; zu berechnen, sind folgende
Schritte notwendig:

r(H,)

=  P(KH KA KCy ACy ACp,) P(Keo)A) P(KCy) P(KC,) P(KCp,)

+ P(KoHy Koy A, K—Cy A Cy A Cp,) P(KeeyA) P(-KCy) P(KC,) P(KCp,)

+ P(KoHy|Keo)A, KCy A ~Cy A Cp,) P(KeeyA) P(KCy) P(—-KC,) P(KCp,)

+ P(KoHy Koy A, K—Cy A =Cy A Cp,) P(Kee)A) P(-KCy) P(~KCy) P(KCp,)
= 02-1-04-08-1

+0



128 Kapitel 6: Planerkennung mit der Dempster-Shafer Theorie

+02-1-04-02-1
+ 0

= 0.08

Fiir die anderen Hypothesen ergeben sich entsprechend die Werte
7(Hy) = 0.24, 7(P,) = 0.68.

Anmerkung: In vielen Anwendungen wie etwa der Planerkennung in intelligen-
ten Hilfesystemen fiir die Anwender von Software ist es moglich, die Giiltigkeit von
Constraints Cy(A) eindeutig zu entscheiden, d.h. P(KCy(A)) € {0,1}. Dies verein-
facht die Berechnung der revidierten Hypothesenstirke 7 erheblich, da nun nur noch
eine Modifikation aller Beobachtungsregeln auftritt, so daf§ zur Berechnung eines Wer-
tes von 7 lediglich |C(©)| Summanden berechnet werden miissen, im Gegensatz zu
IC(O)] - X aec(o) 21624l Symmanden im allgemeinen, in Definition 6.1.11 beschriebe-
nen Vorgehen. Hier ist

FH) = Y 35c(4), (6.23)

Aec(O)
wobei Cp € At(Sc 4) das eindeutig bestimmte Atom mit P(KCj) = 1 ist.

Beispiel 6.1.5 Sei in obigem Beispiel die Evidenz gegeben mit
P(KCl) =0 P(KCQ) = 1 P(KCPO) =1
P(-KC;) =1 P(-KC3) = 0 P(Keeyd) = 1

Das ausgezeichnete Atom Cj ist in diesem Fall ~C; A Cy A Cp,. Dann ergibt sich als
revidierte Hypothesenstirke

F(H) = P(KeH:|Kee)A, KCo) P(Kee)A) P(-KCy) P(KC,) P(KCp,)
0.0

F(Hy) = P(KeHyKee)A,KCy) P(Kee)A) P(-KCy) P(KCy) P(KCp,)
0.3

T(Py) = P(KePolKeweA, KCy) P(Kcee)A) P(-KCy) P(KC;) P(KCp,)
= 0.7

Die gemif} Definition 6.1.11 gegebene revidierte Hypothesenstéirke 7 reprisentiert
den aufgrund der aktuellen Beobachtung den einzelnen Hypothesen zugeordneten Ver-
trauensgrad. Um den Einflufl sowohl der initialen Hypothesenbewertung mg als auch
der vorhergehenden Beobachtungen auf die Bewertung der Hypothesen mit einzube-
ziehen, ist es notwendig, diese miteinander zu verkniipfen.
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2@

Abbildung 6.7: Der durch eine Evidenz ausgeltste Informationsflufi.

Definition 6.1.12 (aktualisierte Hypothesenbewertung)

Seien m; : 270 — [0,1] die aktuelle Hypothesenbewertung nach dem i-ten Beobach-
tungsschritt, « > 0, 7, die aus der 7 + 1-ten Beobachtung resultierende revidierte
Hypothesenstirke. Dann heifit

miy1 2270 — [0,1]
X = (m @ Tig1)(X)

die aktualisierte Hypothesenbewertung nach der v 4+ 1-ten Beobachtung.

Anmerkung: Die Einfiihrung einer A-Partitionierung C(©) fiihrt dazu, daf} es fiir be-
stimmte A C O keine Beobachtungsregeln gibt. Die zugehorigen Constraints Cy(A)
fiir alle A enthaltenden Planhypothesen H diirfen jedoch nicht vernachléssigt wer-
den. Eine Zusammenfassung von Beobachtungsregeln ist daher nur zuldssig, wenn
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die Constraintmengen Cg(A) aller zusammengefafiten Evidenzen iibereinstimmen, so
dal dadurch keine Information verlorengeht. Als Nebeneffekt ergibt sich, dafl diese
Constraints nur einmal {iberpriift werden miissen.

Abbildung 6.7 veranschaulicht nochmals den durch eine Evidenz £ mit Auswir-
kungen auf den Evidenzenraum 2° und die Constraintalgebren £(Sc, 4,) ausgelosten
Informationsfluf}, der in der partiellen Anwendung der Beobachtungsregeln bzw. der
Anwendung ihrer entsprechenden Modifikationen besteht und schliefllich zu einer Be-
wertung des Hypothesenraumes 27 fiihrt.

6.2 Der Planerkennungsprozef

Wihrend die ersten Abschnitte dieses Kapitels die Reprisentation des wihrend der
Planerkennung und der Bewertung der Hypothesen verwendeten Wissens beschrieben,
ist der Inhalt dieses Abschnitts dessen Verwendung innerhalb eines Planerkennungs-
prozesses. Dabei geht es im ersten Teil um die konkrete Verarbeitung einer Beobach-
tung im Rahmen der Planerkennung in unterschiedlichen Szenarien und die dabei zu
beriicksichtigenden Besonderheiten. Der zweite Teil ist der Interpretation der berech-
neten numerischen Hypothesenbewertungen gewidmet. Dabei geht es sowohl um die
Vorstellung von Methoden zur Auswahl von Planhypothesen auf der Basis gewisser
Qualitatskriterien als auch um die Rechtfertigung solcher Entscheidungen gegeniiber
dem Benutzer eines solchen Systems.

6.2.1 Verarbeitung einer Beobachtung

Nachdem das prinzipielle Vorgehen in 6.2.1.1 erldutert wird, werden vier unterschied-
lichen Szenarien vorgestellt, an deren Beispiel die Bewertung von Planhypothesen
veranschaulicht werden soll. Diese Szenarien unterscheiden sich durch die Prizision
der jeweils moglichen Beobachtungen sowie die Anzahl der involvierten Beobachter.
Sie basieren auf einer konzeptuellen Kopplung mit dem in [Allen, 1991, Kapitel 2] von
Kautz vorgestellten Planerkenner.

In einer ersten Version werden eindeutige Beobachtungen betrachtet, bei denen die
Evidenz spezifisch genug ist, eine Basisaktion zu identifizieren (siche Abschnitt 6.2.1.2).
Die zweite Stufe behandelt disjunktive Beobachtungen, bei denen lediglich eine Men-
ge von Basisaktionen angegeben werden kann, die die aktuelle Aktion des Agenten
beinhaltet (Abschnitt 6.2.1.3). Ein noch allgemeinerer Fall einer Beobachtung wird
repriasentiert durch eine Basiswahrscheinlichkeit diber dem FEvidenzenraum, die den
Vertrauensgrad in das Auftreten der verschiedenen moglichen Aktionen angibt (Ab-
schnitt 6.2.1.4). Das letzte Szenario schliefilich behandelt den Fall mehrerer Beob-
achter. Dabei wird zunéchst eine Variante untersucht, in der alle Beobachtungen
als vollkommen zuverldssig betrachtet werden (Abschnitt 6.2.1.5), bevor eine Me-
thode zur Behandlung teilweise unzuverliissiger Beobachtungen vorgestellt wird (Ab-
schnitt 6.2.1.5.1). Bei allen Beispielen wird davon ausgegangen, daf} die Giiltigkeit der
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Constraints zwischen Aktionen und Plinen eindeutig entscheidbar ist. Die Behand-
lung des allgemeinsten Falles von Constraints findet sich u.a. in Abschnitt 6.1.3.3.2.
Der erste Fall mit prézisen Beobachtungen wird im Rahmen der Beobachtung eines
Softwareanwenders nochmals ausfiihrlich im Zusammenhang mit der Verwendung der
vorgestellten Konzepte in den Projekten PHI und RAP in Kapitel 7 behandelt.

6.2.1.1 Das prinzipielle Vorgehen

Das Vorgehen bei der Verarbeitung einer Evidenz gliedert sich grundsitzlich in fiinf
Schritte:

1. Regelauswahl
Auf der Basis der aktuellen Beobachtung werden die anwendbaren Beobach-
tungsregeln ausgewihlt, also gerade diejenigen, deren Pramisse erfiillt oder zu-
mindest Fokalelement einer die Evidenz repréisentierenden Basiswahrscheinlich-
keit ist.

2. Modifikation
Diese Regeln werden unter Verwendung der vom Planerkenner gelieferten Infor-
mation iiber die Giiltigkeit der Constraints zwischen Aktionen und Planhypo-
thesen gemaf Definition 6.1.8 modifiziert.

3. Regelanwendung
Die Anwendung dieser modifizierten Regeln entspricht der Berechnung der re-
vidierten Hypothesenstirke 7 gemé&fl Definition 6.1.11.

4. Aktualisierung der Hypothesenbewertung
Die momentane Hypothesenbewertung, die entweder die durch das Benutzermo-
dell oder die in Abschnitt 6.3.2.1 beschriebenen Heuristiken initialisiert wurde
oder aber das Ergebnis vorheriger Planerkennungsschritte ist, wird mit 7 ver-
kniipft, so daf} diese alle bisherigen Beobachtungen widerspiegelt. Das Ergebnis
ist die aktualisierte Hypothesenbewertung gemé&fl Definition 6.1.12.

5. Uberpriifung der Auswahlkriterien
Erfiillt eine der Planhypothesen ein bestimmtes Qualitdtskriterium, so wird diese
als Ergebnis des aktuellen Planerkennungszyklus angeboten. Andernfalls wird
die néchste Beobachtung verarbeitet. Zur Problematik der Definition solcher
Kriterien sei hier auf Abschnitt 6.2.2.1 verwiesen.

Diesem Vorgehen liegen im wesentlichen zwei Unabhingigkeitsannahmen zugrun-
de. Die erste betrifft die Unabhéngigkeit der Beobachtungen in Szenarien mit meh-
reren Beobachtern. Unabhéngigkeit ist in dem Sinne zu verstehen, dafl die von den
verschiedenen Beobachtern erzielten Hypothesenbewertungen mit Hilfe von Demp-
sters Regel miteinander kombinierbar sein miissen, um zu einem Gesamturteil zu
gelangen (vergleiche Definition 6.2.1). Die zweite Annahme betrifft die Ergebnisse
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aufeinanderfolgender Planerkennungszyklen und schlégt sich in erster Linie bei der
Aktualisierung der initialen Hypothesenbewertung (siehe Abschnitt 6.3.2.1) nieder.
Es wird davon ausgegangen, dafl ein Agent denselben Plan beliebig oft hinterein-
ander ausfithren kann. Eine solche Annahme ist fiir den Fall des hier betrachteten
Kiichenszenarios zwar problematisch — ein Agent wird wahrscheinlich nicht an zwei
aufeinanderfolgenden Tagen dasselbe Gericht kochen — im realistischeren Fall von
Planerkennung in Hilfesystemen jedoch durchaus vertretbar. Fiir Anwendungen, die
dieser Annahme widersprechen, miifite eine Ubergangsfunktion von der finalen Hypo-
thesenbewertung eines Zyklus zur initialen Bewertung des néichsten definiert werden,
die solche Uberlegungen miteinbezieht.

6.2.1.2 Prizise Beobachtungen

Sei wieder die Planhierarchie H aus Abbildung 6.1 gegeben. Geméafl den Ausfithrun-
gen in Abschnitt 6.1.3 ergeben sich bei ihrer Reprisentation in der Dempster-Shafer
folgende Werte fiir die Menge der Basispldne Py und der Basisaktionen ©
Po = { MakeSpaghettiCarbonara, MakeFettuciniAlfredo,
MakeFettuciniMarinara, MakeChickenMarinara,

MakeChickenPrimavera, StackBlocks }

© = { GoToKitchen, Boil,
MakeSpaghetti, MakeFettucini,
MakeSauceAlfredo, MakeSauceCarbonara,
MakeMarinara },
die Darstellung der abstrakten Pléne als Teilmengen von P, gemé&fl Definition 6.1.2

und der abstrakten Aktionen als Teilmengen von ©

M (MakePastaDish) = { MakeSpaghettiCarbonara,
MakeFettuciniAlfredo,
MakeFettuciniMarinara }

M (MakeMeatDish) = { MakeChickenMarinara, MakeChickenPrimavera }

M (PrepareMeal) = M (MakePastaDish) U M (MakeMeatDish)
M (TopLevelAct) = Py
M (MakeNoodles) = { MakeSpaghetti, MakeFettucini }

M (MakeSauce) = { MakeSauceAlfredo, MakeSauceCarbonara, MakeMarinara }
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TopLevelAct
PrepareMeal
/E/) F\i
M akePastaDish MakeMeatDish
V V
MakeSpaghettiMarinara MakeChickenMarinara
MakeMarinara

Abbildung 6.8: Der Erkldrungsgraph nach der Beobachtung MakeMarinara.

Das quantitative Benutzermodell enthalte ferner eine initiale Hypothesenbewer-
tung my mit

0.8, X = M(MakePastaDish)
mo(X) = < 0.2, X = M(TopLevelAct) (6.24)
0.0, sonst

die eine gewisse Tendenz des Agenten zu Nudelgerichten deutlich macht, jedoch sehr
unspezifisch ist. Ferner sei u.a. folgende Beobachtungsregel gegeben, die wie in Ab-
schnitt 6.1.3.2 beschrieben mit einem Wert von 0.5 fiir die Konstante c¢q initialisiert
wurde:
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{MakeFettuciniMarinara, MakeChickenMarinara} (0.5)

MakeMarinara
Po \ { StackBlocks } (0.5)

Die dem in [Kautz, 1991] beschriebenen Planerkennungsverfahren zugrundeliegen-
de Theorie beruht darauf, gewisse Schliisse zu ziehen, die innerhalb der minimalen
Modelle der eine gegebene Planhierarchie reprisentierenden logischen Theorie giiltig
sind. Diese Modelle werden durch die wiederholte Anwendung der Circumscription
auf diese Theorie ermittelt und beschreiben im wesentlichen Abschlufleigenschaften
wie die Vollstindigkeit der Abstraktions- und Dekompositionshierarchie (siehe dazu
auch [Kautz und Allen, 1986] und Abschnitt 6.1.3.1). Ziel dieser Schlu$folgerungen ist
die Ableitung der Aussage, dafl die beobachtete Aktion Teil einer Instanz der Aktion
TopLevel Act ist.

Die praktische Umsetzung erfolgt durch den Aufbau sogenannter Erkldrungsgra-
phen, die die wesentlichen Aspekte der Abstraktion und Dekompositionsrelation im
Zusammenhang mit einer aktuellen Beobachtung darstellen. Ziel ist es dabei, inner-
halb eines solchen Graphen einen Pfad vom Knoten TopLevelAct zu dieser Aktion
zu finden. Abbildung 6.8 zeigt einen solchen Graphen nach der Beobachtung einer
Instanz der Basisaktion MakeMarinara.

Dabei bedeutet ein Label = an einer Kante, dafl die mit dem Vaterknoten asso-
ziierte Ereignisinstanz mit derjenigen des Sohnknotens identisch ist. Die Markierung
OR steht dabei fiir mehrere Alternativen einer solchen Gleichsetzung. Die anderen
Markierungen denotieren die Teilschrittbeziehung, etwa S(1,plan) = MakeMarinara
in der Dekomposition von MakeSpaghettiMarinara. Implizit sind mit solchen Kanten
auch die entsprechenden Constraints zwischen Plan und Aktion assoziiert, wie dies
etwa in (6.1) dargestellt ist. Das Vorhandensein einer Kante zwischen zwei Knoten
in einem Erklarungsgraphen deutet darauf hin, daf} alle Constraints zwischen Vater-
und Sohnknoten erfiillt sind.

Die Uberpriifung der Constraints zur Revidierung der Regelgewichte gem#fi dem
in Abschnitt 6.1.3.3.1 beschriebenen Verfahren ist somit sehr einfach. Seien A C ©
eine Aktion(smenge) mit assoziierter Hypothesenmenge (siche Anmerkungen zu De-
finition 5.2.1)

Ga(A) = {Hy,...,H,}.

EG(A) = (V,E) sei ein Erklarungsgraph fiir die Beobachtung A mit einer Menge V'
von Knoten und einer Menge E gerichteter Kanten. Dann gilt

Hz' € V und

Cy,(A) genau dann, wenn o _
es gibt einen Pfad von H; nach A in EG(A)

H; ¢V oder

—Cy,(A) genau dann, wenn _ ) )
es gibt keinen Pfad von H; nach A in EG(A)
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Hypothese my Bel,,, | Pl,,
MakeSpaghettiCarbonara || 0.0 0.0 0.5
MakeFettuciniAlfredo 0.0 0.0 0.5
MakeFettuciniMarinara 0.4 0.4 1.0
MakeChickenMarinara 0.0 0.0 0.2
MakeChickenPrimavera 0.0 0.0 0.1
StackBlocks 0.0 0.0 0.0
MakePastaDish 0.4 0.8 1.0
MakeMeatDish 0.0 0.0 0.2
PrepareMeal 0.1 1.0 1.0
TopLevel Act 0.0 1.0 1.0

Tabelle 6.2: Die durch m; induzierten Vertrauensintervalle fiir die Pline der Abstrak-
tionshierarchie.

Die Bedingung, daf es einen Pfad von dem die Hypothese représentierenden Kno-
ten zum Beobachtungsknoten gibt, ist dann von Interesse, wenn der Erkldrungsgraph
etwa im Falle unsicherer Beobachtungen mehrere solcher Knoten enthélt.

Alle in Knoten von EG(A) reprisentierten Pline kénnen gemifl Kautz’ Theorie
aus der Beobachtung MakeMarinara mit den entsprechenden Parametern abgeleitet
werden. Insbesondere ist die spezifischste Aussage bzgl. des verfolgten Planes die Dis-
junktion des Auftretens von MakeFettuciniMarinara und MakeChickenMarinara.

Beriicksichtigt man nun die o.a. initiale Hypothesenbewertung m, sowie die ge-
wichtete Beobachtungsregel fiir MakeMarinara, so ergibt sich fiir die aktuelle Situation
mit ¢({ MakeMarinara }) = 1 eine revidierte Hypothesenstéirke 7 mit

0.5, X = { MakeFettuciniMarinara, MakeChickenMarinara }
7(X) =< 0.5, X =P, \{ StackBlocks }
0.0, sonst

die exakt den Gewichten der angewandten Regel entspricht. Die Kombination von my
mit 7 ergibt dann eine aktuelle Hypothesenbewertung m; = my @ 7 mit

(0.4, X = { MakeFettuciniMarinara }

0.4, X = MakePastaDish
m1(X) =4 0.1, X ={ MakeFettuciniMarinara, MakeChickenMarinara }
0.1, X =7P;\ { StackBlocks }

L 0.0, sonst
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Betrachtet man die durch m; induzierten Vertrauensintervalle der entsprechen-
den Hypothesen, so erhilt man [0.4,1.0] fiir MakeFettuciniMarinara und lediglich
[0.0,0.2] fiir MakeChickenMarinara. Zu beachten ist, da StackBlocks zu diesem Zeit-
punkt bereits als Hypothese nicht mehr in Frage kommt, da das entsprechende Ver-
trauensintervall auf [0.0,0.0] zusammengeschrumpft ist. Insgesamt ergeben sich die
in Tabelle 6.2 angegebenen Werte fiir die Elemente der Abstraktionshierarchie. Der
Ubersichtlichkeit wegen wurden Hypothesenmengen wie { MakeFettuciniMarinara,
MakeChickenMarinara }, die keinem abstrakten Plan entsprechen, weggelassen. De-
ren Vertrauensintervalle konnen direkt aus den Werten fiir m; abgelesen werden.

Geméf den in Abschnitt 6.2.1.1 aufgelisteten Schritten bei der Verarbeitung von
Evidenzen 1483t sich das Vorgehen bei prizisen Beobachtungen folgendermaflen be-
schreiben. Seien dazu ay € © die eindeutig identifizierte Aktion des Agenten, C die
aktuelle A-Partitionierung von © (vergleiche Abbildung 6.1):

C ={ { GoToKitchen } (a)
{ Boil } (b)
{ MakeSpaghetti } (c)
{ MakeFettucini } (d)
{ MakeSauceCarbonara } (e)
{ MakeSauceAlfredo } (f)
{ MakeMarinara } (8)

M (MakeNoodles) = { (c), (d) }
M (MakeSauce) ={ (e), (), (g) }

© ={ (a), (b), (), (d), (), (F), (8) } }

1. Genau eine Regel ist anwendbar. Ihre Pramisse sei K¢ Ag (es gilt also ag € Ap).

2. Die Menge der giiltigen Constraints, représentiert durch das Atom Cj (vergleiche
Anmerkungen zu Definition 6.1.10)— und damit die notwendige Modifikation die-
ser Regel — kann aufgrund der Information des Planerkenners berechnet werden.
Im konkreten Fall geschieht dies durch Wegesuche in einem Erklédrungsgraphen.

3. Die Berechnung der revidierten Hypothesenbewertung vereinfacht sich zu
F(H) = 350(H),

da nur eine Modifikation der Regelgewichte zu betrachten ist und die Basiswahr-
scheinlichkeit ¢ auf © — und damit auch die induzierte Basiswahrscheinlichkeit
cec — nur ein Fokalelement (ndmlich {ap} bzw. Ag) hat.

4. Die Berechnung der aktuellen Hypothesenbewertung geschieht wie iiblich durch
Anwendung von Dempsters Regel.

5. Fiir die Diskussion von Auswahlkriterien sei auf Abschnitt 6.2.2.1 verwiesen.
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TopLevelAct

(=)

PrepareM eal
OR
MakePastaDish MakeMeatDish
OR
M akeSpaghetti Carbonara MakeFettuciniMarinara MakeChickenMarinara

Cs)

M akeSauceCarbonara MakeMarinara

Abbildung 6.9: Der Erklarungsgraph der disjunktiven Beobachtung MakeSauceCar-
bonara V MakeMarinara.

6.2.1.3 Disjunktive Beobachtungen

Gegeben sei weiterhin das bereits im vorigen Abschnitt verwendete Szenario. Die ak-
tuelle Beobachtung sei diesmal MakeSauceCarbonara V MakeMarinara. Abbildung 6.9
zeigt den resultierenden Erklarungsgraphen. Ferner sei u.a. folgende Beobachtungs-
regel gegeben, die wiederum mit einem Wert von ¢y = 0.5 (wie in Abschnitt 6.1.3.2
beschrieben) initialisiert wurde:

M (MakePastaDish) U M (MakeMeatDish) (0.5)

MakeSauce

Po \ { StackBlocks } (0.5)
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Hypothese m} | Bely, | Plyy
MakeSpaghettiCarbonara || 0.0 0.0 1.0
MakeFettuciniAlfredo 0.0 0.0 0.5
MakeFettuciniMarinara 0.0 0.0 1.0
MakeChickenMarinara 0.0 0.0 0.2
MakeChickenPrimavera 0.0 0.0 0.1
StackBlocks 0.0 0.0 0.0
MakePastaDish 0.4 0.8 1.0
MakeMeatDish 0.0 0.0 0.2
PrepareMeal 0.1 1.0 1.0
TopLevelAct 0.0 1.0 1.0

Tabelle 6.3: Die durch m} induzierten Vertrauensintervalle fiir die Pléne aus H.

Gemaéf der Definition der A-Partitionierung C von © im vorigen Abschnitt ist diese
die einzige anwendbare Regel. Wie dem Erklarungsgraphen in Abbildung 6.9 leicht zu
entnehmen ist, sind die Constraints fiir MakeFettuciniAlfredo und MakeChickenPri-
mavera nicht erfiillt, was zu folgender modifizierten Beobachtungsregel fiir MakeSauce
fiihrt

MakeSpaghettiCarbonara, MakeFettuciniMarinara, (0.5)
MakeChickenMarinara ’

MakeSauce
Po \ { StackBlocks } (0.5)

Diese Regelgewichte entsprechen somit auch den Werten der revidierten Hypothe-
senstéirke 7, deren Kombination mit der initialen Hypothesenbewertung mq aus (6.24)
folgende aktuelle Hypothesenbewertung m/ ergibt:

(0.4, X ={ MakeSpaghettiCarbonara, MakeFettuciniMarinara }
0.4, X = MakePastaDish
0.1, X ={ MakeSpaghettiCarbonara, MakeFettuciniMarinara,

I —
mi(X) = MakeChickenMarinara }
0.1, X = M(PrepareMeal)
(| 0.0, sonst

Die daraus resultierenden Vertrauensintervalle fiir die in der Planhierarchie ent-



Kapitel 6: Planerkennung mit der Dempster-Shafer Theorie 139

haltenen Pliane konnen Tabelle 6.3 entnommen werden.

Beschreibt man die Verarbeitung einer disjunktiven Beobachtung anhand der fiinf
Schritte aus Abschnitt 6.2.1.1, so stellt man fest, dal es hierbei keinen prinzipiellen
Unterschied gegeniiber der Behandlung priziser Beobachtungen gibt. Lediglich das
im letzten Abschnitt definierte Kriterium fiir die Giiltigkeit von Constraints muf
erweitert werden. Sei dazu A C © mit H; € GA(A). Dann gilt:

H;, € V und

Cmi(A) genau dann, wenn es gibt einen Pfad von H; nach A" in EG(A)
firein A’C A
—Cy,(A) sonst

Im obigen Beispiel bedeutet dies etwa, dal die notwendigen Constraints bzgl.
MakeSpaghettiCarbonara erfiillt sind, da es einen Pfad von diesem Knoten zu Make-
SauceCarbonara im Erklarungsgraphen gibt, das als einelementige Teilmenge der Be-
obachtung interpretiert wird.

Anmerkungen:

1. Die Tatsache, dafl genau eine Beobachtungsregel anwendbar ist, beruht auf der
Identifizierung einer disjunktiven Beobachtung a; V ... V a,, mit der logischen
Formel

Ke(a V... Vay,),

so dafl es in der A-Partitionierung von © genau ein Ay C © gibt mit

Ke(a1 V..V CLn) = KcA().

2. Die Anwendung aller Regeln, deren Pramisse durch eines der a; erfiillt wird, ent-
spriache demgegeniiber der konjunktiven Verkniipfung der a; im Sinne mehrerer
voneinander unabhéngiger Beobachtungen.

6.2.1.4 Unsichere Beobachtungen

Waren die Beobachtungen im letzten Abschnitt noch durch eine Disjunktion Ke(a; V
...V a,) elementarer Aktionen als spezifischste Aussage gekennzeichnet, wodurch nur
eine Beobachtungsregel angewendet werden konnte, so duflert sich die Unsicherheit
der hier betrachteten Beobachtungen auf eine andere Art. Der Typ von Evidenzen,
der nun untersucht wird, ist charakterisiert durch Formeln der Form

KeA; V... VKeA,

mit A; C ©, wobei jedem Disjunkt eine bestimmte Wahrscheinlichkeit in der epistemi-
schen Algebra des Evidenzenraumes zugeordnet ist. D.h. die Basiswahrscheinlichkeit
¢, die die Evidenz représentiert, hat hier i.a. mehrere Fokalelemente.
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TopLevelAct
TopLevelAct

PrepareMeal
PrepareM eal

OR
MakePastaDish
dTE) MakePastaDish MakeMeatDish
MakeSpaghettiCarbonara

MakeSauce

M akeSauceCarbonara

Abbildung 6.10: Die Erklarungsgraphen fiir die Beobachtungen MakeSauceCarbonara
und MakeSauce.

Evidenzen dieser Art sind beispielsweise dann denkbar, wenn die Aktionen des
Agenten nicht direkt beobachtet werden kénnen, sondern lediglich deren Effekte in
der Welt. In einer ersten Phase mufl dann zunichst auf die in Frage kommenden
Aktionen geschlossen werden, wodurch sich eine der Hypothesenbewertung 7 dhnliche
Bewertung c der Elemente des Evidenzenraumes ergibt. Die formale Behandlung eines
solchen Szenarios findet sich in Abschnitt 6.2.1.6.

Sei also nochmals das Szenario der letzten beiden Abschnitte gegeben. Die aktuelle
Evidenz sei charakterisiert durch c¢: 2® — [0, 1] mit

0.2, X = {MakeMarinara}

0.3, X = {MakeSauceCarbonara}
0.5, X = MakeSauce

0.0, sonst

cX) =

Diese Beobachtung wird durch eine Menge von Erkldrungsgraphen représentiert,
von denen jeder jeweils eines der Fokalelemente von c¢ erkliart. Neben dem Graphen
aus Abbildung 6.8 ergeben sich somit zusétzlich die Erklarungsgraphen aus Abbil-
dung 6.10. Zusétzlich zu den bereits vorgestellten Beobachtungsregeln fiir MakeMa-



Kapitel 6: Planerkennung mit der Dempster-Shafer Theorie

141

Hypothese my | Belyy| Plyy
MakeSpaghettiCarbonara || 0.15 | 0.15 | 0.90
MakeFettuciniAlfredo 0.00 | 0.00 | 0.75
MakeFettuciniMarinara 0.08 | 0.08 | 0.85
MakeChickenMarinara 0.00 | 0.00 | 0.17
MakeChickenPrimavera 0.00 | 0.00 | 0.15
StackBlocks 0.00 | 0.00 | 0.00
MakePastaDish 0.60 | 0.83 1.0
MakeMeatDish 0.00 | 0.00 | 0.17
PrepareMeal 0.15 1.0 1.0
TopLevel Act 0.0 1.0 1.0

Tabelle 6.4: Die durch m} induzierten Vertrauensintervalle fiir die Pléne aus H.

rinara in Abschnitt 6.2.1.2 und fiir MakeSauce in Abschnitt 6.2.1.3 sei die auf die

gleiche Weise initialisierte Regel

{ MakeSpaghettiCarbonara } (0.5)

MakeSauceCarbonara

Po \ { StackBlocks } (0.5)

gegeben. Als revidierte Hypothesenstirke 7 ergibt sich

0.10, X = { MakeFettuciniMarinara, MakeChickenMarinara }

0.15, X = { MakeSpaghettiCarbonara }

H(X) =

0.75, X = M (PrepareMeal)

0.00, sonst

Als Werte der aktuellen Hypothesenbewertung m{ ergeben sich

m{(X) =< 0.15, X = { MakeSpaghettiCarbonara }

0.15, X = M(PrepareMeal)
[ 0.60, X = M(MakePastaDish)

(0.02, X = { MakeFettuciniMarinara, MakeChickenMarinara }
0.08, X = { MakeFettuciniMarinara }
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Die induzierten Vertrauensintervalle fiir die Elemente der Planhierarchie konnen der
Tabelle 6.4 enthommen werden.

Anmerkungen:

1. Anwendbar sind in einem solchen Szenario alle Regeln mit Pramisse K¢ A, fiir
die es ein Fokalelement A von ¢ gibt mit Ke A = K¢ A,.

2. Zur Feststellung der Giiltigkeit von Constraints muf} in einem solchen Fall ein
Pfad von einer Planhypothese zur beobachteten Aktion in einem der gegebenen
Erkldrungsgraphen gefunden werden.

6.2.1.5 Mehrere Beobachter

Bisher wurde stets davon ausgegangen, dafl ein Beobachter den Agenten bei der
Durchfithrung von Aktionen iiberwacht. Es ist jedoch auch moglich, die Resultate
mehrerer voneinander unabhingige Beobachter bei der Bewertung der Hypothesen
zu beriicksichtigen. In diesem Fall mufl aus den Einzelergebnissen dieser Beobachter
zundchst eine Bewertung berechnet werden, die den Gesamteindruck aller Beobachter
widerspiegelt.

Definition 6.2.1 (akkumulierte Hypothesenstirke)

Es seien n > 1 verschiedene, voneinander unabhéingige Beobachter gegeben. Aufgrund
der aktuellen Beobachtung ergebe sich fiir jeden von ihnen eine revidierte Hypothe-
senstirke 73,7 = 1, ..., n auf einem gemeinsamen Hypothesenraum. Dann ist

Mm = MNO...OM

die akkumulierte Hypothesenstdirke der Beobachter 1, ..., n.

6.2.1.5.1 Zuverlissige Beobachtungen

Zunichst wird angenommen, dafl die Aussagen aller Beobachter als vollkommen zu-
verlédssig betrachtet werden. Seien konkret die Beobachtungen aus Abschnitt 6.2.1.4
von drei verschiedenen Beobachtern iiber demselben Evidenzenraum gemacht worden.
Diese Evidenzen seien beschrieben durch die Basiswahrscheinlichkeiten ¢, cg, c3 mit
(0.2, X = {MakeMarinara}

c1(X) = < 0.8, X = Action

| 0.0, sonst

(0.3, X = {MakeSauceCarbonara}
c2(X) = ¢ 0.7, X = Action

| 0.0, sonst
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0.5, X = MakeSauce
c3(X) = 0.5, X = Action
0.0, somnst

Dabei ist Action wie in Abschnitt 6.1.1 erldutert die Aktion, die alle anderen
abstrahiert. Die ihr zugeordnete Aktionsmenge M (Action) ist somit die Menge aller
Aktionen. Da sie in keinem der Plidne der gegebenen Planhierarchie explizit vorkommt,
existiert fiir sie lediglich die in Abschnitt 6.1.3.2 eingefiihrte Beobachtungsregel

Action Po (1.0) .

Als revidierte Hypothesenstéirken ergeben sich folglich nach Anwendung der nicht-
modifizierten Beobachtungsregeln fiir MakeSauceCarbonara, MakeMarinara, Make-
Sauce und Action, wie sie in den vorangegangenen Abschnitten definiert wurden (siehe
Seiten 134, 137, 141, 143).

[ 0.10, X = { MakeFettuciniMarinara, MakeChickenMarinara }
0.10, X =P, \ { StackBlocks }

0.80, X =P,

0.00, sonst

(X)) = {

(0.15, X = { MakeSpaghettiCarbonara }
0.15, X =P, \ { StackBlocks }
0.70, X =P,

0.00, sonst

[ 0.50, X = M(MakeMeatDish) U M (MakePastaDish)
(X)) = { 050, X =7,
0.00, sonst

Die akkumulierte Hypothesenstérke 7 5 3 ist gegeben durch

(0.086, X = { MakeFettuciniMarinara, MakeChickenMarinara }
0.137, X = { MakeSpaghettiCarbonara }
0.493, X = M (MakeMeatDish) U M (MakePastaDish)
(= M (PrepareMeal))
0284, X = P
L 0.000, sonst

7“172,3(X) =~ <
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"

Hypothese m/ Belyy | Plyyr

MakeSpaghettiCarbonara || 0.1370 | 0.1370 | 0.9140
MakeFettuciniAlfredo 0.0000 | 0.0000 | 0.7770
MakeFettuciniMarinara 0.0688 | 0.0688 | 0.8630
MakeChickenMarinara 0.0000 | 0.0000 | 0.1726
MakeChickenPrimavera 0.0000 | 0.0000 | 0.1554

StackBlocks 0.0000 | 0.0000 | 0.0568
MakePastaDish 0.6216 | 0.8274 | 1.0000
MakeMeatDish 0.0000 | 0.0000 | 0.1726
PrepareMeal 0.0986 | 0.9432 | 1.0000
TopLevel Act 0.0568 | 1.0000 | 1.0000

Tabelle 6.5: Die durch m}’ induzierten Vertrauensintervalle fiir die Plane aus H.

Die aktualisierte Hypothesenbewertung m{’ := mgy @ 7123 hat somit die folgenden

Werte:
[ 0.0688, X = { MakeFettuciniMarinara }
0.1370, X = { MakeSpaghettiCarbonara }
0.0172, X = { MakeFettuciniMarinara, MakeChickenMarinara }
m!{"(X) ~ ¢ 0.6216, X = MakePastaDish
0.0986, X = PrepareMeal
0.0568, X = TopLevelAct
[ 0.0000, sonst

Bezogen auf die in der Abstraktionshierarchie enthaltenen Planhypothesen, ergeben
sich die in Tabelle 6.5 angegebenen Vertrauensintervalle.

6.2.1.5.2 Unzuverlissige Beobachtungen
Es wird angenommen, dafl der Grad der Zuverléssigkeit der Aussagen eines Beobach-
ters quantifiziert werden kann.

Definition 6.2.2 (“discounting”) [Lowrance et al., 1986]
Seim : 2% — [0, 1] eine Basiswahrscheinlichkeit, o € [0, 1] der Grad der Zuverlissigkeit
der Informationsquelle, aus der m stammt. Dann wird die Operation, die aus m eine
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%a

modifizierte Basiswahrscheinlichkeit m”°® macht mit

o [ a-m(X), X #Q
m(X) = {(1—a)+a-m(X), X=0Q

als Discounting bezeichnet.

Die Unzuverldssigkeit der zugrundeliegenden Information wird dadurch kompensiert,
dafl ein Teil der den verschiedenen Fokalelementen von m zugewiesenen Evidenz-
masse der unspezifischsten aller Hypothesen €2 zugeordnet wird. Ist die Information
vollstindig unzuverléssig (d.h. @ = 0), so wird aus m die “leere” Basiswahrschein-
lichkeit mit m”°(Q) = 1. Ist hingegen « = 1, so wird die Information als zuverlissig
betrachtet, und m”' = m.

Fiir die drei Beobachter aus dem vorhergehenden Abschnitt seien die Zuverléssig-
keitsgrade 0.1, 0.5 bzw. 0.8 gegeben. Verwendet man die resultierenden Hypothe-
senstirken 7/°0-1 70 und 7% zur Berechnung der akkumulierten Hypothesenstirke,
so ergibt sich

(0.0743, X = { MakeSpaghettiCarbonara }

0.000926, X = { MakeFettuciniMarinara, MakeChickenMarinara }
3(X) ~ { 0416262, X = PrepareMeal

0.500175, X = TopLevelAct
[ 0.0000, sonst

Die Kombination mit der Vorabbewertung mg ergibt

[ 0.000741, X = { MakeFettuciniMarinara }

0.0743, X = { MakeSpaghettiCarbonara }

0.00185, X = { MakeFettuciniMarinara, MakeChickenMarinara }
m{"(X) ~ ¢ 0.73315, X = MakePastaDish

0.08235, X = PrepareMeal

0.100035, X = TopLevelAct
( 0.0000, sonst

Die mangelnde Zuverléssigkeit der einzelnen Beobachtungen fiihrt hier zu einer
Konzentration der Evidenzmasse auf der unspezifischsten Hypothese in der akkumu-
lierten Hypothesenstirke und somit im wesentlichen zu einer Bestétigung der Vorab-
bewertung my durch die aktualisierte Hypothesenbewertung m/” in dem Sinne, daf}
die Fokalelemente von mgy ihre hohen Bewertungen beibehalten und allen anderen

Hypothesen nur geringe Vertrauensgrade zugewiesen werden (siehe auch Tabelle 6.6)
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Hypothese mi" Belyym | Plyym
MakeSpaghettiCarbonara | 0.0743 0.0743 1.0000
MakeFettuciniAlfredo 0.0000 0.0000 1.0000
MakeFettuciniMarinara 0.000741 | 0.000741 | 1.0000
MakeChickenMarinara 0.0000 0.0000 1.0000
MakeChickenPrimavera 0.0000 0.0000 1.0000
StackBlocks 0.0000 0.0000 | 0.100035
MakePastaDish 0.73315 | 0.808191 | 1.0000
MakeMeatDish 0.0000 0.0000 | 0.184235
PrepareMeal 0.08235 0.8999 1.0000
TopLevel Act 0.100035 | 1.0000 1.0000

Tabelle 6.6: Die durch m}” induzierten Vertrauensintervalle fiir die Pline aus H.

6.2.1.6 Indirekte Beobachtungen und Verkettung von Beobachtungsre-

geln

Eine Ursache fiir den in Abschnitt 6.2.1.4 behandelten Typ unsicherer Evidenzen,
bei dem verschiedene Alternativen mit einer Basiswahrscheinlichkeit ¢ mit mehreren
Fokalelementen auf dem Evidenzenraum © bewertet wurden, konnen indirekte Be-
obachtungen sein. Beispielsweise ist nicht in jeder Anwendung gewéhrleistet, dafl die
Aktion eines Agenten direkt beobachtbar ist. Vielmehr kann es vorkommen, daf§ dem
Beobachter nur Verinderungen in der Welt zuginglich sind, aus denen zunéchst auf
mogliche verursachende Aktionen des Agenten geschlossen werden mufl; um erst dann
diese Aktionen auf Pline abbilden zu konnen.

Die Identifizierung moglicher Aktionen auf der Basis solcher Beobachtungen er-
folgt prinzipiell nach demselben Schema wie die bisher beschriebene Planerkennung
selbst. Eine Menge von Regeln bildet Verdnderungen in der Welt — dargestellt in einem
Ereignisraum — auf verursachende Aktionen ab und induziert somit eine Basiswahr-
scheinlichkeit auf dem Evidenzenraum der Aktionen. Solche indirekten Beobachtungen
konnen prinzipiell iiber beliebig viele Ereignisrdume hinweg “transportiert” werden.
Ein dem hier beschriebenen Ansatz shnliches Schema ist im System Gister [Lowran-
ce et al., 1986] auf der Basis sogenannter “Kompatibilitiitsrelationen” implementiert.

Um den Mechanismus der Regelverkettung zu untersuchen, seien die Ereignisrdume
Oy (zur Beschreibung von Veréinderungen in der Welt), © (der die verschiedenen Ak-
tionen enthaltende Raum) und P, (der Hypothesenraum) gegeben sowie die beiden
A-Partitionierungen C(Oy ) und C(O). Ferner existierten die beiden Beobachtungsre-
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1.0 1.0

Abbildung 6.11: Zwei Beobachtungsregeln in einem Szenario mit indirekter Beobach-
tung.

geln
R, = {Szlv | ®W D) Ae C(@V[/)}, Ry = {SA | ®>2 Ae C(@)}

Zunéchst sollen eventuell existierende Constraints bei der Regelanwendung aufler acht
gelassen werden.

Sei nun als (indirekte) Evidenz eine Basiswahrscheinlichkeit e : 2% — [0, 1] ge-
geben. Gemifl Definition 5.1.4 induziert diese (gemeinsam mit R;) eine Hypothe-
senstirke

rX) = X si(X) econ)(4)
AeC(Ow)
fir alle X C ©. Dabei ist ec(e,,) die gemafl Definition 6.1.6 durch e und C(O)
induzierte Basiswahrscheinlichkeit. 7' entspricht in einem Szenario wie dem in Ab-
schnitt 6.2.1.4 beschriebenen der dort angegebenen Basiswahrscheinlichkeit c. Die
Anwendung der von © ausgehenden Beobachtungsregel Ry fiihrt schliefllich zur Be-
wertung

r(X) = Z()SA(X) re(e)(A)
= > sa(X) s (X) ecion)(A)

AEC(©) A'eC(0w)

der Planhypothesen in P.

Definition 6.2.3 (Verkettung)
In der gegebenen Situation ist die Verkettung der beiden Beobachtungsregeln R; und
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10

Abbildung 6.12: Dieselben Regeln nach der Verkettung.

R, definiert als Ry = {s} | Ow 2 A € C(Ow)} mit

sh:2P — [0,1]
X o Y sa(X)sT(A).
A'ec(O)

Dabei ist 8/2? die durch s} und C(©) auf © induzierte Basiswahrscheinlichkeit gemif
Definition 6.1.6.

Diese Definition liefert ein Verfahren zur “Compilierung” zweier Beobachtungsre-

geln in eine einzige Regel, wodurch erhebliche Laufzeitgewinne erreicht werden, wenn
die Zwischenergebnisse — in diesem Fall also die Bewertung von © — nicht von di-
rektem Interesse sind. Existieren jeweils Constraints zwischen den Elementen zweier
in einer solchen Verkettung aufeinanderfolgenden Ereignisrdume, so ist diese Com-
pilierung weniger sinnvoll, da prinzipiell alle méglichen Modifikationen der einzelnen
Regeln in Abhéngigkeit der Constraints miteinander verkettet werden miifiten, was zu
einer kombinatorisch ansteigenden Zahl zu verwaltender Beobachtungsregeln fiihren
wiirde.
Beispiel: Gegeben seien Oy = {a,b}, © = {z,y} und Py = {hy, he}, C(Ow) = 2°W,
C(0) = 2°. Die Beobachtungsregeln seien gemif} Abbildung 6.11 gegeben. Das Ergeb-
nis der Verkettung ist in Abbildung 6.12 dargestellt. Interpretiert man Abbildung 6.11
als gerichteten Graphen, so erhilt man die Regelgewichte s} (H) der Verkettung, in-
dem man die Gewichte an den Kanten entlang der Pfade von A nach H miteinander
multipliziert und anschlielend iiber alle solchen Pfade summiert.
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6.2.2 Interpretation der Ergebnisse

Das Ergebnis der Verarbeitung von Beobachtungen, wie sie in Abschnitt 6.2.1 be-
schrieben wurde, ist jeweils eine numerische Bewertung der vorhandenen Planhypo-
thesen. Die urspriingliche Motivation zu Berechnung einer solchen Bewertung war, auf
der Basis dieser numerischen Werte eine Reihenfolge der Planhypothesen gemif eines
zu definierenden Qualitdtskriteriums festzulegen, um gegebenenfalls die am besten
bewertete Hypothese auswihlen zu konnen. Der folgende Abschnitt beschéftigt sich
mit der Frage, wie mit einer Basiswahrscheinlichkeit solche Kriterien definiert wer-
den koénnen, bevor Abschnitt 6.2.2.2 die Rechtfertigung getroffener Entscheidungen
gegeniiber dem Anwender eines solchen Systems untersucht.

6.2.2.1 Auswahl von Planhypothesen

Einer der am héufigsten angesprochenen Kritikpunkte an der Dempster-Shafer Theo-
rie ist das Fehlen eines eindeutigen Kriteriums zur Entscheidungsunterstiitzung. Ur-
sache dafiir ist die Tatsache, dafl Vertrauensgrade durch drei verschiedene, inhaltlich
jedoch dquivalente Funktionen (Basiswahrscheinlichkeiten, Belief- und Plausibilitats-
funktionen) représentiert werden, wodurch Ereignissen kein punktueller Wert, sondern
ein Vertrauensintervall [Bely,(.), Ply(.)] zugewiesen wird. Diesem “Defizit” ist jedoch
entgegenzuhalten:

“[...] when such intervals overlap and cannot be ordered, this fact simply
reflects a basic deficiency in our knowledge” [Ruspini et al., 1992].

Dies bedeutet, dal der Vorteil der expliziten Repréisentation partieller Unwissenheit
i.a. mit dem Verlust der eindeutigen Entscheidungsfindung einhergeht. Als eine Folge
dieser Situation ist es moglich, eigene Entscheidungskriterien zu definieren, die die vor-
handenen numerischen Werte mittels gewisser Heuristiken miteinander kombinieren.

Dem gegeniiber steht der Nachteil der Bayesschen Wahrscheinlichkeitstheorie, daf§
die zur Entscheidungsfindung herangezogenen numerischen Werte stark von der Wahl
des Ereignisraums abhingen, wéihrend diese bei der Dempster-Shafer Theorie eine
geringere Rolle spielt (vergleiche dazu [Wilson, 1993]).

Das “Standardverfahren” zur Entscheidungsfindung nach [Dempster, 1967] beruht
auf der Interpretation einer Belief-Funktion als eine kompakte Reprisentation einer
konvexen Menge K von Wahrscheinlichkeiten, die mit dieser kompatibel sind (d.h.
Bel(X) < P(X) < PI(X) fir P € K). Bei einer gegebenen Nutzenfunktion U kann
dann eine untere Schranke fiir den erwarteten Nutzen fiir alle P € K berechnet und
als Entscheidungsgrundlage verwendet werden:

E*[U] = ianEICP'U-

Eine Alternative dazu bietet die in [Smets, 1988] vorgestellte pignistische Wahrschein-
lichkert.
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Definition 6.2.4 (pignistische Wahrscheinlichkeit)
Sei m : 2% — [0, 1] eine Basiswahrscheinlichkeit. Dann heifit die Funktion

Py:27 — [0,1]

ANX

X - Zm(A)| |
Ach Al

die durch m induzierte pignistische Wahrscheinlichkeit.

Anmerkung: Fiir die einzelnen Elemente z € 2 ergibt sich

P({z}) = Y %

A:zeA

P, verteilt somit die einem Ereignis A C ) zugewiesene Vertrauensmasse m(A)
gleichméBig an dessen Elemente.

Dieses Vorgehen, die Vertrauensintervalle zu Punkten zu verkleinern, induziert
einerseits zwar wieder die bereits den punktwertigen Wahrscheinlichkeitsfunktionen
inhdrenten Probleme wie Abhéngigkeit von der Wahl des Ereignisraums, jedoch bleibt
hier die durch m représentierte Unwissenheit weiterhin verfiighar. Auflerdem wird in
[Wilson, 1993] gezeigt, da die — einfachere — Verwendung der pignistischen Wahi-
scheinlichkeit zu denselben Erwartungswerten fiihrt wie das o.a. Standardverfahren.
Die Wahl, die Entscheidung fiir eine der Planhypothesen eines Planerkenners auf Py zu
stiitzen (also diejenige mit maximaler pignistischer Wahrscheinlichkeit auszuwéhlen),
ist somit gerechtfertigt.

Beispiel: Am Fall der Hypothesenbewertung m/’ aus Abschnitt 6.2.1.5 soll das Vor-
gehen verdeutlicht werden. Fiir die Hypothese { MakeSpaghettiCarbonara } ergibt
sich etwa

Py({ MakeSpaghettiCarbonara }) = 0.137 +0.6216/3 + 0.0986/5 + 0.0568/6
~ 0.37342.

Fiir die iibrigen elementaren Hypothesen ergeben sich folgende Werte:

Py({ MakeFettuciniAlfredo }) ~ 0.23642
Py({ MakeFettuciniMarinara }) ~ 0.31382
Py({ MakeChickenMarinara }) =~ 0.03782
Py({ MakeChickenPrimavera }) =~ 0.07652
Py({ StackBlocks }) ~ 0.0095.

Zum gegenwértigen Zeitpunkt fiele die Wahl somit auf MakeSpaghettiCarbonara.



Kapitel 6: Planerkennung mit der Dempster-Shafer Theorie 151

Anmerkung: Bei allen moglichen Entscheidungskriterien besteht gegeniiber der klas-
sischen Wahrscheinlichkeitstheorie, die ausschliefflich mit punktuellen Werten arbei-
tet, der Vorteil, dafl der einer Hypothesenbewertung inhirente Grad der Nichtspezifi-
zitdt (siehe Definition 6.3.4) und damit die Unsicherheit bzgl. dieser Bewertung selbst
verfiigbar sind. Somit kénnen gegebenenfalls Entscheidungen solange verschoben wer-
den, bis zusétzliche Information vorhanden ist, die die Verteilung von Vertrauenswer-
ten an die verschiedenen Hypothesen auf eine sicherere Grundlage stellt.

6.2.2.2 Erklarung von Entscheidungen

Eines der wichtigsten Kriterien, das die Akzeptanz von durch Computersysteme ge-
troffenen Entscheidungen durch Anwender beeinflufit, ist deren Fihigkeit, diese Ent-
scheidungen begriinden und erkléren zu kénnen. Die einfachste Art, dies zu tun, wére
die Auflistung sémtlicher angewandter Regeln, was jedoch — zumal in Verbindung
mit den numerischen Unsicherheitswerten — von einem Benutzer kaum nachvollzieh-
bar sein diirfte. Im folgenden sollen daher kurz zwei Methoden vorgestellt werden, die
einerseits diesen Aspekt der Unsicherheit, andererseits die hierarchische Struktur des
Hypothesenraumes beriicksichtigen.

‘\
@ TRANSLATE @ /

Abbildung 6.13: Analysegraph fiir eine Beobachtung.

Die in [Strat, 1987] vorgestellte Methode beruht auf einer sogenannten “Empfind-
lichkeitsanalyse” (sensitivity analysis). Dazu wird zunéchst aufgrund der zu beriick-
sichtigenden Information ein Analysegraph konstruiert, dessen Knoten Ereignisrdume
mit ihren jeweiligen Bewertungen reprisentieren, und dessen Kanten die Uberginge
dazwischen durch die Operationen “FUSE” (Kombination mit Dempsters Regel),
“TRANSLATE” (Anwendung einer Kompatibilitéitsrelation zwischen Ereignisrdum-
en) usw. darstellen.

Abbildung 6.13 zeigt einen solchen Analysegraph fiir den ersten Schritt der Plan-
erkennung mit initialer Hypothesenbewertung my, revidiertem Regelgewicht 5; und
resultierender Hypothesenstéirke 7, sowie die sich ergebende aktuelle Hypothesenbe-
wertung m;. Es kam dabei nur eine Regel zur Anwendung. Der durch sie induzierte
Ubergang vom Evidenzen- zum Hypothesenraum wurde hier durch TRANSLATE an-
gedeutet. Diese beiden Konzepte sind nicht miteinander identisch, ihre genaue Unter-
scheidung spielt aber in diesem Zusammenhang keine Rolle (siehe dazu [Strat, 1987]).
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DISCOUNT
@ TRANSLATE @ DISCOUNT /

Abbildung 6.14: Modifizierter Analysegraph fiir eine Beobachtung.

Um nun beispielsweise eine Benutzeranfrage bzgl. der Begriindung einer Entschei-
dung beantworten zu koénnen, wird diejenige Evidenz ausgewihlt, die die betreffende
Hypothese am stérksten unterstiitzt (im aktuellen Fall also mg oder 7). Diese wird
dann verbalisiert und dem Benutzer ausgegeben.

Zur Berechnung dieser Evidenz wird der aktuelle Analysegraph wie in Abbil-
dung 6.14 modifiziert. Alle in Frage kommenden Evidenzen werden mit Hilfe der
Operation DISCOUNT gewichtet. Wie bereits in Abschnitt 6.2.1.5.2 erldutert, dient
diese Operation im System Gister [Lowrance et al., 1986] eigentlich dazu, den Ein-
fluBl von Informationen relativ zu ihrer Zuverlissigkeit zu reduzieren, indem von einer
Basiswahrscheinlichkeit m iiber einem Ereignisraum €2 zu

o { a-m(X), X #Q
m”*(X) = (6.25)
l-a)+a-mX), X=Q
iibergegangen wird (siehe auch Definition 6.2.2). Der Faktor o = 1 steht fiir absolute
Zuverldssigkeit, wihrend o = 0 aus m die leere Basiswahrscheinlichkeit macht. Im
Beispiel sind die Zuverldssigkeitsfaktoren fiir mg und 7, mit oy bzw. as bezeichnet.
Kombiniert man zwei solcher modifizierten Basiswahrscheinlichkeiten, so wird die
entstehende Belieffunktion Bel eine Funktion der beiden Parameter oy und «y. Die
partiellen Ableitungen

OBel OBel
B (X) = o , By(X) =

6012

a;=1 a;=1

dieser Funktion nach dem jeweiligen Zuverlissigkeitsparameter, evaluiert an der Stelle
a; = 1 (i = 1,2), reprisentiert die Verdnderung des Belief-Wertes relativ zu einer
Verénderung der Zuverldssigkeit der beiden Quellen (B; fiir my und B fiir 7). Der
Wert 1 fiir o; mufl gewdhlt werden, weil dies der urspriinglichen Kombination der
unverdnderten Basiswahrscheinlichkeiten entspricht.

Der groflere dieser beiden Werte entscheidet, welche der beiden Quellen eine be-
stimmte Hypothese stirker unterstiitzt. Entsprechende Analysen kénnen ebenso fiir
die Plausibilitatsfunktion und andere Faktoren durchgefiihrt werden, deren Auswer-
tung jeweils die Beantwortung unterschiedlicher Benutzeranfragen erlaubt.
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Dieses extrem aufwendige Verfahren, das prinzipiell in jedem Schritt bei jeder
Kombination zweier Basiswahrscheinlichkeiten anzuwenden ist, erlaubt die detaillier-
te Beantwortung unterschiedlicher Anfragen des Benutzers bzgl. des Ergebnisses der
Evaluierung einer Evidenz. Da allerdings ein solcher Rechenaufwand nicht immer zu
vertreten ist, wird im Expertensystem GERTIS [Yen, 1989] ein einfacheres Verfahren
angewandt (siehe dazu auch Abschnitt 5.1).

GERTIS arbeitet mit einer Hierarchie medizinischer Hypothesen fiir bestimmte
Krankheitsbilder. Will ein Anwender N&heres zur Bewertung einer bestimmten Hy-
pothese wissen, so wird folgendes Verfahren angewandt.

1. Alle Regeln, die die betreffende Diagnose (Hypothese) direkt unterstiitzen oder
dieser widersprechen, werden aufgelistet.

2. Die Schlufifolgerungen iiber die Oberklassen dieser Diagnose werden beschrie-
ben. Diese umfassen im wesentlichen die diesen zugeordneten Vertrauensinter-
valle.

3. Der Anwender erhélt die Moglichkeit, iiber diese Oberklassen weitere Informa-
tion zu verlangen.

Yen erhebt den Anspruch, dafi dieses Erklarungsverfahren der umgekehrten Stra-
tegie entspricht, die bei der Diagnose angewandt wird — ndmlich Einschrinken allge-
meiner Krankheitsklassen, bis konkrete Instanzen iibrigbleiben — und aufgrund der
dynamischen Bestimmung der auszugebenden Regeln aufgrund der Historie der aktu-
ellen Diagnose den konkreten Sachverhalt addquat widerspiegelt.

Dieses Verfahren 148t sich nicht direkt auf den hier beschriebenen Ansatz zur Be-
wertung der Hypothesen eines Planerkenners anwenden, da besonders wihrend der
ersten Erkennungszyklen die vorhandenen Beobachtungsregeln noch sehr unspezifisch
sind in dem Sinne, daf} ihre Regelgewichte relativ grofle Hypothesenmengen als Fokal-
elemente besitzen. Es ist daher oftmals der Fall, daf} iberhaupt keine Einzelhypothe-
sen direkt durch eine Beobachtung unterstiitzt werden (siehe dazu Abschnitt 6.1.3.2).
Dieser Einflufl wird nur indirekt ausgeiibt durch die Durchschnittsbildung von Hypo-
thesenmengen bei der Kombination zweier Basiswahrscheinlichkeiten sowie die “Pro-
jektion” der Vertrauensintervalle abstrakter Hypothesen auf die Einzelhypothesen bei
der Berechnung der pignistischen Wahrscheinlichkeit als Entscheidungskriterium (sie-
he Definition 6.2.4).

Es ist daher notwendig, den Einflufl der Beobachtungsregeln auf dieses Kriterium
zu untersuchen und u.U. vor der Anwendung der drei o.a. Schritte die Regelgewichte
der angewandten Beobachtungsregeln in eine solche pignistische Wahrscheinlichkeit
zu transformieren. Fiir den Fall der Regel fiir die Beobachtung MakeMarinara auf
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Seite 134 ergeben sich beispielsweise die Werte

0.35, x = MakeFettuciniMarinara
0.35, x = MakeChickenMarinara
0.00, z = StackBlocks

0.10, sonst

B({z}) =

6.3 Das quantitative Benutzermodell

In diesem Abschnitt werden Mechanismen vorgestellt, um ein quantitatives Benutzer-
modell zu initialisieren und zu warten. Die darin enthaltene Information iiber

e Préferenzen eines Agenten in bezug auf eine Menge méglicher Plane und

e das gemeinsame Auftreten bestimmter Aktionen und Pline im Verhalten des
Agenten

(siehe dazu auch Abschnitt 6.1.2) wird jeweils durch Basiswahrscheinlichkeiten aus
der Dempster-Shafer Theorie reprisentiert. Neben der bereits erwihnten Moglichkeit,
eine initiale Hypothesenbewertung durch die “leere” Basiswahrscheinlichkeit zu re-
prisentieren (siehe Abschnitt 6.1.3.1) bzw. Regelgewichte heuristisch zu initialisieren
(siehe Abschnitt 6.1.3.2), wird in 6.3.1 ein Verfahren auf der Basis der linearen Pro-
grammierung vorgestellt, das aus einer Menge von Abschéitzungen fiir die induzierten
Vertrauensintervalle eine geeignete Basiswahrscheinlichkeit berechnet. Neben dieser
Initialisierung werden in Abschnitt 6.3.2 Operationen vorgestellt, um diese Informa-
tionen im Anschlufl an den Erhalt zusétzlicher Informationen zu aktualisieren.

6.3.1 Berechnung einer Basiswahrscheinlichkeit aus Inter-
vallabschéitzungen

Die bereits angesprochene Féahigkeit der Dempster-Shafer-Theorie, Unsicherheit mit-
tels Vertrauensintervallen anstelle von Punkten zu reprisentieren, erlaubt es, in An-
wendungen, in denen kein exaktes statistisches Material zur Verfiigung steht, eine
Situation in einer dem aktuellen Wissensstand entsprechenden Granularitdt zu mo-
dellieren (vgl. [Dempster, 1967; Shafer, 1976]). Im Gegensatz zur Wahrscheinlich-
keitstheorie geniigt es, obere und untere Schranken fiir die Wahrscheinlichkeit einiger
Ereignisse anzugeben und den Rest unspezifiziert zu lassen, anstatt u.U. ungerechtfer-
tigte Unabhéngigkeitsannahmen einzufiihren oder Prinzipien wie maximale Entropie
anzuwenden, die die gegebene Information kiinstlich vervollstindigen. Es ist somit
moglich, die Entscheidung fiir eine bestimmte Wahrscheinlichkeitsfunktion solange zu
verschieben, bis vollstdndige Informationen vorhanden sind. Bis dahin konnen alle
solche Funktionen, die in einer einzigen Belieffunktion kodiert sind, als Hypothese
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fiir den “wahren” Wert der vorhandenen Wahrscheinlichkeitsverteilung beibehalten
werden.*
In [Lemmer und Kyburg, 1991] wurde bereits bemerkt:

“many people are more comfortable with interval estimates than real-
valued estimates.”

Die Konsistenz einer solchen Menge von Intervallabschidtzungen zu iiberpriifen und
gegebenenfalls eine entsprechende Basiswahrscheinlichkeit zu konstruieren, ist jedoch
eine nicht-triviale Aufgabe. Konsistenz heifit dabei, dafl es mindestens eine Basiswahr-
scheinlichkeit m gibt, die alle Intervalle erfiillt in dem Sinn, daf} die entsprechenden
Funktionen Bel,, und Pl,, exakt diese Vertrauensintervalle realisieren. Dariiberhinaus
stellen sich zwei weitere Fragen: Wie kann m berechnet werden und — falls mehr als eine
Losung existiert — wie gelangt man zu einem Resultat, das gewisse wiinschenswerte
Eigenschaften besitzt (dhnlich der maximalen Entropie in der Wahrscheinlichkeits-
theorie)?

Das erste dieser Probleme wurde bereits von Lemmer und Kyburg in [Lemmer und
Kyburg, 1991] behandelt. Wihrend der dort beschriebene Algorithmus sich jedoch
auf den Fall von Intervallabschitzungen fiir atomare Ereignisse beschrinkt, wird im
folgenden eine Prozedur beschrieben, die den allgemeinen Fall behandelt.

Der Rest dieses Abschnitts gliedert sich wie folgt: In Abschnitt 6.3.1.1 werden
zunéchst die mathematischen Voraussetzungen fiir die vorgestellten Algorithmen ge-
schaffen. 6.3.1.2 prisentiert dann die Losung des Problems, eine Basiswahrscheinlich-
keit zu konstruieren, die eine Menge solcher Intervallvorgaben erfiillt, wobei auch auf
die Komplexitdt dieser Berechnung und die speziellen Eigenschaften des Resultats
eingegangen wird. Abschnitt 6.3.1.3 fithrt zunéchst ein Unsicherheitsmaf ein, das zur
Bewertung der “Qualitédt” einer Lésung benutzt werden kann und stellt dann einen
Algorithmus vor, der ein bzgl. dieses Kriteriums optimales Ergebnis liefert. Es wird
auBerdem gezeigt, wie andere Giitekriterien mit minimalem Aufwand vom gleichen
Algorithmus erfiillt werden kénnen.

6.3.1.1 Mathematische Voraussetzungen

Einen Schwerpunkt bei der Losung der o.a. Probleme bildet die sog. lineare Program-
mierung, die sich mit der Minimierung einer linearen Funktion unter Einhaltung einer
Menge von Randbedingungen beschéftigt. Im folgenden stehen fettgedruckte Grof3-
buchstaben wie A und A; fiir Matrizen und Kleinbuchstaben wie c, i fiir Vektoren.?

Seic: R" — R, (21, ...,%,) = €121 +...+C, T, eine lineare Funktion, die sogenann-
te Zielfunktion. In Vektornotation erhilt man dafiir ¢Tx mit einem n-dimensionalen

“In [Kyburg, 1987] wird gezeigt, daB8 eine Belieffunktion einer konvexen Menge von Wahrschein-
lichkeitsfunktionen entspricht.

SFiir eine detaillierte Einfiihrung in das Gebiet der linearen Programmierung sei auf [Chvatal,
1983] verwiesen.
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Zeilenvektor ¢T. A € IR**™ sei die Koeffizientenmatrix eines linearen Gleichungssy-
stems, x,b € R".

Definition 6.3.1 (Standardform)
Die Standardform eines linearen Programmierungsproblems in Vektornotation ist:

minimiere cTx,

wobei Ax =b und x, b > 0.

Die letzte Bedingung bedeutet, dafl jede einzelne Komponente von x und b nichtne-
gativ ist.

Definition 6.3.2 (Basis, Basislésung)

Sei 7o der Rang von A. Eine Basis ist dann eine Auswahl von 7y linear unabhingigen
Spalten von A. Die diesen Spalten entsprechenden Variablen werden als Basis-, alle
anderen als Nichtbasisvariablen bezeichnet. Eine Basislosung ist ein Vektor xg mit
Axqg = b, wobei alle Nichtbasisvariablen den Wert 0 haben. Sie heif$t zuldssig, wenn
alle Basisvariablen nichtnegative Werte erhalten haben.

Satz 6.3.1 (Fundamentalsatz der linearen Programmierung)

(a) Wenn ein lineares Programmierungsproblem P eine zuldssige Losung besitzt,
dann besitzt es auch eine zulédssige Basislosung.

(b) Wenn P eine optimale zuléssige Losung besitzt, dann besitzt es auch eine opti-
male zuldssige Basislosung.

Ein Grund fiir die Giiltigkeit dieses Satzes liegt in der bereits erwdhnten Tatsa-
che, daf} die Dimension des von den Spalten von A aufgespannten Vektorraumes V'
genau der Dimension von A entspricht und b somit — im Falle der Losbarkeit — als
Linearkombination iiber einer Basis von V darstellbar ist.

Diese Tatsache wird im bekannten Simplex-Algorithmus zur Lésung linearer Pro-
grammierungsprobleme ausgenutzt. Die Grundidee ist dabei folgende: In einem ersten
Schritt wird eine initiale zuléissige Basislosung des Problems berechnet. Solange das
Minimum der Zielfunktion ¢ noch nicht erreicht ist, wird eine Basisvariable ausgewihlt
und durch eine Nichtbasisvariable ersetzt, so dafi sich der aktuelle Wert von c ver-
mindert. Dieser Schritt heifit Pivotierung. Die Auswahl der beiden an einem solchen
Schritt beteiligten Variablen garantiert, dafi jederzeit von einer zuléssigen Basislosung
zu einer anderen gewechselt wird. Der Algorithmus hilt an, sobald eine optimale
zuldssige Basislosung gefunden wurde.

Die einfache Anwendung der Gauf-Elimination im ersten Schritt kénnte zu einer
nicht zuldssigen Basislosung fiihren. Zuléssigkeit kann jedoch erreicht werden, wenn &
Hilfsvariablen ¥, ..., yx eingefiihrt werden und das Problem

minimiere Zle Yis

. (6.26)
wobei Ax+y=bund x,y >0
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stattdessen gelost wird. Dabei ist y der Vektor der Hilfsvariablen. Dieser Schritt
geniigt bereits, um zu entscheiden, ob das urspriingliche Problem eine optimale zul&ssi-
ge Losung besitzt.

6.3.1.2 Berechnung einer Basiswahrscheinlichkeit

Im folgenden soll der Ursprung der zugrundeliegenden Intervallabschitzungen als
AuBerungen eines Doménenexperten vernachlissigt werden. Stattdessen werden sie
einfach als eine Menge von Randbedingungen bzgl. der Wahrscheinlichkeitswerte ge-
wisser Ereignisse bzw. als Vertrauensintervalle betrachtet (siehe dazu auch [Ruspini et
al., 1992]). Zunichst soll die erste der o.a. Aufgaben exakt formuliert werden.

Sei eine nichtleere Menge Q mit || = n gegeben. Ein Tripel (S, [, u) mit @ # S C
Q, 1, u€[0,1] und ! < u soll so interpretiert werden, dafl die Wahrscheinlichkeit des
Ereignisses S zwischen [ und u liegen muB. Sei C := {(S;, l;,u;) | i = 1,...,k} eine
Menge solcher Randbedingungen mit £ < 2". Dann kann die erste Aufgabe wie folgt
formuliert werden:

T1: Berechne eine Basiswahrscheinlichkeit m auf 22, so daf fiir alle 1 < 7 < k :

Definition 6.3.3
Eine Basiswahrscheinlichkeit m erfiillt eine Menge von Intervallabschitzungen C :=
{(Si,li;;u;) | i =1,...,k} genau dann, wenn fiir alle 1 < ¢ < k gilt: Bel,,(S;) = [; und

Im folgenden wird der Algorithmus zur Lésung von T1 vorgestellt, seine Komple-
xitdt berechnet und gezeigt, dafl maximal 2k + 1 Werte von 2" méglichen berechnet
werden miissen. Der Algorithmus besteht aus zwei Phasen, je einer zur Behandlung
der /; und wu;.

Phase 1: Zunichst werden die durch C' vorgegebenen unteren Schranken /; betrach-
tet. Nach dieser Phase erfiillt die resultierende Abbildung m; die untere Hélfte der
Bedingungen aus C: Bel,,, (S;) = l; fiir alle 1 < ¢ < k (my ist noch keine Basiswahr-
scheinlichkeit, da sie die zweite Bedingung aus Definition 2.1.2 i.a. nicht erfiillt). C'
sei gemdfl der Kardinalitét der S; geordnet, d.h. |S;| < [S;|, wenn 7 < j. Man erhilt
dann die in Abbildung 6.15 beschriebene Prozedur.

Nach dieser Phase gilt u; = Pl,,(S;) — Pl (S;) fiir die gesuchte Basiswahrscheinlich-
keit m. Die Laufzeit kann wie folgt berechnet werden: Die Hauptschleife mufl £ mal
durchlaufen werden, und die i-te Iteration erfordert k + (k — 4) Schritte. Dies ergibt
eine Abschétzung von

O (k+(k-1) = o=t

i=1

). (6.27)

Da die bisher berechneten Werte nicht mehr gefindert werden, gilt bereits m(S;) =
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for i :=1to k
do ml(SZ) = lz
for j:=i+1tok
do if Sz g Sj

then [; :=1; —l; ;; unlosbar, falls [; <0
fi
od
for j:=1to k
do if S;NS; #10
then u; :=u; —[; ;; unldsbar, falls u; <0
fi
od

od

Abbildung 6.15: Die Prozedur fiir Phase 1.

Phase 2: Die zentrale Idee zur Berechnung der den u; entsprechenden m-Werte ist
es, die verbleibenden Randbedingungen Pl,,(S;) = u; als eine Menge linearer Glei-
chungen zu betrachten. Nach der Definition der Plausibilitdatsfunktion kénnen diese
umgeschrieben werden als 3° xng,29 m(X) = u;, was wiederum

Y aix m(X) = u (6.28)

XCo

entspricht mit a; x = 1, falls X N'S; # 0 und 0 sonst. Identifiziert man jeden Wert
m(X) mit einer Variablen my, so kann man (6.28) in Vektornotation bringen:

Am = u, (6.29)

wobei A die Koeffizientenmatrix der o; x ist und m und u die Spaltenvektoren der
Variablen mx und der Schranken u; darstellen. Der Aufwand zur Losung eines solchen
Gleichungssystems hiingt stark von der Gréfle von A ab. Es wird deshalb im folgenden
die Anzahl der Zeilen und Spalten ermittelt, die zur exakten Repréisentation dieses
Problems erforderlich sind.

Dabei gibt es insgesamt drei Moglichkeiten, die Grofle von A zu beschrinken:

1. Gemifl der Definition von Belief werden in Phase 1 indirekt mehr Werte be-
rechnet als explizit angegeben wurde. Diese Tatsache kann zur Verringerung der
Anzahl der benétigten Spalten von A herangezogen werden.

2. Als Seiteneffekt der ersten Phase kann der Fall auftreten, dal gewisse Randbe-
dingungen aus C' redundant werden, was zu einer Verminderung der Zeilen von
A fiihrt.
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3. Durch einen einfachen Test konnen Spalten eliminiert werden, die garantiert
keinen Beitrag zur Losbarkeit des Gesamtsystems beitragen.

Nachfolgend werden diese drei Punkte diskutiert und die moglichen Einsparungen
quantifiziert:

ad 1.: Phase 1 bestimmt nicht nur m-Werte fiir die in C' explizit aufgefiihrten Mengen
S;, sondern indirekt auch fiir all ihre Teilmengen: Da die Bedingungen Bel,,(S;) = I;
durch Zuweisung von /; an S;(und die S; mit J < i) bereits erfiillt sind, kann keine
ihrer anderen Teilmengen mehr einen von 0 verschiedenen Wert erhalten, da gemif

Definition 2.1.3 gilt:

XCS;
Somit liegt die Anzahl der in Phase 1 tatséchlich berechneten Werte bei

k k

i 28l 1) -2 Z (2/5iN8il — (6.30)
Zk:(Q‘S” - i (215051 — 1)) — k. (6.31)

=1 j=i+1

Der erste Term von (6.30) ist die Anzahl aller Teilmengen aller in C' aufgefiihrten S;,
die um die Anzahl derjenigen Mengen reduziert werden muf, die Teilmenge mehrerer
S; sind und somit mehrfach gezihlt wiirden. Somit kann die Anzahl der Spalten von A
— d.h. die Anzahl der zu berechnenden Variablen — um den Wert von (6.31) reduziert
werden.

ad 2.: Wihrend Phase 1 kénnen verschiedene der u; den Wert 0 angenommmen
haben. Dies ist unter anderem der Fall fiir alle Randbedingungen mit [; = w; in
der urspriinglichen Menge C' sowie fiir diejenigen, deren Plausibilitdtswert bereits
durch die Berechnung der m-Werte nachfolgender Ereignisse S; erreicht ist. Geméf der
Definition von Plausibilitdt bedeutet dies, daf alle anderen Mengen mit nichtleerem
Durchschnitt mit S; nur den Wert 0 erhalten kénnen — mit Ausnahme der Teilmengen
aller S;, deren m-Wert bereits feststeht.

Somit bestimmt eine solche Randbedingung die Werte von 2" — 2/5i Teilmengen
von 2.% Reduziert man diese Zahl um die Summe derjenigen Teilmengen, die bereits
in 1. gezdahlt wurden, so erhilt man

on — 9lSil _ (2lSil _ 1) (6.32)

weitere Spalten, die in A nicht benétigt werden. Auflerdem kénnen natiirlich die diesen
Gleichungen entsprechenden Zeilen aus A entfernt werden, da sie keine zusétzlichen
Restriktionen bzgl. der Lésung darstellen.

ad 3.: Das lineare Gleichungssystem Am = u zu losen, ist dquivalent dazu zu zeigen,
dafl u im von den Spaltenvektoren von A aufgespannten Vektorraum V liegt. Entfernt

6Zur Erinnerung: X steht fiir das Komplement von X bzgl. Q.
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man also aus A Spalten, die von anderen linear abhéngig sind, so bleibt die Dimension
von V gleich, und die Losbarkeit des Gleichungssystems veréndert sich nicht. Eine ex-
akte Berechnung des Ranges von A wiirde es ermoglichen, eine minimale Anzahl von
linear unabhéngigen Spalten, d.h. eine Basis von V', auszuwéhlen und dann dieses re-
duzierte Gleichungssystem zu 16sen. Dazu wire jedoch die komplette Berechnung der
Zeilenstufenform von A erforderlich, was insgesamt £ Neuberechnungen der Gesamt-
matrix entspricht. Durch einen einfachen Test ist es allerdings moglich, zumindest
einen Teil der iiberfliilssigen Spalten zu bestimmen, indem man sich auf diejenigen
beschrénkt, die ausschliellich aus Einsen bestehen. Dies sind genau diejenigen, deren
zugehorige Teilmenge von (2 einen nichtleeren Schnitt mit allen S; besitzt. Durch einen
einfachen Test konnen alle diese Spalten in Laufzeit O(]A|) ermittelt werden, wobei
|A| die Anzahl aller Eintréige in A bezeichnet. Alle bis auf eine von ihnen kénnen aus
A entfernt werden, ohne deren Rang zu verdndern. Mit S := U, S; erhiilt man eine
Gesamtsumme von

" —1— 2 1) +1 = 27 —25 41 (6.33)

iiberfliissigen Spalten von A, von denen einige bereits in den beiden vorhergehenden
Reduktionsschritten entfernt wurden.

Sei nun die Menge der notwendigen Variablen identifiziert (durch Anwendung der
Schritte 1. — 3.), so daf§ sich eine Matrix A € IR¥*" mit k; < k und r < 2". Dann muf}
eine weitere Zeile hinzugefiigt werden, die fiir die Gleichung > x mx =1 — 3, m(S;)
steht und die Basiswahrscheinlichkeitseigenschaft des Ergebnisses sicherstellen soll.”
Man erhélt somit ein Gleichungssystem

A1 mip = uy (634)

mit A; € R*+D*" u; und my sind die entsprechenden Versionen von u und m, auf
die dieselben Reduktionsschritte 1. — 3. angewandt wurden.

Eine zulédssige Losung von A; my = u; kann einfach berechnet werden durch
die in (6.26) beschriebene Prozedur. Falls das Problem lésbar ist, wird eine Losung
gefunden, indem hochstens k; 4+ 1 Variablen ein Wert ungleich Null zugewiesen wird.
Andernfalls wird die Nichtexistenz einer Losung angezeigt.

Diese Prozedur beinhaltet k; 41 Pivotschritte, von denen jeder die Neuberechnung
der Gesamtmatrix erfordert. Somit ergibt sich eine Komplexitét von

O((k1 +1)% 7). (6.35)

Um die Gesamtkomplexitit beider Phasen zu bestimmen, muf} beriicksichtigt wer-
den, dafl im schlechtesten Fall k; = £ gilt, d.h. dafl es nach Phase 1 keine Randbe-
dingungen mit u; = 0 gibt, so dafl im 2. Reduktionsschritt keine Spalten eliminiert
werden konnten. Auch die Anzahl der im 3. Schritt entfernten Spalten kann Null sein.
Somit ergibt sich fiir (6.35) eine obere Schranke von O(k?r), wobei r = 2" — (Ergebnis

"Die Werte m(S;) = m;(S;) wurden bereits in Phase 1 berechnet.
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von (6.31)), d.h. die Anzahl der tatséchlich in der Koeffizientenmatrix auftretenden
Spalten ist. Da die Komplexitit der zweiten Phase die der ersten iibersteigt, ergibt
sich eine Gesamtlaufzeit von

3k —k
2
Bemerkungen: Es wire moglich gewesen, die [; ebenso wie die u; zu behandeln durch

Losung eines entsprechenden Gleichungssystems. In diesem Fall wire die Gesamtkom-
plexitit jedoch

O( + K1) = O(k*). (6.36)

O(4k* 2™)
gewesen, da die Koeffizientenmatrix 2k + 1 Zeilen und 2" Spalten gehabt hitte.

Die Anzahl der durch diesen Algorithmus berechneten von Null verschiedenen Werte
ist héchstens 2k + 1.

Beispiel 6.3.1 Sei C = {({a},0.1,0.5), ({b,c},0.1,0.8), ({c,d},0.1,0.8) } eine Men-
ge von Intervallabschétzungen iiber der Menge Q = {a,b,c,d}. Phase 1 liefert die
folgenden Werte:

m({a}) = 0.1, m({b,c}) = 0.1, m({c,d}) = 0.1. (6.37)

Die aktuellen Werte der oberen Schranken sind u; = 0.4, us = u3 = 0.6. Um Phase 2
beginnen zu konnen, werden die Plausibilitdtsbedingungen in ein lineares Gleichungs-
system transformiert:

ab ac ad bd abc abd acd bed abed

1 1 1 0 1 1 1 0 1 0.4
1 1 0 1 1 1 1 1 1 | o6
o1 1 1 1 1 1 1 1 [™7|os
11 1 1 1 1 1 1 1 0.7

Der Index iiber den einzelnen Spalten bezeichnet die Teilmenge, fiir die diese Spalte
steht, wobei z.B. ab eine Abkiirzung fiir {a,b} ist und die letzte Zeile die Tatsache
reprisentiert, dafl insgesamt noch ein Rest von 0.7 zu verteilen bleibt. Gemifli dem
3. Reduktionsschritt aus Phase 2 konnen die Spalten, die nur aus Einsen bestehen,
bis auf eine entfernt werden. Entscheidet man sich dafiir, die Spalten ab, ad, bd, bcd,
und abcd beizubehalten, so erhélt man eine Matrix Ay der Grofle 4 x 5. Eine Lésung
dieses Gleichungssystems ist

0.1, X = {a,b}
0.1, X = {a,d}

m(X)=1<¢ 0.3, X =1{bd}
0.2, X ={a,b,c,d}
0, sonst

Zusammen mit den Werten aus (6.37) ist die Basiswahrscheinlichkeit m vollstéindig
bestimmt.
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6.3.1.3 Berechnung einer speziellen Basiswahrscheinlichkeit

Eine Menge C' von Intervallabschidtzungen induziert i.a. mehr als eine Basiswahr-
scheinlichkeit. Mitunter geniigt es dann nicht, eine beliebige Lésung zu berechnen, son-
dern es existieren dann gewisse zusétzliche Anforderungen, die erfiillt werden miissen.
In der Wahrscheinlichkeitstheorie ist das Prinzip der maximalen Entropie ein Beispiel
fiir ein solches Kriterium, mit dessen Hilfe eine bestimmte Wahrscheinlichkeitsfunk-
tion aus einer ganzen Klasse selektiert wird. Fiir Basiswahrscheinlichkeiten existiert
ein dhnliches Ma$ fiir die in einer solchen Funktion implizit enthaltene Unsicherheit.
Die folgende Definition geht auf die Arbeit von Dubois und Prade in [1985] zuriick:

Definition 6.3.4 (Grad der Nichtspezifizitit)
Fiir eine Basiswahrscheinlichkeit m : 2 — [0, 1] heifit

Im) = > m(X) log|X]| (6.38)

P£XCO
der Grad der Nichtspezifizitit.

Sei C' eine Menge von Intervallabschétzungen, die eine Klasse M von Basiswahr-
scheinlichkeiten induziert. Wenn my € My den Wert von I maximiert, so ist my
diejenige Basiswahrscheinlichkeit, die unter Beriicksichtigung der durch C' vorgege-
benen Randbedingungen die wenigsten Zugestindnisse macht in dem Sinne, daf} die
iiber C' hinausgehende, zusétzlich in mg enthaltene Information minimiert wird. Somit
kann myg als die “exakteste” Représentation von C betrachtet werden. Das folgende
Beispiel soll dies verdeutlichen.

Beispiel 6.3.2 Sei C' = {({a},0.1,0.5)} gegeben iiber der Grundmenge 2 = {a, b, c}.
Zwei mogliche Basiswahrscheinlichkeiten m; und my € M sind in Abbildung 6.16
dargestellt. Fiir diese gelten die Werte I(m;) ~ 0.341 und I(mgy) ~ 0.120. Unter-
sucht man beide Funktionen, so stellt man fest, da} m; allen Teilmengen von (2 die
maximal mogliche Plausibilitdt zuordnet, wihrend bei my beispielsweise die Plausi-
bilitdt von {c} den Wert Null besitzt. Dies bedeutet, dafi {c} im Ereignisraum keine
weitere Rolle mehr spielt in dem Sinne, dafl auch weitere Information in Form von
Basiswahrscheinlichkeiten, die mit msy kombiniert werden, diesem Ereignis immer das
Vertrauensintervall [0, 0] zuordnen wird. Somit ist {c} als moglicher Weltzustand von
vornherein ausgeschlossen, obwohl dies in den Intervallabschédtzungen C nicht explizit
vorgesehen war.

An diesem Beispiel wurde deutlich, dafl Funktionen, die ihre Masse “méglichst grofien”
Teilmengen von ) zuweisen, zu bevorzugen sind, da diese die den nicht in ' aufgefiihr-
ten Ereignissen zugeordneten Vertrauensintervalle maximal grof8 halten und somit
explizit das Fehlen von Information diesbeziiglich représentieren. Dies ist wiinschens-
wert, da — wie das obige Beispiel zeigte — zu kleine Vertrauensintervalle ungerechtfer-
tigte Restriktionen bzgl. des Ereignisraumes darstellen kénnen. Daher tritt die Kar-
dinalitét der einzelnen Teilmengen von € auch als Faktor in (6.38) auf.
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0.4
{a,b,c} {a,b,c}

R N

{a, b} {a,c} {b,c} {a, b} {a,c} {b,c}

{a} {b} {c} {a} {b} {c}
0.1 0.1 0.5

Fokalelemente von m; Fokalelemente von ms

Abbildung 6.16: Zwei der induzierten Basiswahrscheinlichkeiten.

Ist insbesondere eine Basiswahrscheinlichkeit m gegeben, die einer diskreten Wahr-
scheinlichkeitsverteilung entspricht (d.h. m(X) = 0 fiir alle X mit |X| > 1), so liegt
keinerlei Unsicherheit bzgl. dieser Verteilung vor, und es gilt I(m) = 0.

Mit der Funktion I als Indikator fiir die “Qualitdt” einer Basiswahrscheinlich-
keit kann nun die zu Beginn dieses Kapitels informal gestellte zweite Aufgabe exakt
formuliert werden:

T2: Sei C := {(S;,l;,u;) | i = 1,...,k} eine Menge von Intervallabsch#tzungen iiber
einer Grundmenge (2 wie in Abschnitt 6.3.1.2. Berechne eine Basiswahrschein-
lichkeit m auf 2%, so daB fiir alle 1 < ¢ < k : Bel,,(S;) = I; und Pl,,(S;) = u;,
und 7(m) ist maximal unter allen Basiswahrscheinlichkeiten, die C erfiillen (vgl.
Definition 6.3.3).

Im folgenden wird ein Algorithmus vorgestellt, der diese Aufgabe erfiillt. Wie bei
der Losung von T1 im vorigen Abschnitt werden dabei zwei Phasen unterschieden:

Phase 1: Dieser Schritt ist identisch mit Phase 1 des T1-Algorithmus. Es muf} gezeigt
werden, dal die Maximalitdt von I fiir den hier berechneten Teil von m gilt.

Offensichtlich kann jede durch C induzierte Basiswahrscheinlichkeit m in zwei
Abbildungen m; und m,, : 2% — [0, 1] aufgeteilt werden mit

1. my(X) = 0 fiir alle X, die nicht Teilmenge einer der in C aufgefiihrten Mengen
Si ist.

2. my(X) = 0 fiir alle Teilmengen der in C aufgefiihrten Mengen S;.

3. m(X) = my(X) + m,(X) fiir alle X C Q.
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Das heif3t, m; ist der Teil von m, aus dem die Belief-Werte der S; berechnet werden,
und der durch m,, zu einer Basiswahrscheinlichkeit m ergénzt wird. m; ist genau der
Teil von m, der in Phase 1 berechnet wird.

Lemma 6.3.1 Erweitert man Definition 6.3.4 derart, dal I auf alle Abbildungen f :
2 — [0, 1] anwendbar ist, so gilt, da die durch Phase 1 berechnete “unvollstiindige”
Basiswahrscheinlichkeit m; den Wert von I maximiert unter allen Abbildungen my,
die die o.a. Punkte 1.-3. erfiillen.

Beweis: (Induktion iiber die Anzahl der Iterationen) Nach der ersten Iteration gilt
I(my) = ly log|S:|. Sei nun mj : 2 — [0,1] derart, daB 3" ycs, mj(X) = I1. Dann gilt:

I(m)) = Yxcami(X)loglX| = Yxcg mi(X) log|X]|
< Yxcs, m(X) log|Si| = i log|Si|
= I(my)

Fiir den ¢-ten Schritt greift ein dhnliches Argument: In den ersten ¢ — 1 Schritten
wurde /; jedesmal reduziert, wenn eine Teilmenge S; von S; betrachtet wurde. Der
gesamte Rest (I;) wird nun my(S;) zugewiesen, wodurch die Optimalitéit gemifl der
Induktionsannahme erhalten bleibt. O

Die somit gezeigte Optimalitit des Resultats von m; ist eine lokale Eigenschaft in
dem Sinne, daf sie sich nur auf den “unteren” Teil von m bezieht. Da sich m geméf
Punkt 3. der obigen Aufzéhlung jedoch in zwei Teilfunktionen aufspalten 148t und die
in Phase 1 berechneten Werte nicht mehr verdndert werden, gilt, dal eine optimale
Basiswahrscheinlichkeit m diese optimale Teilfunktion beinhalten mu#f.

Da Phase 1 ein solches optimales m; berechnet, ist sie somit ein korrekter Bestand-
teil des T2-Algorithmus.

Phase 2: Wie im entsprechenden Teil der Lésung von T1 werden die verbleibenden
oberen Schranken wu; als eine Menge linearer Gleichungen représentiert. Zusammen
mit dem Ziel, den Wert von I zu maximieren, ergibt dies ein Problem der linearen
Programmierung:

minimiere —iTm,
(6.39)
wobei Am = u und m > 0.

Dabei ist wiederum A die aus der Ubertragung der Randbedingungen in lineare Glei-
chungen resultierende Koeffizientenmatrix wie in (6.29), u und m sind die Vektoren,
die als Komponenten die u; und die Variablen mx enthalten (vgl. auch die Losung
von T1). iT ist der Zeilenvektor, der die Nichtspezifizititsfunktion I reprisentiert:

Im)= Y m(X)loglX|= Y mx log|X|=iTm,
0£XCQ 0£XCQ
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d.h. die Komponenten von 47 sind die verschiedenen Werte log| X]|.

Die Basis zur Losung von (6.39) stellt der Simplexalgorithmus dar (siehe [Chvétal,
1983]). Dieser berechnet zunichst eine initiale zulissige Basislésung, die dann schritt-
weise verbessert wird (vgl. Abschnitt 6.3.1.1), indem eine Basisvariable gegen eine
Nichtbasisvariable ausgetauscht wird, so dal man zur néchsten Basislosung gelangt.
Dies wird solange wiederholt, bis das Minimum der Zielfunktion (in diesem Fall —iTm)
erreicht wird.

Die Grofle von A kann wie bei der Losung von T1 bestimmt werden, wobei im
dritten Reduktionsschritt zu beachten ist, dal diejenige Spalte in A verbleibt, die den
grofiten Koeffizienten in I hat; d.h. diejenige, deren zugehorige Variable der gréfiten
Teilmenge von {2 entspricht. Ansonsten kann die optimale Losung offensichtlich nicht
erreicht werden.

Wenn A € IRF1*", so existieren (,:1) Moglichkeiten, ki linear unabhéingige Spalten
von A auszuwéhlen. Somit ist die Gesamtkomplexitdt von Phase 2

0(<]:1> kir),

da (,:1) Iterationen benotigt werden, von denen jede die gesamte Matrix neu berechnet.
Es existieren zwar Algorithmen mit polynomieller Laufzeit fiir LP, Simplex hat jedoch
eine sehr gute Laufzeit fiir “normale” Fille.

Anmerkungen:

1. Nach dem Fundamentalsatz der linearen Programmierung 6.3.1 erreicht Phase 2
die optimale Losung, falls eine solche existiert, indem maximal k; + 1 von Null
verschiedene Werte berechnet werden.

2. Trotz der exponentiellen Laufzeit des T2-Algorithmus im schlechtesten Fall, hilt
der Simplexalgorithmus oft schon nach etwa 3k, Iterationen, so dafl die Zahl der
Spalten von A eine untergeordnete Rolle spielt.

3. Falls das Problem keine Losung besitzt, zeigt Phase 2 dies bereits nach dem
Versuch an, die erste Basislosung zu berechnen, d.h. nach O(k? r) Schritten.
Dies ist identisch zu Phase 2 des T1-Algorithmus.

4. Wenn degenerierte Losungen existieren, d.h. wenn Basisvariablen den Wert Null
erhalten, sind leichte Modifikationen notwendig, um die Terminierung des Algo-
rithmus zu garantieren (vgl. [Chvatal, 1983, Kapitel 2).

5. Fiir Spezialfille wie lineare Programmierung in konstant vielen Dimensionen
(d.h. festes ) existieren effizientere Berechnungsmethoden (vgl. etwa [Chvatal,
1983], Kapitel 7), aber die oben beschriebene Grundidee bleibt dieselbe. Zudem
sind diese Algorithmen nur fiir sehr kleine Werte von r praktikabel, wihrend der
Simplexalgorithmus oft sehr schnell terminiert, wie in der zweiten Anmerkung
festgestellt wurde.
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6. Soll ein anderes Unsicherheitsmafi I’ maximiert werden, muf} in Phase 1 nur
eine Zeile abgedndert werden: Statt m;(S;) := [; mufl my(Xg,) := l; eingesetzt
werden, wobei X, diejenige nichtleere Teilmenge von S; ist, die den grofiten
Koeffizienten in I’ hat. Entsprechend muf} in Phase 2 das Kriterium zur Auswahl
der verbleibenden Spalten im dritten Reduktionsschritt abgedndert werden.

Beispiel 6.3.3 (Fortsetzung) Der Grad der Nichtspezifizitét der in Beispiel 6.3.1 be-
rechneten Basiswahrscheinlichkeit m betrug

I(m) ~ 0.7625.

Versucht man nun, / zu maximieren, so erhdlt man als Ergebnis von Phase 2 die
folgenden Werte:
0.1, X ={a,b}
0.1, X ={a,d}
m(X) =4 0.3, X ={b,¢,d}
0.2, X ={a,b,c,d}
0, sonst

Zusammen mit den Werten aus Phase 1 ergibt sich nun
I(m) =~ 0.8836.

Bei dieser Losung zeigt sich auch, dafl die einzige Menge, die einer ausschliellich
aus Einsen bestehenden Spalte entspricht, {a, b, c,d} ist, deren Koeffizient log 4 der
entsprechenden Variable in der Zielfunktion I der grofite ist.

6.3.2 Aktualisierung des Benutzermodells

Bisher wurde meist vorausgesetzt, dafi eine Wissensbasis in Form eines quantitativen
Benutzermodells gegeben ist, mit deren Hilfe die Bewertung des Hypothesenraumes
und die benétigten Gewichte der Beobachtungsregeln zu Beginn eines Beobachtungs-
zyklus initialisiert werden konnten. War diese Information nicht vorhanden, so wurden
z.B. entsprechende Heuristiken angewandt (siehe Abschnitt 6.1.3.2), um diese Liicken
zu schliefen. Die aktuellen Beobachtungen innerhalb eines Zyklus fiihren dann zur
Anpassung der Hypothesenbewertung an die aktuelle Situation. Bisher stand jedoch
noch kein Mechanismus zur Verfiigung, sowohl die Hypothesenbewertung als auch
die Regelgewichte (und gegebenenfalls auch die Regeln selbst) dem Langzeitverhalten
eines beobachteten Agenten anzupassen. Das bedeutet, dafl die Ergebnisse aufein-
anderfolgender, unabhéngiger Planerkennungszyklen nicht in der Représentation der
Priferenzen des Agenten beriicksichtigt wurden. Dies ist jedoch eine unabdingbare
Voraussetzung, wenn das Benutzermodell das tatsidchliche Verhalten eines Agenten,
das wihrend einen ldngeren Zeitraumes Schwankungen unterworfen sein kann, wider-
spiegeln soll.

Dieser Abschnitt stellt zwei Verfahren zur Aktualisierung der initialen Hypothe-
senbewertung sowie der Beobachtungsregeln dar, die darauf beruhen, die Ergebnisse
aktueller Planerkennungszyklen in die gegebenen Werte zu integrieren.
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6.3.2.1 Aktualisierung der initialen Hypothesenbewertung

Die initiale Hypothesenbewertung myg dient in erster Linie als “Fokussierungshilfe”,
d.h. sie wird dazu verwendet, Hypothesen, die hiufig auftretende Pline beschreiben,
moglichst schnell und eindeutig zu identifizieren. Hintergrund dafiir ist die Tatsache,
dafl einer Hypothese, die sowohl von der aktuellen Evidenz m,,, als auch von my
unterstiitzt wird (d.h. Fokalelement beider Basiswahrscheinlichkeiten ist), durch die
Kombination mgy @ me, ein noch groflerer Vertrauensgrad zugeordnet wird als durch
M, alleine.

An my sind dabei folgende Anforderungen zu stellen.

1. Die Werte von my sollen die (relativen) Hiufigkeiten des Auftretens der ver-
schiedenen Pldne im Verhalten des zu beobachtenden Agenten widerspiegeln.
Das heifit, die statistischen Daten sollen die Grundlage fiir die Zuweisung von
Vertrauenswerten bilden.

2. Jedes Element des Hypothesenraumes soll zu Beginn eines Beobachtungszyklus
prinzipiell mdéglich sein, d.h. es darf keine Hypothese von vornherein verworfen
werden. Dies gilt auch fiir Pléne, die im Laufe der bisherigen Beobachtungen
noch nie im Verhalten des Benutzers aufgetreten sind. Die Motivation fiir diese
Forderung wurde in Abschnitt 6.1.2 diskutiert. Formal bedeutet dies, daf§ fiir
alle Hypothesen h € P, die Bedingung

Pliy({h}) > 0

erfiillt sein muf. Gem#f der Definition der Plausibilitéit ist damit auch die prin-
zipielle Erreichbarkeit jeder mehrelementigen Hypothesenmenge gesichert.

Das hier vorgestellte Verfahren beruht im wesentlichen darauf, die relativen Haufig-
keiten der im Anschluf} an eine Reihe von Versuchen oder Beobachtungen identifizier-
ten Situationen in eine Basiswahrscheinlichkeit iiber dem Hypothesenraum zu iiber-
tragen. Dabei wird eine “Situation” eindeutig charakterisiert durch eine Aquivalenz-
klasse moglicher Welten (vgl. dazu auch [Bacchus et al., 1992]) oder im allgemeinen
Fall durch eine Wahrscheinlichkeitsverteilung iiber diesen Klassen.

Es seien bisher n Beobachtungszyklen durchgefiihrt worden, die die Ergebnisse
X, C Py, 1 =1,...,n, lieferten. Das bedeutet, da} am Ende des i-ten Zyklus die Hypo-
thesenmenge X; eindeutig identifiziert wurde. Diese Situation wird durch die logische
Formel Ko X; bzw. auf semantischer Seite durch die epistemische Menge e(X;) mogli-
cher Welten beschrieben. Dabei wurde wiederum die Menge X; mit der entsprechenden
logischen Formel identifiziert.

Da mehrere Beobachtungszyklen gleiche Ergebnisse liefern konnen, wird angenom-
men, daf} insgesamt | < n der X; paarweise voneinander verschieden sind. O.B.d.A.
seien dies X1, ..., X;, wobei X, genau k;-mal aufgetreten sei (es gilt also Eé’:l ki =mn).
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In dieser Situation ist

Miox—x, (6.40)
X = n
0, sonst

die relative Hdufigkeit aller Hypothesen wiahrend dieser n Beobachtungszyklen.

Anmerkungen:
1. m™ ist eine Basiswahrscheinlichkeit.

2. Wird das Ergebnis des i-ten Zyklus durch eine Basiswahrscheinlichkeit m; mit
myi(X;) = 1 beschrieben, so kann m™ #quivalent dargestellt werden als

m™(X) = % imm(x). (6.41)

Wihrend (™ die erste der beiden o.a. Forderungen bzgl. my erfiillt, ist dies fiir
die zweite im Falle X; U...U X, # Py nicht gewéhrleistet. Fiir X C Py mit XNX; =0
fir j =1, ..., gilt ndmlich Pl_)(X) = 0, d.h. alle Hypothesen, die bisher noch nicht
aufgetreten sind, werden als unmoglich verworfen.

Im Gegensatz dazu ist der durch die leere Basiswahrscheinlichkeit m (mit m(Py) =
1 und m(X) = 0 fiir alle echten Teilmengen X C Py) induzierte Plausibilitatswert fiir
alle Hypothesen gleich 1. Die grundlegende Idee ist es nun, die entsprechende, durch
K Py gekennzeichnete Situation der totalen Unwissenheit in die Menge der tatséchlich
aus Beobachtungen resultierenden Situationen K¢ X;, 7+ = 1,...,n, mit aufzunehmen
(also etwa myo = m in (6.40)).

Definition 6.3.5 (akkumulierte Hypothesenbewertung)
Seien X1, ..., X; C Py, wie oben beschrieben, die Ergebnisse von n Beobachtungszy-
klen, wobei X; genau k;-mal auftrat (also Eé-:l kj =n), ko € IR*. Dann ist

m™ : 270 — [0,1]

ki ) X = Xz
n+ ko (6.42)
X = i ko B
ntky Lo
L 0, sonst

die akkumulierte Hypothesenbewertung nach n Zyklen fiir den Fall X; # P, fiir alle 3.
Gilt etwa X; = Py, so ist m™ (Py) = (k1 + ko)/(n + ko).



Kapitel 6: Planerkennung mit der Dempster-Shafer Theorie 169

Anmerkungen:

1. Analog zu (6.40) kann auch hier m™ dargestellt werden als

=L (S mpX) + kem(X)). (6.43)

M) (x) =
mn ( ) ’I’L+l€0 im1

2. Der Gewichtungsfaktor ky quantifiziert die relative Stirke des Einflusses sowohl
von 7 als Beschreibung eines Endzustandes als auch der verschiedenen my; auf
die resultierende Gesamtbewertung:

e Ist kg = 1, so entspricht dies einer Gleichbehandlung der einzelnen my,;
und des “Korrekturfaktors” m, d.h. m beschreibt lediglich das Resultat
des 0-ten Beobachtungszyklus.

e Ist kp > 1, so wird der Einfluf§ der jiingsten Zyklen (aus denen die my;
stammen) auf die Gesamtbewertung abgeschwécht. Dies verhindert eine
zu starke Fokussierung nach nur wenigen Beobachtungszyklen (nach nur
einem Durchgang ist bei ky = 1 beispielsweise m()(X;) = 0.5).

e Ist ky < 1, so wird der Einflufl von m auf die Beibehaltung einer positiven
Plausibilitit aller Hypothesen beschriankt. In diesem Fall werden die durch
die my; gewonnenen Informationen als sehr zuverléssig betrachtet.

3. m{™ ist eine Basiswahrscheinlichkeit: m™ () = 0, da m;;() = 0 fiir alle 4 und
m (@) = 0. Zudem gilt

X mM(X) = Y mM(X)+mM(Py)

XCPo XCPo

- zl: m™ (X;) + m™ (Py)

=1

Lok ko

= 2

+
i:1n+k0 n+k0

n ko
+
7'L+]€0 n+k0

=1
im Fall X; # Py fiir alle 7 und entsprechend fiir den Fall X; = P,.

Die akkumulierte Hypothesenbewertung erfiillt die Anforderungen an eine initiale
Hypothesenbewertung:
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e Pl (X) > ko/(n+ ko) fiir alle § # X C P,.

e m(™ spiegelt die statistischen Daten iiber das Langzeitverhalten des beobachte-
ten Agenten wider, denn fiir alle X C Py gilt

ko

m™(X) - m™(X) < m

In dieser Ungleichung zeigt sich, inwiefern kg fiir die Abweichung von den tat-
séchlichen relativen Hé&ufigkeiten verantwortlich ist. Die Abweichung fiir Py
selbst ist ko/(n + ko)-

Aus Definition 6.3.5 und Gleichung (6.43) kann eine Prozedur zur Aktualisie-
rung einer bestehenden initialen Hypothesenbewertung aufgrund zusétzlicher Beob-
achtungszyklen abgeleitet werden. Seien dazu m(™ wie oben eine akkumulierte Hypo-
thesenbewertung nach n Zyklen, m¢ 41, ..., mf 4, die finalen Bewertungen des Hypo-
thesenraums von o weiteren Zyklen. Dabei sei m,; jeweils auf X,,; fokussiert. D.h.
Xpyi ist die kleinste Teilmenge des Hypothesenraumes, fiir den Bely,, , ,(Xnyi) = 1.
Hat my,1; mehr als ein Fokalelement, so wird die durch sie représentierte Information
durch Angabe der Menge aller durch die gegebene Evidenz unterstiitzten Hypothesen
X+ approximiert. m® = %Ele m¢n+i bezeichne den “Durchschnitt” der my 44,
d.h. die relative Haufigkeit der verschiedenen Hypothesenmengen in den Zyklen n+ 1
bis n + o.

Definition 6.3.6 (gewichtete Aktualisierung)
In dieser Situation ist

m(n+0) — m(n) +TL,O m(o) : 27"0 — [0’ 1]

n-m"(X) +o - m(X)
n—+o

X —

die n-o-gewichtete Aktualisierung von m™ mit Mfntls - Mfnto-

Ahnlich wie in Gleichung (6.43) 148t sich m(*°) darstellen als

1 n-+o
nto) (X)) = — — (X ko m(X 6.44
m"T(X) n+0+k0(i§mf,( ) + ko m(X)), (6.44)

so dafl auch die obige Abweichung gegeniiber der relativen Haufigkeit fiir den Fall
n + o weiterhin giiltig ist.

Anmerkung: Wihrend die Berechnung der akkumulierten Hypothesenbewertung so-
wie der gewichteten Aktualisierung im wesentlichen der Ableitung einer Wahrschein-
lichkeit aus den Hé&ufigkeiten des Auftretens bestimmter Ereignisse im Anschlufl an
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ein Experiment im Sinne der mengenwertigen Statistik entspricht (sieche [Dubois und
Prade, 1992]), so kénnen die Berechnungen gemii§ Definitionen 6.3.5 und 6.3.6 im
Falle mehrerer Fokalelemente der finalen Hypothesenbewertungen m; nicht mehr auf
diese Weise gerechtfertigt werden. Vielmehr steht hier die Durchschnittsbildung aller
erzielten Resultate im Vordergrund.

Eine Situation als Ergebnis eines Beobachtungszyklus wird in diesem Fall nicht
durch eine Aquivalenzklasse moglicher Welten, sondern durch ein Universum mit
assoziierter Wahrscheinlichkeit beschrieben. Die Akkumulation und Aktualisierung
bestehen dann in einer Vereinigung dieser Universen und der entsprechenden Wahr-
scheinlichkeiten.

6.3.2.2 Aktualisierung der Beobachtungsregeln

Die Aktualisierung von Beobachtungsregeln soll zunéchst am Beispiel eines zusétz-
lichen Zyklus untersucht werden. Die Verallgemeinerung fiir den Fall mit mehreren
solcher Zyklen ist dann sehr einfach. Dabei wird die in Abschnitt 6.1.3.3.1 vorgenom-
mene Typisierung der Regeln gemifl ihrem jeweiligen Verhalten im Falle verletzter
Constraints eine grundlegende Rolle spielen. Seien dazu nochmals die beiden Beob-
achtungsregeln R; und Ry wie in Abbildung 6.17 gegeben. Grundsétzlich miissen zwei

U( ‘)M(H) {co) Hy (vy)

A1 AZ .
7)0 <1 — Co) Hn <Un>
Po (vp,)

Abbildung 6.17: Die Beobachtungsregeln R; und Rs.

Arten von Regelaktualisierungen betrachtet werden. Die erste bezieht sich im we-
sentlichen auf die Regelgewichte, d.h. im Laufe weiterer Beobachtungszyklen wird die
Struktur der Regeln beibehalten, wihrend die assoziierten numerischen Werte an die
tatsdchlichen Gegebenheiten angepafit werden. Die zweite erlaubt dariiberhinaus auch
eine Verdnderung der Regelstruktur, indem etwa zusétzliche Klauseln aufgenommen
werden. Zunéchst soll jedoch der erste Fall untersucht werden.

Die Darstellung von R; und Ry in Abbildung 6.17 entspreche deren Status nach
n Beoachtungszyklen. Im (n + 1)-ten Zyklus werde R; (R») angewandt und 0.B.d.A.
Hypothese H; identifiziert (es gelte dabei H; € Ga(A1)). Dann werden die entspre-
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chenden Regelgewichte fiir R; und R, wie folgt aktualisiert:

n-cyp+1
U M#H) ()
HEGA(Al)
Ay
n-cy+1
19T
Po ( n+1 )
g <n-v1+1>
v\ (6.45)
n- vy
A, H, <n+1>

n- v,

" <n+1>
n - vp,

Po < n—i—l0>

Das heiflt, die relative Haufigkeit des Auftretens von H; wihrend der n + 1 Regel-
anwendungen wurde um 1/(n + 1) erhoht (im Falle von R; wurde dies als erneu-
te Bestdtigung der ersten Klausel interpretiert). Dies ist in Ubereinstimmung mit
der Interpretation der Regelgewichte als bedingten Wahrscheinlichkeiten (siehe Ab-
schnitt 6.1.3.2) und der Ableitung von Wahrscheinlichkeiten aus relativen Haufigkeiten
(sieche Abschnitt 6.3.2.1).

Im positiven Fall der Bestitigung einer Regel ist somit die Aktualisierung fiir alle
in Tabelle 6.1 aufgefiihrten Regeltypen gleich, Unterschiede treten erst im “negativen”
Fall, d.h. der Anwendung einer Regel, ohne daf eine ihrer Konklusionen bestétigt wird,
auf.

Sei also wieder die gleiche Situation wie oben gegeben, jedoch werde im (n + 1)-
ten Zyklus die Hypothese H ¢ Ga(A;),Ga(As) bestitigt. Dies wird wie im Falle
der Konfliktauflosung bei verletzten Constraints (sieche Abschnitt 6.1.3.3) im Falle
der als x D klassifizierten Regeln als partielle Unwissenheit (dies gilt standardméfig
auch fiir die x S-Regeln), im Falle der “Bayes’schen” Regeln x B als Evidenz gegen die
Konklusionen der Regel gewertet. Dementsprechend ergeben sich die Aktualisierungen

)

n-v
n+1

H, (

= (6.46)
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fiir Ry und entsprechend fiir R; im Falle der Typen xD und x.S sowie

n-v

Hy <n—i—l>
A
2 — (6.47)

Hn <n—|—1>

1
U M@#H) )
HeGa(A2) n+1

fiir die Falle x B.

Anmerkung: Wie bei der Typisierung von Beobachtungsregeln in Abschnitt 6.1.3.3.1
bzgl. ihres Verhaltens im Konfliktfall, so mufl auch hier P, gegebenenfalls durch die
Menge P4, aller A; nicht explizit ausschlielenden Pline ersetzt werden.

Die in (6.45), (6.46) und (6.47) beschriebenen Aktualisierungen orientierten sich
einerseits an den verschiedenen Strategien zur Konfliktauflésung im Falle verletzter
Constraints, andererseits an dem im vorigen Abschnitt beschriebenen Aktualisierungs-
verfahren fiir initiale Hypothesenbewertungen aufgrund zusitzlicher Beobachtungszy-
klen. Betrachtet man die den Regelgewichten entsprechenden Basiswahrscheinlich-
keiten, so lassen sich die wesentlichen Aspekte der Regelaktualisierung dhnlich wie
in Definition 6.3.6 darstellen. Die Identifikation der aktualisierten Regelgewichte mit
bedingten Wahrscheinlichkeiten erfolgt wiederum iiber eine frequentistische Interpre-
tation der vorhandenen (statistischen) Daten iiber das Verhalten des Agenten, die die
Grundlage fiir die Zuweisung von Vertrauenswerten bildet.

Zusatzlich zu den bisher angegebenen Aktualisierungen fiir Beobachtungsregeln ist
es moglich, die neu gewonnene Information zur Verfeinerung der Regeln zu verwenden.®
Dies ist dann méglich, wenn die im (n+1)-ten Zyklus identifizierte Hypothese A Teil-
menge eines der H; ist. In diesem Fall kann die Aktualisierung entweder wie bisher
erfolgen, oder es wird eine neue Klausel in die Regel eingefiihrt, die die Konklusion
H als Spezialfall der entsprechenden Hypothese H; beriicksichtigt und zu folgender

8Diese Operation dient in erster Linie zur Anpassung einer geméf} (6.3) initialisierten Regel an
das tatsédchliche Benutzerverhalten. Gleichzeitig kann sie als inverse Operation zur Vergréberung
von Regeln betrachtet werden (siehe dazu die Anmerkungen im Zusammenhang mit der Regelm-
odifikation (6.18)). Prinzipiell wire auch die Induktion allgemeinerer Regeln mit unspezifischeren
Hypothesen moglich. Dabei kdme es einerseits zu einem Informationsverlust, andererseits wire die
“Entwicklung” der Regeln iiber einen lingeren Beobachtungszeitraum vereinzelten Abweichungen
vom Standardverhalten gegeniiber weniger anfillig. Der tatsichliche Nutzen einer solchen Opera-
tion miifite unter Beriicksichtung der Variationsmoglichkeiten und der Notwendigkeit der genauen
Identifizierung des aktuellen Planes in einer Doméne untersucht werden.
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Aktualisierung fiihrt:

n-v

H <n—l—l>
Ay

n- v,
. 1
H <n—i—l>

n-v
Po { o)

Dieses Verfahren ist insbesondere fiir Regeln der Typen Ix wichtig, die lediglich
aufgrund der strukturellen Information aus der Planhierarchie gebildet wurden und
dadurch schrittweise verfeinert werden konnen. Ein Nachteil dieses Verfahrens ist,
dal die Anzahl der Konklusionen der Regeln und somit der Fokalelemente der zur
Berechnung der induzierten Hypothesenstirke 7 gemiafl Definition 6.1.11 sowie von
7 selbst ansteigt und somit die Komplexitét der Berechnungen erhéht wird. Somit
sollte es nicht auf approximierte Regeln vom Typ AD angewandt werden. Wichst
die Anzahl der Konklusionen einer Regel zu stark, so konnen die in Abschnitt 6.5.2
beschriebenen Approximationsalgorithmen angewandt werden.

Somit kann eine Regel nun vollstindig charakterisiert werden durch die Angabe
des Typs der Konfliktauflosung bei verletzten Constraints und die Kennzeichnung,
ob im Falle von Aktualisierungen Verfeinerungen geméif (6.48) zuléssig sind (+) oder
nicht (—). Entsprechende Angaben sind z.B. ID* oder AD™.

Anmerkung: Regeln vom Typ xx~, die aufgrund zusétzlicher Information nicht
verfeinert werden, konnen somit nicht mehr als Konditionale der Form
KeH | Ke)A, KCq(A)
dargestellt werden. Vielmehr entsprechen sie Mengen von Ausdriicken
Kepoy)H | Keo)A, KCr(4),

wobei C(Pp) die kleinste A-Partitionierung von Py ist, die Ga(A) umfafit (siehe da-
zu Definition 6.1.4). Die aktualisierten Regelgewichte geméfl der obigen Diskussion
entsprechen ndmlich exakt der durch die Regelgewichte im x x*-Fall und C(Pp) in-
duzierten Basiswahrscheinlichkeit gemafl Definition 6.1.6.

6.4 Spezielle Aspekte der Planerkennung

Dieser Abschnitt diskutiert kurz einige besondere Aspekte der Planerkennung und ihre
Behandlung im hier vorgestellten Ansatz. Es handelt sich dabei um die Erkennung
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iiberlappender und verzahnter Pline, die Behandlung zusétzlicher Information in der
Beschreibung von Pldnen und die prinzipielle Annahme der Vollstéindigkeit der zur
Verfiigung stehenden Planhierarchie.

6.4.1 Uberlappende und verzahnte Pline

Zwei Spezialfille in der Planerkennung, die die grundlegende Annahme eines einzigen
Benutzerplans verletzen, betreffen die dberlappende und verzahnte Ausfiihrung zwei-
er oder mehrerer Pline. Dieser Abschnitt untersucht die Anwendbarkeit der bisher
vorgestellten Konzepte auf diese Fille, wobei folgendes zu beriicksichtigen ist.

Ziel der Verwendung eines Formalismus wie Dempster-Shafer Theorie oder Wahr-
scheinlichkeitstheorie ist die Identifizierung eines Elementes des Hypothesenraumes
als die wahre Beschreibung des aktuellen Weltzustandes.® Angewandt auf die Plan-
erkennung bedeutet dies, dafl davon ausgegangen wird, dafl der beobachtete Agent
zu jedem Zeitpunkt genau einen Plan verfolgt. Daher ist es zur Erkennung mehrerer
simultaner Plédne, die iiberlappend oder verzahnt ausgefiihrt werden, notwendig, daf
der Planerkenner, der die hier vorgestellten Konzepte zur Bewertung seiner Hypo-
thesen verwendet, gegebenenfalls mehrere “Kopien” des Hypothesenraumes unterhilt
und diese unabhéingig voneinander bewerten l48t. Insofern ist hier lediglich sicherzu-
stellen, dafl bei der Bewertung von Plinen, die prinzipiell im gleichen Zeitintervall
auftreten konnen, alle Alternativen weiterhin giiltig bleiben, d.h. zumindest einen
Plausibilitdtswert > 0 erhalten.

Seien dazu H;, H, Pline mit giiltigen Aktionssequenzen a, ..., a, bzw. by, ..., by,
(d.h. eine Ausfiihrung der Aktionen in dieser Reihenfolge erfiillt alle Constraints).
Eine Uberlappung beider Pline ergibt sich in in folgender Situation:

a az ... Qp—g+1 --- Qp

bi o by bpgr e b
> ¢

Dabei gilt a,_x; = b; fiir 1 <7 < k. Diese Aktionen, die sowohl zur “Funktionalitit”
von H; als auch von H, beitragen, miissen lediglich einmal ausgefiihrt werden. Aus
der Sicht des Planerkenners ist es dabei erforderlich, wihrend der letzten & Aktionen
von H; auch H, als moglichen Benutzerplan zu identifizieren.

Wihrend der Planerkennung miissen hier zwei Fille unterschieden werden:

1. a; mit ¢« > k +n — 1 wird beobachtet

2. a; mit ¢ < k 4+ n — 1 wird beobachtet

9Zwar kann die Dempster-Shafer Theorie auch mehrelementige Mengen von Hypothesen direkt
bewerten, doch entsprechen diese der (exklusiven) Disjunktion ihrer Elemente.
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zu 1.: In diesem Fall ist die beobachtete Aktion sowohl in der Dekomposition von H;
als auch in der von H, enthalten. Gemé&f den Ausfithrungen in Abschnitt 6.1.3.2 zur
Initialisierung von Beobachtungsregeln treten somit auch beide Pléne als Konklusio-
nen der zu a; gehérenden Regel auf. Das in Abschnitt 6.3.2.2 angegebene Verfahren
zur Aktualisierung der Regeln éndert dies nicht. Die Beobachtung unterstiitzt somit
beide Hypothesen.

zu 2.: Wird beispielsweise a; beobachtet und ist diese Aktion in Plan Hs explizit
ausgeschlossen, so wird Hy durch diese Beobachtung als Hypothese bereits verworfen.
Dies bedeutet, dafi wihrend der Abarbeitung von H; eine Uberlappung mit H, nicht
mehr festgestellt werden kann. Wihrend negative Aussagen bzgl. des Auftretens be-
stimmter Aktionen nur sehr selten in Plandekompositionen auftreten und daher bei
Beobachtungsregeln, die geméf (6.3) initialisiert wurden, nur in Ausnahmefillen zu
diesem Problem fiithren, mufl dieser Aspekt bei “manueller” Eingabe auf jeden Fall
beriicksichtigt werden (siehe zu diesem Aspekt auch die Behandlung von “Cancel-
Aktionen” in Abschnitt 6.4.2).

Bei der verzahnten Ausfiihrung von H; und H, ergibt sich eine Aktionsfolge

1 Ty ... x; mit [ < n+4+m,

wobei jedes x; einem a; oder b; entspricht. D.h. in diesem Fall werden die zu H; und
H, gehorenden Aktionen “gemischt”, soweit dies die jeweiligen Constraints zulassen.
Sei 0.B.d.A. die erste Aktion x; = q; fiir ein j < n. Aus der Sicht des Planerkenners
miissen dann spéitestens nach dem Auftreten der ersten zu Hy gehoérenden Aktion b;
beide Plane als giiltige Hypothesen erkannt werden.

Anmerkungen:

1. Die Ungleichung | < n + m ergibt sich, weil manche der a; und b; identisch sein
konnen und somit u.U. nur einmal ausgefiihrt werden.

2. Es wird angenommen, dafl aufler den in den Dekompositionen von H; und
H, explizit angegebenen Aktionen keine weiteren mehr ausgefiihrt werden. Die
Tatsache, dafl Aktionen auch wihrend der Ausfilhrung von Plinen auftreten
konnen, die diese nicht in ihrer Dekomposition enthalten, wurde bereits mehr-
fach diskutiert. Die Initialisierung der Beobachtungsregeln und der Aktualisie-
rungsmechanismus garantieren hier die gewiinschten Ergebnisse (sieche Abschnit-
te 6.1.3.2 und 6.3.2.2).

Hier muf} dhnlich wie im Fall {iberlappender Pline die “Vertriaglichkeit” von H,
und H; miteinander sichergestellt sein in dem Sinne, daf} ein Vorkommen einer Aktion
a; (b;) nicht den Plan Hy (H;) als Hypothese verwirft.

6.4.2 Weitere Modellierungsaspekte

Bisher wurde meist davon ausgegangen, dafl ein Plan durch Angabe einer Menge zu
seiner Ausfilhrung notwendiger Aktionen sowie temporalen und strukturellen Cons-



Kapitel 6: Planerkennung mit der Dempster-Shafer Theorie 177

traints zwischen diesen beschrieben wird. Es kann jedoch niitzlich sein, zusétzliches, in
der Regel doménenabhingiges Wissen bei der Modellierung von Aktionen und Plinen
zu verwenden.

Vor allem informationsbeschaffende Aktionen wie das 1s Kommando in Unix oder
header in email, die den Zustand der Welt nicht verdndern, sondern lediglich Daten
iiber den aktuellen Systemzustand liefern, werden sehr oft von einem Agenten in
seine Aktionssequenzen eingestreut. Da solche Aktionen nicht direkt zum Erreichen
eines Doménenziels eingesetzt werden konnen, dienen sie typischerweise dazu, den
Erfolg einer anderen Aktion zu iiberpriifen oder sich nochmals gewisser Details zu
vergewissern.

Aufgrund dieser fehlenden Beziehung zu den Zielen eines Agenten liefert die Be-
obachtung einer solchen Aktion keinerlei Hinweis auf den tatséchlich verfolgten Plan.
Anstelle der Initialisierung einer Beobachtungsregel geméf (6.3) ist es daher sinnvoll,
einer solchen Aktion eine “leere” Regel zuzuordnen (siehe (6.4)) und diese nicht weiter
zu aktualisieren.

Wie bereits in Abschnitt 6.1.3 mehrfach erwahnt, kann neben der in der Dekom-
positionshierarchie enthaltenen positiven Information bzgl. des Auftretens von Aktio-
nen innerhalb gewisser Pléne auch negative Information vorhanden sein, die Aussagen
dariiber enthélt, dafl ein Plan das Vorkommen einer Aktion explizit ausschlie3t. In
[Thies, 1994] wird eine solche Aktion als Cancel-Aktion bezeichnet.

Bei der Beobachtungsregel einer Aktion a, die ausschliellich wihrend der Ausfiih-
rung von Plidnen in einer Menge P, C Py vorkommen diirfen, ist darauf zu achten,
dafl die mit a assoziierte Regelstirke s, die Plausibilitéit aller anderen Plidne auf Null
setzt, d.h. Pl, (H) = 0 fiir H ¢ P,.

Weiterhin kann die Beschreibung eines Planes beispielsweise Information iiber die
maximale Linge einer entsprechenden Aktionssequenz oder den maximalen zeitlichen
Abstand zweier Aktionen enthalten. Diese Art von Information muf} als Constraint in
die Modellierung eines Planes aufgenommen werden und unterliegt somit der Uberwa-
chung durch den Planerkenner, der die Information bzgl. ihrer Erfiilltheit zur Revision
der Regelstirke liefert (siehe auch Abschnitt 6.1.3.3).

6.4.3 Die Vollstindigkeitsannahme

Eine der prinzipiellen Annahmen, die den meisten Planerkennungsansétzen zugrunde-
liegt, bezieht sich auf die Vollstindigkeit des zur Verfiigung stehenden Wissens iiber
Pléne. Diese bezieht sich sowohl auf die Menge der Pléne in der gegebenen Planbiblio-
thek, als auch auf deren Dekompositionen in einzelne Aktionen. In [Kautz und Allen,
1986] wird diese “Vollstindigkeit der Abstraktions- und Dekompositionshierarchie”
mittels Circumscription hergestellt und formalisiert. Sie besagt im wesentlichen, dafl

e es keine anderen Pline gibt aufler den explizit aufgefiihrten und

e es keine weiteren Alternativen zur Ausfithrung dieser Pléne gibt als die explizit
angegebenen Dekompositionen.



178 Kapitel 6: Planerkennung mit der Dempster-Shafer Theorie

Diese beiden Annahmen finden sich in dhnlicher Form ebenso im hier vorgestell-
ten numerischen Ansatz wieder. Die Closed- World Assumption bzgl. der Menge der
angegebenen Pline zeigt sich darin, dal jede Hypothesenbewertung als Basiswahr-
scheinlichkeit m iiber dem Hypothesenraum dargestellt wird, die definitionsgeméf die
Bedingung

> m(X)=1 (6.49)

XCPo

erfiillt. Der Vollstdndigkeit der Dekompositionen entspricht hier die Vollstdndigkeit
der “ist Teilschritt”-Relation. D.h. die Beobachtungsregeln reprisentieren implizit die
Annahme, daf} die verschiedenen Aktionen ausschlielich in den in den Konklusionen
enthaltenen Plinen auftreten konnen (da die Regelgewichte wiederum eine Basiswahr-
scheinlichkeit bilden). Umgekehrt bedeutet dies, dafl eine Aktion, die nicht explizit in
der Dekomposition eines Planes aufgefiihrt ist, diesen auch nicht als Evidenz direkt
unterstiitzt. Einzige Ausnahme dazu ist die Einfiihrung einer Klausel zur expliziten
Reprisentation partieller Unwissenheit in die Beobachtungsregeln (siehe (6.2) und
(6.3)).

Zur Lockerung dieser Annahmen wird in [Carberry, 1990a] explizit eine zusitz-
liche Hypothese Other eingefiihrt, die einen weiteren, unbekannten Plan reprisentiert.
Um der potentiellen Unvollstindigkeit der Planbibliothek Rechnung zu tragen, weisen
die Praferenzregeln dieser Hypothese jeweils einen bestimmten positiven numerischen
Wert zu. Nimmt die Bewertung dieser Hypothese einen hohen Wert an, so wird dies als
Zeichen fiir das Auftreten eines “neuen” Planes (sog. novel plan) oder eine fehlerhafte
Ausfiihrung eines bekannten Planes interpretiert.

Eine weitere Moglichkeit zur Lockerung der Vollstdndigkeitsannahme ist die Ver-
wendung einer nicht normierten Version der Dempster-Shafer Theorie, insbesondere
von Dempsters Regel. In diesem Fall wiirde die Forderung (6.49) aus der Definition
der Basiswahrscheinlichkeiten entfernt werden. Eine Untersuchung der Konsequenzen
dieses Vorgehens findet sich in [Heinsohn, 1986]. Es zeigte sich, daf selbst bei ge-
ringfiigigen Konflikten der miteinander zu kombinierenden Basiswahrscheinlichkeiten
der der leeren Menge zugewiesene numerische Wert sehr schnell anwéchst und nie
mehr kleiner wird, da diese keine echten Teilmengen besitzt, auf die m(()) verteilt
werden konnte.

6.5 Komplexitidtsbetrachtungen

Dieser Abschnitt beschiftigt sich mit Moglichkeiten zur Reduzierung der Komplexitét
der zur Verarbeitung von Beobachtungen und zur Bewertung von Planhypothesen
notwendigen Berechnungen. Neben einer kurzen Auflistung der in den vorhergehenden
Abschnitten bereits angesprochenen Methoden bildet die Untersuchung von Verfahren
zur Verringerung der Anzahl der Fokalelemente von Basiswahrscheinlichkeiten den
Schwerpunkt dieser Betrachtungen.
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6.5.1 Berechnung der Hypothesenstirke

Die Hauptfaktoren, die die Komplexitéit der Berechnung der Hypothesenstirke geméafl
Definition 6.1.8 beeinflussen, sind die Anzahl der Summanden, d.h. die Anzahl der
aktuell angewandten Beobachtungsregeln, sowie der direkt unterstiitzten Hypothesen,
die von der Anzahl der “rechten Seiten” dieser Regeln abhéngen.

Die Anzahl der anzuwendenden Beobachtungsregeln konnte durch die Einfiihrung
der A-Partitionierungen des Evidenzenraumes begrenzt werden. Dies wurde in Ab-
schnitt 6.1.3.2.2 beschrieben. Dabei wurden mogliche Beobachtungen mit dquivalen-
tem Verhalten (bzgl. ihrer Auswirkungen auf den Hypothesenraum) so zusammenge-
faBt, daB zu jeder Aquivalenzklasse nur noch eine Beobachtungsregel gehort. Auf der
logischen Seite spiegelte sich dies in der Einfiihrung des abgeleiteten Modaloperators
K¢ und der Darstellung der Beobachtungsregeln als Konditionale der Form Ko H |[Kc A
wider. Die Anzahl der Summanden in der Berechnung der (revidierten) Hypothe-
senstérke ist dabei die Méchtigkeit |C| der aktuellen A-Partitionierung.

Die Anzahl der Hypothesen, die durch die aktuelle Evidenz direkt unterstiitzt wer-
den, fiir die die Hypothesenstérke also iiberhaupt berechnet werden muf} (alle anderen
erhalten den Wert 0) ist abhéngig von der Griofile der mit den einzelnen Teilmengen
des Evidenzenraumes assoziierten Hypothesenmengen (siehe Anmerkung zu Defini-
tion 5.2.1). Hier besteht die Moglichkeit, Beobachtungsregeln zu approximieren, wie
dies bereits in Abschnitt 6.1.3.3 angedeutet wurde, indem alle mit einer bestimmten
Teilmenge des Evidenzenraumes assoziierten Hypothesen zusammengefafit werden, so
dafl jede Beobachtungsregel maximal zwei rechte Seiten erhilt. Der hierbei in Kauf
zu nehmende Informationsverlust ist umso grofler, je stirker die einzelnen Gewich-
te in der urspriinglichen Regel voneinander abweichen und je weniger Elemente die
urspriinglichen Hypothesenmengen gemeinsam haben.

6.5.2 Approximative Berechnungen in der DST

Einer der wesentlichen Kritikpunkte an der Dempster-Shafer Theorie ist die Kom-
plexitdt der notwendigen Berechnungen, insbesondere der Kombination zweier Ba-
siswahrscheinlichkeiten mit Dempsters Regel. [Orponen, 1990] enthilt den Beweis,
daf diese keinen Algorithmus mit polynomieller Laufzeit besitzt. Hauptverantwort-
lich dafiir ist die exponentielle Gréfle der zugrundeliegenden Ereignisrdume.

Im folgenden werden zunéchst Kriterien zur Beurteilung der Qualitit einer Ap-
proximation sowie verschiedene Algorithmen aus der Literatur vorgestellt und der
neue Algorithmus D1 beschrieben, bevor eine empirische Untersuchung und die dabei
erzielten Ergebnisse diskutiert werden. Eine Zusammenfassung dieser Untersuchung
findet sich in [Bauer, 1996b).
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6.5.2.1 Fehlermafle und Approximationsalgorithmen

Eine prinzipielle Moglichkeit zur Reduzierung der Komplexitét ist eine Beschrinkung
der Anzahl der Fokalelemente der beteiligten Funktionen. Dies 148t sich i.a. nur durch
Approximationen der Eingaben realisieren. Eine bereits in einer Erweiterung von MY-
CIN [Gordon und Shortliffe, 1985] verwendete Methode beruht darauf, den Ereig-
nisraum auf diejenigen Hypothesenmengen einzuschrinken, die explizit als mogliche
Diagnosen aufgefiihrt sind, und diese in einer strikten Hierarchie in Form eines Bau-
mes anzuordnen. Die Motivation dafiir ist die Beobachtung, dafl ausschliellich diese
Hypothesen eine “natiirliche Interpretation” besitzen. Ein Problem dieser Methode
ist die Verletzung der fundamentalen Gleichung

Bel(X) = 1- PI(X),
falls nicht sowohl X, als auch das Komplement X zur Menge dieser explizit “erlaub-
ten” Hypothesen zdhlen. Diese Methode wird weiter unten im Zusammenhang mit
speziellen Fehlermaflen nochmals aufgegriffen.

Andere Approximationen zielen darauf ab, die Anzahl der Fokalelemente einer ge-
gebenen Basiswahrscheinlichkeit durch Zusammenfassen oder Streichen niedrig bewer-
teter Ereignisse zu reduzieren. Die Struktur des Ereignisraumes bleibt unveréndert, so
daf das o.a. Problem hier nicht auftritt. Um verschiedene Approximationen miteinan-
der vergleichen zu koénnen, ist die Definition verschiedener Fehlermafle notwendig, die
die jeweilige Abweichung vom tatséichlichen Wert quantifizieren. Im folgenden wer-
den zunéchst verschiedene solcher Mafle eingefiihrt, bevor einige Approximationen
vorgestellt und bzgl. dieser Mafle evaluiert werden.

In [Tessem, 1993] wird ein auf der pignistischen Wahrscheinlichkeit Py beruhendes
Fehlermafl verwendet (vergleiche dazu die Definition von Auswahlkriterien in Ab-
schnitt 6.2.2.1). Fiir diese gilt

(e - ¥ "
A:zc ACQ
Siehe dazu auch Definition 6.2.4. Ist P,,, die durch die Approximation mygp, einer
Basiswahrscheinlichkeit m induzierte pignistische Wahrscheinlichkeit, so wird dort als
Fehlermaf} die Funktion

Errorl(mgy,) = Amgxg |Po(A) — Papp(A)] (6.50)

verwendet. Sollen die vorhandenen numerischen Werte jedoch zur Entscheidungsfin-
dung verwendet werden — weshalb {iberhaupt Py zur Definition des Fehlermafies her-
angezogen wurde, so sind u.U. andere Mafle sinnvoller, die die Qualitdit der getroffenen
Entscheidungen beriicksichtigen. Dies fiihrt zur Einfiihrung der folgenden Mafe:

Definition 6.5.1 (Fehlermafle)
Seien xg, x; € {2 gegeben durch

Pol{ao}) = ™% Po({a}), Pap({z}) = 9% Pup(fa}),
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d.h. zy (1) ist die am besten bewertete Hypothese bzgl. der tatsdchlichen (approxi-
mierten) Werte. Dies induziert die beiden Fehlermafle

Error2(mapy) = [ { @ | Pup({2}) > Pupp({20}) } |

Error3(ma,) = | {2 | Po({z}) > Polfar}) } .

Wiéhrend Error3 angibt, an welcher Stelle x; in der “tatsichlichen Rangfolge” der
Ereignisse gestanden hétte — wie gut also die Entscheidung auf der Basis der approxi-
mierten Werte ist —, zeigt Error2 an, an wievielter Stelle der Rangfolge die eigentlich
beste Wahl zy nach der Approximation steht. Wahrend diese beiden Mafle — vor allem
Error3 — den qualitativen Aspekt der Entscheidungsfindung beriicksichtigen, bewertet
Errorl die quantitative Grundlage einer solchen Entscheidung. Bei letzterem wird eine
Approximation, die x; — und somit die “richtige” Entscheidung — zu stark unterstiitzt,
schlechter bewertet als eine, die nur geringe numerische Abweichungen induziert, x,
jedoch im Vergleich zu den anderen Ereignissen relativ schlecht bewertet und somit
zu einer falschen Entscheidung fiihrt.

Die in [Voorbraak, 1989] vorgestelle Bayessche Approzimation reduziert eine gege-
bene Basiswahrscheinlichkeit auf eine diskrete Wahrscheinlichkeit, d.h. die Fokalele-
mente sind genau die einelementigen Teilmengen des Ereignisraumes.

Definition 6.5.2 (Bayessche Approximation)
Sei m eine Basiswahrscheinlichkeit. Die Bayessche Approrimation m von m ist defi-

niert als
>, m(B)
B:ACB
= , |[Al=1
m4) = { S m@-jop 4
cca
0, sonst

Diese Approximation besitzt die folgenden Eigenschaften:
1. mi®&my = my @ mo.

2. Ist my eine Bayessche bpa (d.h. sind alle Fokalelemente von m; einelementig),
so gilt m; @ my = my H ms.

3. Die Approximation einer Basiswahrscheinlichkeit mit n Fokalelementen kann in
Laufzeit O(n - |2]) berechnet werden.
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begin k-l-z—Approximation(m, k, [, )
sortiere die Teilmengen von () bzgl. ihres m-Wertes
totalmass := 0 % bisherige Gesamtmasse der Approximation

f=0 % bisherige Anzahl der Fokalelemente
while noch Fokalelemente in m vorhanden and
(f <1l) and

((f < k) or (totalmass <1 — 1))
do nimm néchstes Fokalelement F' von m zur Approximation

f=f+1
totalmass := totalmass + m(F)
od
Approximation normalisieren
end
Abbildung 6.18: Der k-l-z—Approximationsalgorithmus.

Beispiel 6.5.1 Gegeben sei eine Basiswahrscheinlichkeit m iiber Q = {a,b,c¢,d, e}
mit folgenden Werten:

(0.5, X ={a,b}

0.3, X ={a,cd}

0.1, X={c}

m(X) = « (6.51)
0.05, X ={c,d}

0.05, X ={d,e}

L 0, sonst

Als Bayessche Approximation m ergibt sich dann

(0.36, X ={a}
0.23, X ={b}
m(X) ~ | 0.205, X = {c}
0.18, X ={d}
0.023, X = {e}
L 0, sonst

Eine weitere, sehr einfache Approximationsmethode wird in [Tessem, 1993] vor-
geschlagen. Gegeben seien eine minimale Anzahl £ und eine maximale Anzahl [ von
Fokalelementen, die die Approximation enthalten soll, sowie eine reelle Zahl z € [0, 1],



Kapitel 6: Planerkennung mit der Dempster-Shafer Theorie 183

die die maximale Grofle der zu l6schenden Masse bestimmt. Zur Approximation wer-
den nun solange die am hochsten bewerteten Fokalelemente von m hinzugenommen,
wie die unteren und oberen Schranken k und [ nicht unter— bzw. iiberschritten werden
und die akkumulierte Masse 1 — x nicht {iberschreitet. Anschlielend werden die so er-
haltenen Werte normalisiert, d.h. mit einem entsprechenden Faktor multipliziert, so
daf} diese sich wieder zu 1 aufaddieren. Der genaue Algorithmus ist in Abbildung 6.18
dargestellt.

Diese Methode weist folgende Eigenschaften auf:

1. Die Reihenfolge, in der verschiedene Basiswahrscheinlichkeiten miteinander kom-
biniert werden, beeinflufit das Endergebnis, wenn diese Approximation ange-
wandt wird.

2. Die Laufzeit dieses Algorithmus ist O(n-log n), wenn m genau n Fokalelemente
besitzt.

Beispiel 6.5.2 Sei wiederum die Basiswahrscheinlichkeit m aus (6.51) gegeben. Mit
den Werten £ = 2, [ = 3 und x = 0.1 ergibt sich als Approximation eine Basiswahr-
scheinlichkeit m' mit

0.5, X ={a,b}

03, X={a,cd
m'(X) = _ { J

0.1, X ={c}

0, sonst

Die Methode aus [Lowrance et al., 1986] beruht darauf, die am schlechtesten be-
werteten Fokalelemente zu einem zusammenzufassen und diesem die Summe aller
m-Werte zuzuweisen.

Definition 6.5.3 (Zusammenfassung, “Summarization”)

Seien m eine Baiswahrscheinlichkeit, £ die Anzahl der gewiinschten Fokalelemente
in der Approximation. M bezeichne die Menge der £ — 1 am hochsten bewerteten
Ereignisse. Dann ist

([ m(A), AeM
> m(4'), A=A
ms(A) = ¢ 4a'ca (6.52)
A g M
[ 0, sonst

die Zusammenfassung von m. Dabei ist

AO - U AI
A'd M
m(A4') >0
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die durch die Zusammenfassung der gering bewerteten Fokalelemente neu gebildete
Teilmenge des Ereignisraumes. Gilt bereits Ay € M, so werden die Werte aus der
zweiten Zeile von (6.52) und m(A4) addiert.

Fiir diese Methode gilt:
1. Die Reihenfolge der Kombinationen beeinflufit das Endergebnis.

2. Die Approximation kann fiir eine Basiswahrscheinlichkeit mit n Fokalelementen
in Laufzeit O(n + loglogn) berechnet werden.

Beispiel 6.5.3 Mit der Basiswahrscheinlichkeit m aus (6.51) und & = 3 ergibt sich
in diesem Fall m” mit

0.5, X = {a,b}
0.3, X ={a,c,d}
0.2, X ={c¢,d,e}

0, sonst

mlI(X) —

In diesem Fall entspricht Ay der Menge {c, d, e}.

Behandelten die bisherigen Aufiihrungen aus der Literatur bekannte Approxi-
mationsverfahren, so soll nun der neue Algorithmus D1 vorgestellt werden, dessen
Entwicklung zusammen mit der empirischen Untersuchung den wesentlichen Beitrag
dieses Abschnitts darstellt. Er beruht auf der Idee, eine bestimmte Anzahl von Fo-
kalelementen aus der gegebenen Basiswahrscheinlichkeit zu entfernen und die ihnen
zugeordneten Evidenzmassen an “moglichst naheliegende” andere Teilmengen des Er-
eignisraumes zuzuweisen. Dabei handelt es sich um ein “konservatives” Verfahren,
d.h. die numerischen Werte der entfernten Fokalelemente werden (bzgl. der Kardi-
nalitét) groferen Mengen zugeordnet. Somit wird der Grad der Nichtspezifizitéit der
Basiswahrscheinlichkeit in jedem Fall erhoht. Der genaue Algorithmus ist in Abbil-
dung 6.19 dargestellt.

Im folgenden seien M~ die Menge der aus der Basiswahrscheinlichkeit m zu ent-
fernenden, M ™ die Menge der beizubehaltenden Fokalelemente.

Abbildung 6.20 gibt ein Beispiel fiir die Vorgehensweise von D1. Seien etwa X €
M=, Yy,.., Y, € M'. Es existieren keine Ereignisse aus M ™, die X als Teilmenge
enthalten. Y1, ..., Y3 sind die (mengentheoretisch) kleinsten Mengen aus M, die einen
nichtleeren Schnitt mit X besitzen. Diese beinhalten insgesamt 3 der 4 Elemente von
X (ndmlich a, b, d), so daf sich ratio = 3/4 ergibt. Insgesamt treten die Elemente von
X fiinfmal in Y7, ..., Y3 auf, ndmlich a,b in Y7, d in Y5 und b,d in Y3, so daf diesen
jeweils 2/5 (Y7 und Y3) bzw. 1/5 (Y3) des zu verteilenden Wertes (néimlich 3/4-m/(X))
zugewiesen wird. Als Rest von X ergibt sich die Menge {c} mit dem Restwert 1/4 -
m(X), der ebenfalls “oberhalb” von X, d.h. unter den gréferen Elementen aus M,
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begin D1-Approximation(m, M*, M ™)
forall X ¢ M+
do mp(X) :=m(X)
od
mp (Q) =0
forall X € M~
do distribute(X,|X|)
od
end

procedure distribute(X : set,limit : integer)
My ={YeM" | XCY}
if Mx #0
then ;; 1. Fall: es gibt M *-Ereignisse, die X enthalten
My :=={Y € Mx | |Y| minimal in My}
forall Y € My
do mp(Y) :=mp(Y) + (1/|Mx]|) - m(X) :; gleichmiBige Verteilung von m(X)
od :: unter den keinsten Elementen von My

else ;; 2. Fall: es gibt keine M *-Ereignisse, die X enthalten
My :={Y € M* | |Y]| > limit, X NY # 0}

if Ml =0
then mp(Q) == mp(Q) + m(X)
fi
My :={Y € MY | |Y| minimal in Mk} 3 sei My = {V3,...,Y;}
ratio e U YN X| ;; Anteil der Elemente aus X,
o | X| :: die in den Y; auftreten
number := ¥\, |Y; N X| ;; Gesamtzahl der Anteile
forall Y ¢ MX
Y N X| .

d Y):= Y . -m(X

omp(Y):=mp(Y)+ miber ratio - m(X)
od
if ratio < 1
then X, . = X\ UézlY; ;; noch zu verteilender Rest von X

if Xrest 7é @
then distribute(X, s, limit)
fi

Abbildung 6.19: Der Approximationsalgorithmus D1.
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n:{Q,e7f,g’h}

Yi ={a,be f} Y, ={de, [ g} V3 ={b,d, f, g}

X ={a,b,c,d}

Abbildung 6.20: Beispiel fiir die Arbeitsweise von D1.

aufgeteilt wird. Hier greift der erste Fall, und der Rest von 1/4-m(X) wird vollstandig
Y, zugeteilt.
Fiir D1 gilt:

1. Die Approximation mp 148t sich in Laufzeit O(|M~|-|M*|) = O(n?) berechnen.
2. mp enthélt hochstens k£ Fokalelemente.

3. Die Reihenfolge von Approximationen und Kombinationen beeinflult das Er-
gebnis.

Beispiel 6.5.4 Betrachtet man wiederum die Basiswahrscheinlichkeit m aus (6.51)
und k£ = 3, so erhilt man mp mit

0.5, X ={a,b}
0.475, X ={a,c,d}
0.025, X ={a,b,c,d, e}

0, sonst

mD(X) =

Eine Variante zu D1 ergibt sich, wenn diejenigen Teile der Evidenzmasse, die nicht
weiter unter Elementen aus M verteilt werden kénnen, statt an Q an die Vereinigung
all dieser “Reststiicke” X, .5 zugewiesen wird. Da die empirische Untersuchung keinen
Unterschied zwischen beiden Methoden ergab, wird im folgenden nur noch die in
Abbildung 6.19 dargestellte Version betrachtet.
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6.5.2.2 Empirische Untersuchungen

Die Testumgebung zur empirischen Untersuchung der vorgestellten Algorithmen wur-
de im wesentlichen aus [Tessem, 1993] iibernommen. Grundlage fiir alle Tests war ein
Hypothesenraum der Grifle |©2] = 32. Fiir jeden Algorithmus wurden nun zufillige
Basiswahrscheinlichkeiten mit jeweils 8 Fokalelementen erzeugt und 5 Kombinationen
mit Dempsters Regel durchgefiihrt. Nach jeder Kombination wurden die Ergebnisse
approximiert und die Abweichungen bzgl. der Fehlermafle Errorl — Error3 berechnet.
Fiir jeden Algorithmus wurden mehr als 1000 Versuche durchgefiihrt.

Der Algorithmus zur Berechnung einer zufilligen Basiswahrscheinlichkeit ist fol-
gender. Sei X eine exponentiell verteilte reell-wertige Variable.

begin Restmasse := 1
for i:=1to 7
do erzeuge Zufallszahl X
wahle “neues” A C Q
m(A) := X - Restmasse
Restmasse := Restmasse — X - Restmasse
od

wihle “neues” A C Q)
m(A) := Restmasse
end

Es wurden folgende Instantiierungen der vorgestellten Approximationsalgorithmen
untersucht (die Namen entsprechen den Markierungen in den nachfolgenden Grafiken):

D1 8: D1 mit £ =8

D1.30: D1 mit £ = 30

Summ_8: Summarization £ = 8

Summ _30: Summarization k£ = 30

Bayes: Bayessche Approximation

klx01: k-l —z mitk=1,1 =00, z =0.01.1}
klx 30: k-l —zmitk=1,1=30,2=1.0

Die theoretisch maximal mogliche Anzahl von Fokalelementen nach der 5. Kombina-
tion ist 8% = 32768 (die Grofie des Hypothesenraumes ist etwa 4.3 - 10°).

10Tn [Tessem, 1993] wurden auBerdem Basiswahrscheinlichkeiten mit 2 und 4 Fokalelementen
betrachtet.
" Diese Werte wurden [Tessem, 1993] entnommen.
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Die Abbildungen 6.21 — 6.23 zeigen die Ergebnisse der empirischen Untersuchungen
gemifl obigem Vorgehen. Dabei sind auf der X—Achse die Anzahl der Kombinationen,
auf der Y-Achse die jeweiligen Fehler aufgetragen.

Zusammenfassung der Ergebnisse

Die klz01 Approximation schneidet bei allen Fehlermaflen am besten ab. Dieses Ergeb-
nis ist dadurch zu erkldren, dafl hier nur einige extrem niedrig bewertete Fokalelemente
aus der Basiswahrscheinlichkeit entfernt werden (insgesamt nur 0.01 der Gesamtmas-
se), so daf durchschittlich 440, maximal sogar iiber 1800 Fokalelemente verbleiben.
Die Grofle der urspriinglichen bpa’s wurde durchschnittlich auf etwas mehr als ein
Viertel reduziert (vergleiche Tabelle 6.7). Das Laufzeitverhalten ist dennoch wesent-
lich schlechter als das aller anderen Methoden.

Wird dagegen die Anzahl der Fokalelemente wie bei klx_30 beschriankt, so ver-
bessert sich zwar die Laufzeit, jedoch sind die Abweichungen der pignistischen Wahr-
scheinlichkeiten sehr hoch (siehe Errorl).

Die beiden Instantiierungen der “Summarization” schneiden bzgl. aller Fehlermafe
am schlechtesten ab (verglichen mit den anderen Approximationen mit jeweils gleicher
Anzahl an Fokalelementen).

Die Bayessche Approximation ist die einzige, deren Abweichungen von den tatséchli-
chen Werten mit der Anzahl der Kombinationen geringer werden. In [Tessem, 1993]
wird dies dadurch erkléirt, dafl Basiswahrscheinlichkeiten, die durch die Kombina-
tion vieler Evidenzen entstehen, immer spezifischer werden und sich somit diskre-
ten Wahrscheinlichkeitsverteilungen annéhern. Dieser Algorithmus bringt somit die
grofiten Fehler mit sich, wenn sehr schnell Entscheidungen getroffen werden miissen,
d.h. wenn erst sehr wenig Information zur Verfiigung steht. Bei der 4.-5. Kombination
erreicht er ungefihr die Werte von D1_30.

Der D1 Algorithmus schliefilich liefert bereits bei £ = 8 relativ gute Werte (vor
allem bei Error2 und Error3), was bei extrem zeitkritischen Anwendungen die Ent-
scheidungsunterstiitzung erleichert. Fiir ¥ = 30 sind seine Abweichungen w#hrend der
ersten Kombinationen die besten aller untersuchten Methoden (mit Ausnahme von
klz01). Nach etwa 4 bis 5 Kombinationen wird er von der Bayesschen Approximation
erreicht, die ab dann etwas bessere Werte liefert.

Der MYCIN-Algorithmus wurde hier nicht weiter empirisch untersucht, da die
Qualitat der Approximation stark von der vorgegebenen Struktur des verbleiben-
den Hypothesenraums 7" abhingt. Insbesondere die Tiefe des Baumes 7', d.h. die
verbleibende Anzahl der “Abstraktionsebenen”, beeinfluit die Abweichung von der
pignistischen Wahrscheinlichkeit.

Bei der Entscheidung fiir einen dieser Approximationsalgorithmen miissen deren
unterschiedliche Eigenschaften gegeneinander abgewogen werden. Ist die Laufzeit we-
niger kritisch, so ist klz01 (oder eine vergleichbare Instantiierung dieser Methode)
die beste Wahl. Sind nur bis zu |©| viele Fokalelemente vertretbar, so liefern D1_30
und die Bayessche Approximation die besten Ergebnisse, wobei ersterer wihrend der
ersten Kombinationen, letzter erst bei lingeren Zyklen Vorteile aufweist. Ist aufgrund
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Anzahl der Fokalelemente
¢ real | ¢ approx | min real | max real | min approx | max approx
D138 1624 8.7 213 7058 7 9
D1.30 1616 29.93 208 4590 29 31
Summ 8 1680 8 209 5859 8 8
Summ_30 | 1589 30 188 4404 30 30
Bayes 1632 29.32 217 5806 23 31
klx01 1616 440 234 4447 3 1849
klx_30 1448 28.63 179 2763 13 31

Tabelle 6.7: Quantitativer Vergleich der Approximationsalgorithmen.

von Zeitrestriktionen nur eine sehr grobe Approximation moéglich, so schneidet D1 am
besten ab.

Weiterhin ist zu beachten, dafl in der Bayesschen Approximation die Vertrauensin-
tervalle zu Punkten verkleinert werden, so dafl die Information iiber die Unsicherheit
dieser numerischen Bewertung selbst vollstindig verlorengeht. Dies duflert sich darin,
dafl der Grad der Nichtspezifizitit einer solchen approximierten bpa immer den Wert
Null hat (vergleiche dazu Definition 6.3.4). Somit ist es nicht mehr mdoglich, hochgra-
dig unterspezifizierte Situationen zu erkennen und gegebenenfalls eine Entscheidung
zu verschieben, bis exaktere Informationen zur Verfiigung stehen.

Tabelle 6.7 gibt einen Uberblick iiber einige wichtige Daten der empirischen Ver-
suche, ndmlich die durchschnittliche Anzahl der Fokalelemente in den urspriinglichen
und approximierten Basiswahrscheinlichkeiten sowie deren jeweiliges Minimum und
Maximum.
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Abbildung 6.21: Ergebnisse bzgl. Errorl.
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6.6 Verfeinerung des Benutzermodells durch ma-
schinelles Lernen

Dieser Abschnitt beschreibt eine Einschrankung des bisher vorgestellten Systems zur
Planerkennung unter Unsicherheit und deren Behebung durch den Einsatz von Tech-
niken aus dem Bereich des maschinellen Lernens. Das Ergebnis dieser Erweiterung ist
ein verfeinertes Benutzermodell, das in der Lage ist, nahezu das gesamte typische Ver-
halten eines Agenten abzudecken. Somit wird der Planerkennungsprozef} zuverléssiger
in dem Sinn, dafl nun grofle Teile der Handlungen eines Agenten schnell identifiziert
werden konnen. Eine konkrete Anwendung im Rahmen des Systems RAP wird in
Abschnitt 7.4 vorgestellt.

6.6.1 Motivation

Die in Abschnitt 6.3 vorgestellte Version des quantitativen Benutzermodells zielt dar-
auf ab, typische Verhaltensmuster eines Agenten numerisch zu erfassen. Als “typisch”
gilt dabei das gehédufte Auftreten bestimmter Pline im Langzeitverhalten eines Agen-
ten sowie im Zusammenhang mit dessen beobachteten Aktionen. Das folgende Beispiel
wird veranschaulichen, dafl diese Information mitunter nicht ausreichend ist, um das
Verhalten eines Agenten korrekt vorhersagen zu kénnen.

Process_mail
Read_mail Send_mail T quit
Store_messages . Read_delete msgs
. \\\\ \\\\\\\A \gdqe
Read_write_msgs Read_save msgs read_message
\ / \
write save

Abbildung 6.24: Beispiel einer Planhierarchie fiir die email-Doméne.

Beispiel 6.6.1 Angenommen, ein bestimmter Benutzer eines email-Systems pflegt
alle Nachrichten, die er erhélt, abzuspeichern. Die einzige Ausnahme bilden die recht
seltenen Mitteilungen seines Chefs, die er nach dem Lesen prinzipiell 16scht. Um dieses
Szenario im Rahmen der bisher vorgestellten Konzepte formalisieren zu kénnen, sei
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die Planhierarchie aus Abbildung 6.24 gegeben. Die zusétzliche Information iiber das
Verhalten des Benutzers kann mittels folgender gewichteten Beobachtungsregel kodiert
werden.

{Store_messages}  (0.8)

read _message {Read_delete_msgs} (0.1)

Read_mail (0.1)

Dabei spielen die numerischen Gewichte selbst eine untergeordnete Rolle. Lediglich
die GroBenordnungen dieser Werte sind von Interesse. Wird nun der oben erwéhnte
Benutzer beim Lesen einer Nachricht, die ihm sein Chef geschickt hat, beobachtet,
so kommt die angegebene Beobachtungsregel zur Anwendung. Ihr Effekt ist eine nu-
merische Hypothesenbewertung, die dem Plan Store_messages einen deutlich gréferen
Wert als allen anderen Hypothesen zuordnet. Dies bedeutet, dafi das typische Verhal-
ten des Benutzers als Reaktion auf eine bestimmte Art von Situationen nicht erkannt
wird. Ursache dafiir ist das Schema, nach dem die Beobachtungsregeln angewandt
werden. Dieses beriicksichtigt lediglich die Constraints zwischen der Aktion in der
Pramisse und den Hypothesen in der Konklusion der Regeln, vernachlissigt also die
aktuelle Situation, in der eine Aktion ausgefiihrt wird, obwohl diese — wie im obigen
Fall — wertvolle Information iiber das wahrscheinliche Benutzerverhalten beinhalten
kann.

Die Verhaltensmuster, die durch den bisherigen Ansatz nicht oder nur unzureichend
erkannt werden konnen, lassen sich charakterisieren als

sich wiederholende gleichartige Reaktionen eines Agenten auf bestimmite
Klassen von Situationen, die — gemessen am Langzeitverhalten des Agen-
ten — seltener auftreten als andere.

Es liegt daher nahe, das Benutzermodell um eine Beschreibung der Zusammenhénge
zwischen bestimmten Situationen und entsprechenden Reaktionen zu erweitern, um
somit ein Modell der Benutzerprdiferenzen zu erhalten, d.h. seiner Motivation, in einer
bestimmten Art und Weise auf einen bestimmten Zustand der Welt zu reagieren (siehe
dazu auch [Bauer, 1996a)).

Anmerkung: Wie die obige Charakterisierung der Einschrénkungen des bisher vor-
gestellten Ansatzes zur Planerkennung bereits deutlich macht, handelt es sich bei den
“problematischen” Fillen um relativ seltene Abweichungen des Agenten von seinem
Langzeitverhalten, die jedoch durch den jeweils aktuellen Zustand der Welt bedingt
werden. In vielen Anwendungen wird es daher ausreichen, ein quantitatives Benut-
zermodell in der in Abschnitt 6.3 vorgestellten Form zu verwenden. Werden jedoch
hohere Anforderungen an die Zuverlissigkeit (und Geschwindigkeit) der Erkennung
gestellt, so sind die im Folgenden vorgestellten Techniken iiberlegen.
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Um dabei eine kompakte Reprisentation zu erhalten, ist es notwendig, diese Situa-
tionen bzgl. gemeinsamer Eigenschaften zu klassifizieren, so dafl die Regelméfigkeiten
in der Reaktion des Benutzers auf solche Klassen von Weltzustéinden erkannt und fiir
die Planerkennung verwendet werden kénnen. Da in vielen Anwendungen wie intelli-
genten Hilfesystemen der Benutzer iiblicherweise nicht gewillt ist, diese Information
dem System direkt mitzuteilen, bietet sich die Verwendung von Techniken des ma-
schinellen Lernens zur Gewinnung dieser Daten an.!?

Neben der Tatsache, daf i.a. keine Benutzerunterstiitzung beim Aufbau eines sol-
chen Modells erwartet werden kann, ist die Lernaufgabe durch folgende weitere Ei-
genschaften charakterisiert. Da die verschiedenen Situationen oder Weltzusténde bzgl.
der jeweiligen Reaktion des Agenten klassifiziert werden sollen, handelt es sich hier-
bei um eine Instanz des “iiberwachten Lernens” (supervised learning), bei dem ein
“Lehrer” — in diesem Fall ein Planerkennungssystem — die Klassenzugehorigkeit der
prisentierten Trainingsbeispiele vorgibt (siehe dazu auch [Dietterich und Michalski,
1983] und [Shavlik und Dietterich, 1990, Kapitel 2]).

Weiterhin sollen Situationen mit einer moglichst einfachen Sprache reprisentiert
werden. Die einfachste Moglichkeit ist hierbei die Darstellung mittels einer vordefinier-
ten Menge von Attributen. Dies erlaubt gerade in Softwareanwendungen die einfache
Bestimmung aller zur Kodierung einer neuen Instanz notwendigen aktuellen Werte.

Weiterhin ist es gegebenenfalls erforderlich, mit “verrauschten” Daten umzugehen.
Dies ist immer dann der Fall, wenn in einer Anwendung die tatséichlichen Werte der
eine Situation beschreibenden Attribute nicht exakt ermittelt werden kénnen. Dabei
kann es zu einer inkorrekten Klassifizierung kommen, die die Trainingsbeispiele nur
zu einem bestimmten Prozentsatz korrekt erfafit.

SchlieBlich sollte eine Erklirungskomponente, wie sie in Abschnitt 6.2.2.2 beschrie-
ben wurde, unterstiitzt werden in dem Sinne, dafl prézise und kompakte Rechtferti-
gungen der vom System gelieferten Ergebnisse auf einer gewissen Abstraktionsebene
ermoglicht werden.

Aufgrund dieser Anforderungen fiel die Entscheidung fiir ein Lernverfahren aus
der TDIDT-Familie (“top-down induction of decision trees”), die aus dem ID3 Al-
gorithmus von Quinlan [1983] hervorgegangen ist. Die folgenden Abschnitte stellen
diese Verfahren vor, erldutern die Anwendung auf das Problem der Planerkennung
und diskutieren verwandte Arbeiten.

6.6.2 Induktion von Entscheidungsbdumen

Dieser Abschnitt wird sich auf die Beschreibung des ID3 Lernalgorithmus aus [Quin-
lan, 1983] beschrinken, da dieser alle wesentlichen Merkmale der TDIDT Familie

12Daneben ist es denkbar, dafl der Agent selbst sich solcher RegelmiBigkeiten in seinem Verhal-
ten tiberhaupt nicht bewuflt ist, so dafl ein direkter Wissenserwerb durch dessen Befragung diese
Zusammenhinge nicht aufdecken kann. Beispiele dafiir finden sich im Bereich der Tutoringsysteme,
wenn etwa ein Anwender immer wieder das gleiche suboptimale Verhalten bei einer bestimmten
Problemklasse zeigt.
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aufweist. Alle Nachfolger von ID3 erweitern diesen lediglich um Aspekte wie die Be-
handlung von Attributen mit ganzzahligen oder kontinuierlichen Wertebereichen, In-
krementalitiit oder Beriicksichtigung verrauschter Daten. Fiir einen genaueren Uber-
blick iiber diese Methoden sei hier auf [Dietterich und Michalski, 1983; Quinlan, 1986a;
Quinlan, 1986b] verwiesen.

Die Eingabe von ID3 bildet eine Menge von Trainingsbeispielen, die durch Anga-

be verschiedener Attributwerte eindeutig charakterisiert und jeweils einer aus einer
Reihe paarweise disjunkter Objektklassen zugeordnet sind. Ziel ist es nun, einen Ent-
scheidungsbaum aufzubauen, dessen Knoten jeweils einen elementare Test bzgl. eines
bestimmten Attributes beinhalten und die Trainingsinstanzen in Abhéngigkeit vom
Ergebnis dieses Tests auf die darunterliegenden Teilbdume verteilen. Das Testen wird
beendet, sobald alle Instanzen in einem Blatt des Baumes zur gleichen Klasse gehoren.
Neben einem Klassenzugehorigkeitstest implementiert ein solcher Entscheidungsbaum
somit auch eine abstrakte Beschreibung einer Objektklasse, d.h. ein Konzept. Ein sol-
cher Baum, der alle Trainingsbeispiele korrekt klassifiziert, kann verwendet werden,
um Vorhersagen iiber die Klassenzugehorigkeit bisher unbekannter Instanzen zu tref-
fen.
Anmerkung: Befinden sich in einem Blatt des Entscheidungsbaumes Instanzen un-
terschiedlicher Klassen, die jedoch ausschliellich iibereinstimmende Attributwerte auf-
weisen, so ist dies ein Hinweis darauf, dafl die vorgegebene Menge von Attributen zur
Klassifizierung nicht geeignet ist. Geht man allerdings davon aus, daf} die Trainings-
beispiele nicht unbedingt korrekt klassifiziert sein miissen, so wird ein solcher Fall als
“Noise” behandelt.

Um nun zu moglichst einfachen Entscheidungsbdumen zu kommen, ist es wichtig,
zu jedem Zeitpunkt genau das Attribut zu testen, das die meiste Information bzgl.
der im aktuellen Teilbaum zu behandelnden Trainingsbeispiele liefert. ID3 verwendet
zur Steuerung dieser Auswahl ein informationstheoretisches Maf3. Seien P und N die
beiden Klassen, zu denen alle Trainingsinstanzen gehéren.!® Die Menge C der Trai-
ningsbeispiele enthalte p Elemente aus P und n aus N. ID3 geht dann von folgenden
Annahmen aus:

1. Ein korrekter Entscheidungsbaum fiir C' klassifiziert Objekte im selben Verhilt-
nis wie sie in C' auftreten. D.h. fiir ein beliebiges Objekt aus C' ist die Wahr-
scheinlichkeit, zu P zu gehéren, gerade p/(n + p) (und n/(n + p) fiir N).

2. Wird ein Entscheidungsbaum zur Klassifikation eines Objektes verwendet, so
liefert er eine Klasse zuriick, d.h. er kann als eine Informationsquelle fiir die
Mitteilung P oder N betrachtet werden, wobei die erwartete Information zur
Generierung dieser Mitteilung gegeben ist durch

p p
I(p,n) = — lo —
(p. ) p+n g2p+n p+n

lo
g2p+n

13ID3 behandelt ausschlieBlich die Induktion von Entscheidungsbiumen fiir diesen biniiren Fall.
Die Verallgemeinerung auf mehrere solcher Klassen ist jedoch sehr einfach.
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Wird ein Attribut A mit den Werten a4, ..., a, an der Wurzel des Baumes getestet,
so partitioniert dies C' in die Mengen (4, ...,C,, wobei alle Elemente von C; den
Wert a; fiir A besitzen. C; enthalte p; (n;) Objekte der Klasse P (N). Die erwartete
Information, die fiir den Baum mit Wurzel A erforderlich ist, ist somit

'\ pi +ny
E(A) =
(4) Z_:leJrn

Der Informationsgewinn beim Testen von A ist daher
gain(A) = I(p,n) — E(A).

ID3 versucht, diesen Wert bei der Auswahl des nichsten zu testenden Attributes zu
maximieren.

Beispiel 6.6.2 [Quinlan, 1986a] Gegeben seien die in Tabelle 6.8 dargestellten Trai-
ningsbeispiele. Ziel ist es, verschiedene Wettervorhersagen in die Klassen P und N
einzuteilen und die entsprechenden abstrakten Konzepte fiir diese Klassen zu bilden.

Attribute Klasse

Aussichten Temperatur Luftfeuchtigkeit ~Wind

sonnig heify hoch nein N
sonnig heify hoch ja N
bedeckt heifl hoch nein P
regnerisch mild hoch nein P
regnerisch kiihl normal nein P
regnerisch kiihl normal ja N
bedeckt kiihl normal ja P
sonnig mild hoch nein N
sonnig kiihl normal nein P
regnerisch mild normal nein P
sonnig mild normal ja P
bedeckt mild hoch ja P
bedeckt heifl normal nein P
regnerisch mild hoch ja N

Tabelle 6.8: Trainingsbeispiele fiir ID3.

Von diesen 14 Objekten gehéren 9 zu P und 5 zu N. Die zur Klassifikation notwendige
Information ist

9 9 ) )
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Beim Attribut “Aussichten” nehmen 5 den Wert “sonnig” an, von denen 2 zu P und
3 zu N gehoren. Somit ergibt sich mit p; = 2 und n; = 3 der Wert

I(pl, ’I’Ll) = 0.971.

Fiir “bedeckt” und “regnerisch” mit den Werten py = 4,ny = 0 bzw. p3 = 3,n3 = 2
erhilt man ferner
I(pg,ng) = 0, I(pg,ng) = 0.971.

Das erwartete Informationsbediirfnis nach dem Test dieses Attributes ist somit
E(Aussichten) = 0.694.
Der Informationsgewinn durch diesen Test betrigt somit
gain(Aussichten) = 0.246.

Abbildung 6.25 zeigt den von ID3 anhand dieser Trainingsmenge erzeugten Entschei-
dungsbaum.

Aussichten

sonnig bedeckt regnerisch

Luftfeuchtigkeit P Wind
hoch normal ja nein
N P N P

Abbildung 6.25: Der von ID3 erzeugte Entscheidungsbaum.

Anhand dieses Baumes wird deutlich, wie ID3 aus den extensional als Teilmengen von
C gegebenen Klassen N und P die abstrakten Konzeptbeschreibungen induziert. Das
Verfolgen der Pfade von der Wurzel des Entscheidungsbaumes zu den Bléttern liefert
eine intensionale Charakterisierung dieser Konzepte und wird bei der Erkldrung der
Planerkennungsergebnisse eine wichtige Rolle spielen.

Neben einer einfachen Reprisentationssprache fiir Objekte wurde in Abschnitt 6.6.1
die Féhigkeit zum Umgang mit verrauschten Daten fiir bestimmte Anwendungsfelder
gefordert. Dies sowie die Erweiterung um die Behandlung kontinuierlicher Attribute
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werden in den Arbeiten [Quinlan, 1986b; Quinlan, 1986a] und [Quinlan, 1996] behan-
delt.

Neuere Entwicklungen im Bereich des induktiven Lernens durch Beispiele zielen
darauf ab, die kategorischen Unterscheidungen abzuschwéchen, die durch die Entschei-
dungsbdume selbst zwischen benachbarten Attributwerten gezogen werden. Somit soll
einerseits der potentiellen Unsicherheit einer Klassifikation Rechnung getragen, ande-
rerseits der abrupte Wechsel von einer Objektklasse zu einer anderen aufgrund einer
minimalen Verinderung eines Attributwertes verhindert werden (“soft thresholds”).
Die Algorithmen C4 [Quinlan, 1990] und C4.5 [Quinlan, 1993; Quinlan, 1996] zihlen
zu dieser Kategorie. Weitere aktuelle Ansétze beziehen sich auf das Lernen von Bayes-
schen Netzen (sieche u.a. [Heckerman, 1995; Friedman und Goldszmidt, 1996]).

6.6.3 Anwendung auf die Planerkennung

Dieser Abschnitt behandelt die konkrete Anwendung der oben vorgestellten Lernver-
fahren in der Benutzermodellierung und Planerkennung. Als Beispieldoméne wird hier
die Benutzung eines email-Systems betrachtet.

6.6.3.1 Die Trainingsphase

Um ein Modell der RegelméBigkeiten in den Reaktionen eines Agenten zu erstellen,
ist es notwendig, zunichst eine Menge von Attributen vorzugeben, mit deren Hilfe
die wesentlichen Aspekte von Situationen beschrieben werden sollen. Ziel ist es, die
jeweils verfolgten Pléne aus einer gegebenen Planhierarchie als Klassen (im Sinne von
N und P in Abschnitt 6.6.2) zu verwenden, um somit abstrakte Beschreibungen von
Situationen zu erzeugen, die zu jeweils gleichen Situationen gefiihrt haben.

Um die folgenden Ausfithrungen moglichst einfach zu halten, werden zur Beschrei-
bung einer Situation neben der aktuellen Aktion lediglich die Lange und der Absender
der aktuellen Nachricht verwendet. Wéahrend dies ausreichend fiir die Diskussion der
prinzipiellen Vorgehensweise ist, erfordert eine realistischere Modellierung die Beriick-
sichtigung einer deutlich groBeren Anzahl von Attributen. Ahnlich wie beim intelligen-
ten email-Assistenten Maxims [Maes, 1994] miifiten dazu zusitzlich der Empfinger,
die Inhalte der Cc: und Subject: Felder, der aktuelle Status der Nachricht (gelesen,
geloscht, ...) usw. einbezogen werden.

Die Trainingsbeispiele, die zur Induktion dieser abstrakten Klassenbeschreibungen
verwendet werden, haben somit folgende Form

[ (action), (sender), (length), (plan) ].

Sie werden wihrend der Trainingsphase auf folgende Weise gewonnen. Bei jeder Aktion
a, die der beobachtete Benutzer ausfiihrt, werden die Attributwerte der aktuellen
Situation — im vorliegenden Fall also der Absender s und die Linge | der momentan
bearbeiteten Nachricht — ermittelt und ein entsprechender Eintrag | a, s, [ ] in eine
Datenbasis DB eingefiigt.
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Der aktuelle Planerkennungszyklus endet, sobald der Plan des Benutzers erkannt
wurde oder dessen Interaktion mit dem email-System endet. Im ersten Fall liefert der
Planerkenner als Ergebnis einen Basisplan p aus einer Planhierarchie wie in Abbil-
dung 6.24. Im zweiten Fall ist das Ergebnis die Menge P aller Plidne, die mit allen
beobachteten Aktionen des Benutzers kompatibel waren. Diese im allgemeinen mehr-
elementige Menge kann, wie bereits erwidhnt, als abstrakter Plan interpretiert werden.
Ist P = (), entsprach das Vorgehen des Benutzers also keinem der in der Planhierarchie
vorgegebenen Plidne, so werden alle D B-Eintréige dieses Zyklus wieder entfernt.

Am Ende der Trainingsphase werden alle so markierten Eintrige der Datenba-
sis DB, die jeweils die gleiche Aktion beinhalten, an eine modifizierte Version des
in Abschnitt 6.6.2 vorgestellten Lernalgorithmus iibergeben. Dabei reprisentiert die
Markierung eines Eintrags mit einer Planmenge P deren Klassifizierung. Der so ent-
stehende Entscheidungsbaum fiir eine Aktion a wird mit 7T'(a) bezeichnet. Wie aus
der folgenden Diskussion ersichtlich, représentiert er die statistischen Zusammenhénge
zwischen dem Auftreten von a als Bestandteil verschiedener Pldne und bestimmten
Klassen von Situationen.

Beispiel 6.6.3 In Abbildung 6.26 ist exemplarisch der Entscheidungsbaum fiir die
abstrakte Aktion read_message dargestellt. Grundlage fiir seine Generierung war fol-
gender Inhalt von DB:

e 5 Eintriige der Form [ read_message, Manager, *, Read_delete_msgs|**

e 48 Eintriige [ read_message, Mitarbeiter, [, Store_messages| mit [ < 50

e 2 Eintréige [ read_message, Mitarbeiter, [, Read_delete_msgs| mit { > 50 und
e 8 Eintrége [ read message, Mitarbeiter, [, Store_messages| mit [ > 50

Die jeweiligen Haufigkeiten werden in den Bléittern der Entscheidungsbdume durch
# = n angezeigt. Sie werden bei der Berechnung von Hypothesenbewertungen eine
Rolle spielen.

Dieser Baum représentiert folgende Information. In allen fiinf Fillen, in denen der
Benutzer eine Nachricht seines Managers las (d.h. die Aktion read _message ausfiihrte),
verfolgte er den Plan Read _delete_msgs. Wann immer er eine Nachricht eines Mitar-
beiters las, die weniger als 50 Zeilen Linge hatte, speicherte er sie ab, fiihrte also
den Plan Store_messages aus (dies wurde 48 mal beobachtet). Uberschritt die Linge
der aktuell gelesenen Nachricht die Lange von 50 Zeilen, so wurde diese manchmal
geloscht (dies war zweimal der Fall) und manchmal abgespeichert (achtmal).

4Dabei steht * fiir einen beliebigen Attributwert.
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Absender
I\Vweiter
Read_delete_msgs (#=5) Lange
Store_messages (#=48) Read_delete_msgs (#=2)

Store_messages (#=8)
Abbildung 6.26: Der Entscheidungsbaum 7'(read_message).

Anmerkungen:

1. Offensichtlich sind in diesem letzten Fall die zur Beschreibung einer Situati-
on ausgewéhlten Attribute nicht zur eindeutigen Klassifizierung geeignet. Dies
stellt aber im Hinblick auf die Bewertung von Planhypothesen kein Problem
dar, sondern verhindert sogar vielmehr eine zu starke Differenzierung dhnlicher
Situationen.

2. Um dieses “Overfitting” zu vermeiden, werden Attributwerte, die nur verein-
zelt auftreten, vor Beginn der Berechnung eines Entscheidungsbaumes mit Hilfe
einer vorgegebenen Taxonomie abstrahiert. So werden beispielsweise einzelne
Absender von Nachrichten zur abstrakten Klasse der “Mitarbeiter” zusammen-
gefafit. Wiirde man dies nicht tun, so miifite beim Test dieses Attributes fiir alle
moglichen Absender eine eigene Verzweigung eingefiihrt werden. Es wére zwar
weiterhin moglich, einen korrekten Entscheidungsbaum zu induzieren, jedoch
gingen dabei die inhdrenten RegelméBigkeiten verloren.

3. Das mehrfache Auftreten des abstrakten Planes Store_messages im Entschei-
dungsbaum deutet darauf hin, dafl in vielen Fillen der Plan des Benutzers nicht
eindeutig identifiziert werden konnte.

4. Tritt eine Aktion a wihrend der Trainingsphase nicht auf, so besteht der entspre-
chende Entscheidungsbaum 7T'(a) aus einem einzigen Knoten, der alle méglichen
Situationen auf die Menge aller a enthaltenden Plidne abbildet. Diese Informa-
tion kann direkt aus der Planhierarchie gewonnen werden.
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5. Auf der Basis derselben Beobachtungen hétten sich mit der bisherigen Methode
durch Initialisierung gem&f (6.3) (siehe Seite 109) und schrittweise Aktualisie-
rung gemif (6.45) (siehe Seite 172) Werte in der Gréfienordnung von 0.89 fiir
Store_messages und 0.11 fiir Read_delete_msgs ergeben.

6.6.3.2 Der Planerkennungsprozef

Am Ende der Trainingsphase, wiahrend der der bisherige Ansatz zur Hypothesenbe-
wertung bereits verwendet werden kann, besteht das Benutzermodell aus einer Menge
von Entscheidungsbédumen 7'(a) fiir alle Aktionen a. Der Planerkennungsproze$ selbst
findet nun in vier Schritten statt.

1. Sobald der Agent eine neue Aktion aq ausfiihrt, werden die relevanten Attributwerte
der aktuellen Situation sy ermittelt, und ein entsprechender Eintrag [ ag, so | wird in
die Datenbasis aufgenommen.

2. Diese Situationsbeschreibung wird mit Hilfe des Baumes T'(ag) klassifiziert. Auf
der Basis dieses Ergebnisses und zusétzlicher Information vom Planerkenner wird
eine numerische Hypothesenstdirke © berechnet.

3. Diese wird mit der aktuellen Hypothesenbewertung m; zur neuen Bewertung m;,
kombiniert.

4. Am Ende des Planerkennungszyklus werden die gesammelten Daten wie in Ab-
schnitt 6.6.3.1 beschrieben mit dem FErkennungsergebnis markiert. Gegebenenfalls
werden die Entscheidungsbdume T'(a) mittles der Information aus diesem letzten Zy-
klus aktualisiert.

Dieses Vorgehen wird im folgenden anhand eines Beispiels nédher erldutert.

Beispiel 6.6.4 Angenommen, die erste Aktion des Benutzers ist read _message, die
aktuelle Nachricht war von seinem Chef und hatte die Lénge 30, d.h. sy =] Manager,
30]. Die Klassifikation mit Hilfe des Baumes aus Abbildung 6.26 fiihrt zu der Annah-
me, dafl diese Aktion definitiv zum Plan Read_delete_msgs gehort (der Test bzgl. des
Absenders fiihrt zum linken Blatt). Da diese Annahme jedoch auf einer relativ klei-
nen Menge statistischer Daten beruht —in diesem Fall auf lediglich 5 gleich gelagerten
Beispielen —, mufl die mangelnde Zuverléssigkeit dieser Informationen und der darauf
basierenden Schluffolgerungen beriicksichtigt werden.

Zu diesem Zweck werden die relativen Haufigkeiten aller in einem Blatt auftre-
tenden Pline durch Anwendung der in Definition 6.2.2 beschriebenen Operation um
einen gewissen Betrag o reduziert. Die Zuweisung des verbleibenden numerischen
Wertes an die unspezifischste Hypothese Py reprisentiert wiederum die durch die Un-
zuverlissigkeit der Informationsquellen bedingte partielle Unwissenheit hinsichtlich
der Hypothesenbewertung.'® Ein solcher Faktor o ist mit jedem Blatt eines Entschei-
dungsbaumes assoziiert. Er wird mit wachsender Anzahl der darin repriisentierten
Instanzen schrittweise verringert, bleibt jedoch stets > 0.

15Liegt auch negative Information der Art vor, dafl bestimmte Pline ein Auftreten einer bestimm-
ten Aktion explizit ausschlieen, so wird dieser verbleibende Wert der Menge aller mit dieser Aktion
vertriglichen Pldne zugewiesen.
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Fiir obigen Fall ergibt sich mit einem Zuverldssigkeitsfaktor von a = 0.8 die Hy-

pothesenstirke
0.8, X = {Read_delete_msgs}

FX) = 402, X="P (6.53)
0.0, sonst

Dieses Resultat entspricht dem intuitiv “korrekten” Ergebnis fiir das Beispiel aus
Abschnitt 6.6.1. Ohne die Verwendung des verfeinerten Benutzermodells héitten sich
Die Behandlung der Constraints zwischen der Aktion und den einzelnen Plinen
erfolgt wie in Abschnitt 6.2 beschrieben.
Wire die aktuelle Nachricht hingegen von einem Mitarbeiter und hitte beispiels-
weise die Linge 70, so ergidben sich mit o = 0.9 folgende Werte

0.18, X = {Read _delete msgs}

(X) 0.72, X = Store_messages (6.54)
7 = :
0.10, X = Read_mail

0.0, sonst

Dabei wird angenommen, dafy read_message mit dem Plan Send_mail nicht vertriglich
ist d.h. nicht darin vorkommen darf.

6.6.3.3 Erklirung der Ergebnisse

Im Wesentlichen konnen zur Erkldrung der auf der Basis des verfeinerten Benut-
zermodells erzielten Planerkennungsergebnisse die Techniken aus Abschnitt 6.2.2.2
verwendet werden. So kann beispielsweise mittels der dort erkldrten “Empfindlich-
keitsanalyse” die zur Beantwortung einer konkreten Benutzeranfrage relevanteste In-
formationsquelle identifiziert werden, d.h. diejenige Beobachtung einer Aktion, die die
Auswahl einer bestimmten Hypothese am stiarksten beeinflufite.

Zuséatzlich wird die Klassifikation der zugehorigen Situation im entsprechenden
Entscheidungsbaum durch Verfolgen des Pfades von der Wurzel bis zum diese Situa-
tion enthaltenden Blatt verbalisiert.

Beispiel 6.6.5 Angenommen, in obigem Beispiel sei die zur Hypothesenstérke (6.53)
fiihrende Beobachtung als relevant identifiziert worden. Eine Erklarung fiir die Ent-
scheidung zugunsten von Read_delete_msgs wire dann

“Die Hypothese Read_delete_msgs wurde ausgewéhlt, weil Sie diesen Plan
immer verfolgt haben, wenn Sie eine Nachricht Ihres Chefs gelesen haben.”

Die Tatsache, dafl beim Aufbau der Entscheidungsbidume auf eine minimale An-
zahl notwendiger Tests von Attributwerten geachtet wird, erlaubt umgekehrt bei der
Generierung einer Erkldrung ebenfalls den Verzicht auf irrelevante Details, in die-
sem Fall etwa die Lange der entsprechenden Nachricht. Diese Abstraktion erhéht die
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Transparenz der im Benutzermodell enthaltenen Information bzgl. der Annahmen des
Systems iiber das typische Verhalten des Benutzers und kann so einerseits die Ak-
zeptanz der getroffenen Entscheidungen erhohen, andererseits Ansatzpunkte fiir eine
“manuelle” Korrektur dieses Modells durch den Benutzer liefern.

Anmerkung: Gerade im Hinblick auf diese Wartung des Benutzermodells kann es
wichtig sein, neben den Griinden fiir eine bestimmte Auswahl auch Rechtfertigungen
fiir das Verwerfen von Alternativen und dhnliche Aspekte der Entscheidungsfindung
anzufordern (siehe dazu auch [Bauer, 1996¢]).

6.6.4 Verwandte Arbeiten

Techniken des maschinellen Lernens werden unter anderem auch fiir die in [Kozierok
und Maes, 1993; Maes und Kozierok, 1993; Maes, 1994] beschriebenen Interface-
Agenten angewandt. Hier ist das Ziel, Situationen und die jeweiligen Benutzerreak-
tionen darauf zu lernen. Situationen werden mittels einer vorgegebenen Menge von
Attributen charakterisiert. Die Modellierung des Verhaltens des Benutzers beschréinkt
sich auf eine einzige Aktion.

Wann immer der Benutzer eines Anwendungssystems — eine Beispieldoméne ist
ebenfalls ein email-System — eine neue Aktion ausfiihrt, werden die entsprechenden
Attributwerte und diese Aktion in eine Datenbasis eingetragen. Im Unterschied zu den
in Abschnitt 6.6.2 vorgestellten induktiven Lernverfahren werden diese gesammelten
Informationen nicht weiterverarbeitet. Die hier zur Anwendung kommende Technik
des memory-based reasoning [Stanfill und Waltz, 1986] benutzt vielmehr diese Rohda-
ten, um beim Auftreten einer neuen Situation in der Datenbasis nach méglichst dhnli-
chen Eintrigen zu suchen. Aus demjenigen mit der besten Ubereinstimmung wird die
damalige Benutzeraktion extrahiert und in Abhingigkeit vom Grad der Ahnlichkeit
beider Situationen dem Benutzer entweder zur Ausfilhrung angeboten oder automa-
tisch durchgefiihrt.

Ein Nachteil dieses Lernverfahrens, das speziell fiir die Implementierung auf Hoch-
leistungsrechnern mit Parallelarchitektur entwickelt wurde, besteht in der hohen Kom-
plexitéit der Berechnungen, die zum Auffinden eines passenden Kandidaten durch-
gefiihrt werden miissen. Dabei ist jeweils die gesamte Datenbasis zu untersuchen.

Weiterhin ist festzustellen, daf eine Rechtfertigung fiir die Auswahl einer bestimm-
ten Aktion als Hilfsangebot an den Benutzer lediglich durch Prisentation des ent-
sprechenden Eintrags in der Datenbasis gegeben werden kann. Dies hat den Nachteil,
dal der Benutzer mit einer Fiille konkreter Attributwerte — namlich der Beschrei-
bung einer fritheren Situation, in der er sich ebenso verhielt — konfrontiert wird, von
denen gegebenenfalls viele irrelevant fiir seine damalige Reaktion waren. Wihrend
ein induktives Verfahren viele solcher Details beim Aufbau eines Entscheidungsbau-
mes “ignoriert” und somit die zugrundeliegenden Strukturen deutlich hervorgehoben
hétte, unterstiitzt die ausschlieffliche Verwendung der Rohdaten solche Einsichten in
das interne Modell des System nicht.
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Die Erkennung wiederkehrender Situationen ist ebenfalls das Ziel des in [Elzer et
al., 1994] beschriebenen Ansatzes. Dabei geht es um die Erkennung sogenannter
“Attributwerte-Priferenzen” in Beratungsdialogen. Diese sollen die Bevorzugung ge-
wisser Werte oder Eigenschaften der durch eine Aktion betroffenen Objekte repréisen-
tieren. Ein Beispiel in der untersuchten Doméne der Beratung von Studenten bei der
Studienplanung ist etwa die Bevorzugung bestimmter Dozenten oder Anfangszeiten
der zu belegenden Kurse.

Wesentliches Merkmal ist die Ausnutzung der “kollaborativen Natur von Bera-
tungsdialogen”. Das heifit, es wird davon ausgegangen, dafl der Dialogpartner seine
Préferenzen bereitwillig mitteilt. Die daraus resultierenden Auswirkungen auf den
zugrundeliegenden Erkennungsmechanismus — der beispielsweise explizit geduflerte
Priferenzen stiarker bewertet als indirekt abgeleitete — schranken die Anwendung die-
ses Verfahrens auf Anwendungen mit intendierter Beobachtung ein, da sie die Be-
reitschaft des beobachteten Agenten zur Zusammenarbeit voraussetzen. Eine weitere
Einschrankung ergibt sich durch die Verwendung von Information iiber die aktuellen
Gesprichsumstinde einer Auerung — beispielsweise als Ablehnung einer Alternative
oder Bekréftigung einer Aussage — bei der Berechnung der Stdrke einer Praferenz. Sol-
che Information ist ausschlie8lich im natiirlichspachlichen Kontext zu finden, so daf
eine Anwendung beispielsweise bei der Beobachtung eines Softwarebenutzers nicht
moglich ist.
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Kapitel 7

Anwendung in PHI und RAP

Dieses Kapitel beschreibt die Integration des vorgestellten Planerkennungsansatzes in
die im Rahmen der DFKI-Projekte PHI (Planbasierte Hilfesysteme) und RAP (Re-
asoning about Plans) entwickelten Systeme. Handelt es sich dabei im Falle von PHI
um ein intelligentes Hilfesystem fiir ein Email-System unter UNIX, so steht bei RAP
die Entwicklung eines generischen Systems im Vordergrund, das dem Benutzer die
flexible Konfiguration spezieller Planungssysteme unter Verwendung existierender In-
ferenzdienste erméglicht. In die Zeit des PHI-Projektes fillt neben der in Kapitel 5
beschriebenen modallogischen Fundierung regelbasierter Ansétze die Entwicklung der
grundlegenden Konzepte zur Planerkennung, wie sie in den ersten beiden Abschnit-
ten von Kapitel 6 vorgestellt werden. Die Aktualisierung des Benutzermodells, die
Untersuchung von Approximationsalgorithmen fiir die Dempster-Shafer Theorie so-
wie vor allem die Integration maschinellen Lernens in die Planerkennung bildeten
einen Schwerpunkt im Gebiet der Planerkennung im Rahmen von RAP (siehe dazu
die Abschnitte 6.3 bis 6.6).

Abschnitt 7.1 bietet zuniichst einen Uberblick iiber das Projekt PHI, dessen logi-
sche Basis LLP Gegenstand von 7.2 ist. Danach wird in Abschnitt 7.3 die Planerken-
nung in PHI genauer betrachtet, wobei die durch den speziellen Ansatz mit verzahn-
tem Plangenerierer und -erkenner bedingten Besonderheiten im Vordergrund stehen.
Den Abschlufl dieses Abschnittes bildet in 7.3.3 ein konkretes Anwendungsbeispiel.

7.1 Uberblick iiber das Projekt PHI

Ziel des Projektes PHI war es, den Kern eines intelligenten, planbasierten Hilfesystems
zu entwickeln, das wollstindig logikbasiert ist und sowohl einen Plangenerierer als
auch einen Planerkenner umfait [Bauer et al., 1991; Bauer et al., 1993]. Diese beiden
Komponenten arbeiten in zwei sogenannten Verzahnungsmodi zusammen (siehe dazu
auch Abbildung 7.1).

Im ersten Verzahnungsmodus produziert der Plangenerierer eine Menge abstrakter
Pléne, die anschlieend als Hypothesenmenge fiir den Planerkenner dient. Dessen Auf-
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Abbildung 7.1: Die Gesamtarchitektur von PHI.

gabe ist es, den tatséchlich vom Benutzer eines Anwendungssystems — im konkreten
Fall wurde email unter UNIX als Domine betrachtet — verfolgten Plan zu identifi-
zieren und auf der Basis des Erkennungsergebnisses Hilfeleistungen wie semantische
Planvervollstindigung anzubieten.

Der zweite Verzahnungsmodus geht noch dariiber hinaus, indem hier suboptimales
Benutzerverhalten erkannt und gegebenenfalls ein optimaler Plan fiir das aktuelle Ziel
des Benutzers generiert und anschlieBend automatisch ausgefiihrt wird (siehe auch
[Dengler, 1994]).

Die Eingabe fiir den Plangenerierer ist eine Menge von Planspezifikationen, spe-
zieller LLP-Formeln, die die aktuellen Planungsaufgaben beschreiben. Auf die exakte
Form der Plansperzifikationen wird in Abschnitt 7.2 eingegangen. Jede dieser Spe-
zifikationen wird zundchst an die Wiederverwendungskomponente iibergeben (siehe
[Koehler, 1994]). Diese versucht, in einer Planbibliothek ein bereits gelostes #hnli-
ches Problem zu finden und dessen Lésung wiederzuverwenden und gegebenenfalls zu
modifizieren. Wird kein erfolgversprechender Kandidat gefunden, wird der deduktive
Plangenerierer mit der aktuellen Planspezifikation aktiviert.

Die Kandidatensuche der Wiederverwendungskomponente arbeitet dabei auf einer
Planbibliothek mit einem hybriden Reprisentationsformalismus, der Aspekte termino-
logischer Logiken und der Logik LLP miteinander verkniipft. Ein Bibliothekseintrag
besitzt einen Indez, der aus einer Planspezifikation durch Anwendung eines Kodie-
rungsschemas gewonnen wurde, und beinhaltet weiterhin die tatsichliche Planspezi-
fikation, den daraus erzeugten Plan sowie weitere Information aus dem Generierungs-
prozeB. Aufgrund der Indizes kénnen Subsumptionsbeziehungen zwischen verschiede-
nen Eintrdgen berechnet werden.

Ein neues Planungsproblem, gegeben durch eine Planspezifikation, wird nun zu-
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néichst mit demselben Kodierungsschema verarbeitet, und der entstehende Index wird
gemifl dem Vorgehen in terminologischen Logiken in der Taxonomie der aktuellen
Planbibliothek klassifiziert. Dabei konnen aufgrund der errechneten Subsumptionsbe-
ziehungen Wiederverwendungskandidaten gefunden werden. Da die Kodierung in der
terminologischen Logik lediglich eine approximative Reprédsentation der urspriingli-
chen Spezifikationsformel darstellt, muf} die tatsichliche Wiederverwendbarkeit eines
Kandidaten noch formal bewiesen werden. Aufgrund dieses Beweises kann entschie-
den werden, ob der gefundene Plan verworfen werden muf}, direkt wiederverwendet
werden kann oder modifiziert werden muf}. Im ersten Fall wird die Planspezifikation
dem deduktiven Plangenerierer iibergeben, im letzten Fall erhédlt man einen teilinstan-
tiierten Plan, der noch “Liicken” in Form von Planmetavariablen aufweist, die durch
entsprechende Aufrufe des deduktiven Plangenerierers instantiiert werden.

Dieser wiederum fiihrt einen formalen Beweis der iibergebenen Planspezifikations-
formel, der als Seiteneffekt eine in dieser Formel enthaltene Metavariable instantiiert.
Wird der Beweis erfolgreich abgeschlossen, so stellt diese Instantiierung zusammen
mit den zugehorigen Vorbedingungen den generierten Plan dar. Dieser ist also selbst
wieder eine Formel der Logik LLP und kann als solche eine Reihe von Freiheitsgraden
enthalten wie

e freie Variablen,
e temporale Abstraktionen und

e Disjunktionen.

Weiterhin kénnen Plidne neben konkreten auch abstrakte Kommandos enthalten. Der
deduktive Beweis der Planspezifikation in einem Sequenzenkalkiil wird durch eine
Reihe von Tuktiken gesteuert, die in Abhéngigkeit von der syntaktischen Form der
zu beweisenden Formeln eine zielgerichtete Vorgehensweise erlauben und zu erheblich
kleineren Beweisbdumen fiihren als dies bei konventionellen Beweisverfahren der Fall
ist.

Die Verwendung der logischen Basis LLP in Kombination mit diesen Taktiken, die
mit Hilfe des Systems IGLOO [Feibel, 1994; Feibel, 1995] entwickelt werden kénnen,
in allen Komponenten von PHI, erlaubt es dem System, ebenso effizient zu arbeiten
wie herkémmliche, nicht-deduktive Planer, bietet dabei aber die Vorteile, dafl

e die erzeugten Plidne beweisbar korrekt bzgl. ihrer Spezifikation sind und

e alle Prozesse innerhalb des Gesamtsystems (Plangenerierung und Planerken-
nung) eine formale Semantik besitzen und somit wohldefiniert sind.

7.2 Die Logik LLP

Ziel dieses Abschnitts ist die Einfiihrung der Logik LLP (Logical Language for Plan-
ning), die die gemeinsame Grundlage aller Komponenten des PHI-Systems darstellt.
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Es handelt sich dabei um eine sortierte, modale, intervallbasierte Temporallogik, die
sowohl Aspekte temporaler Programmlogiken als auch der sogenannten Choppy Lo-
gic (sieche [Rosner und Pnueli, 1986]) beinhaltet. Eine #hnliche Logik wurde auch
in [Bauer, 1992a; Bauer, 1992b] beschrieben. Fiir eine detaillierte Einfiihrung in die
grundlegenden Konzepte der Logik sei auf [Biundo et al., 1992] verwiesen.

7.2.1 Syntax

Gegeben seien eine Menge S von Sortensymbolen und eine beziiglich S sortierte Si-
gnatur ¥ = X U XP, wobei X eine Signatur von Funktionssymbolen und ¥ eine
Signatur von Pradikatsymbolen ist.

Definition 7.2.1 (Stelligkeit)

S* bezeichne die Menge aller endlichen Folgen von Sortensymbolen aus S. Die Stel-
ligkeit eines Funktionssymbols f € %F ist eine Folge arity(f) = ws mit w € S* und
s € S. w bezeichnet die Sorten der Argumente von f, wihrend s die Zielsorte ist. Die
Stelligkeit eines Pridikatsymbols p € B ist eine Folge arity(p) = w € S*.

Im Gegensatz zu den meisten “klassischen” Logiken miissen in LLP zwei verschiedene
Arten von Variablen unterschieden werden.

Definition 7.2.2 (Variablen)
Die Menge V der Variablen ist gegeben durch die Vereinigung V' = UssV; aller
Variablen der verschiedenen Sorten aus S. Dabei gilt fiir jede Sorte s € S

V, = VIUVL

V9 ist die Menge der globalen Variablen der Sorte s, withrend V! die Menge der lokalen
Variablen der Sorte s bezeichnet. V9 und V! bezeichnen die Mengen aller globalen und
lokalen Variablen aller Sorten.

Informal betrachtet, besteht zwischen beiden folgender Unterschied: Wéhrend glo-
bale Variablen dem “herkémmlichen” Variablenbegriff entsprechen, d.h. quantifiziert
und einmal gebunden werden koénnen, kann eine lokale Variable nicht in Verbindung
mit einem Quantor auftreten und zu jedem Zeitpunkt einen anderen Wert annehmen.
Diese entsprechen somit eher Variablen, wie sie aus imperativen Programmierspra-
chen bekannt sind. Der genaue Unterschied zwischen lokalen und globalen Variablen
wird bei der Betrachtung der Interpretation von Termen deutlich.

Definition 7.2.3 (Terme)
Die Menge T'(%, s) der Terme der Sorte s iiber der Signatur ¥ ist die kleinste Menge,
fiir die gilt

e V., CT(X%,s) und
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e wenn t; € T(Z,51), ..., t, € T(3, s,) Terme der Sorten s, ..., s, sind und f € 2F

ein Funktionssymbol der Stelligkeit s;...s,s, dann ist f(t1,...,t,) € T(%, s) ein
Term der Sorte s.

Definition 7.2.4 (Formeln)

Die
1

2.

Menge W FF(X) der Formeln iiber ¥ ist die kleinste Menge, fiir die gilt:
. T e WFF(S).
p(t, ... t,) € WFFE(X), fallst; € T(Z, s;) fiiri = 1,...,n, p € ¥ und arity(p) =

S1...Sp-

3. t1 =ty e WFF(X), falls t1,t, € T(X, s) fiir ein s € S.

4. mp €e WFF(Y), falls p € WFF ().

5. o ANy € WFF(Y), falls ¢,y € WFF(Y).

6. Vx:s.p € WFF(X), falls p € WFF(X) und z € V9.

7. Qp € WFF(Y), falls ¢ € WFF(X).

8. Oy e WFF(Y), falls p € WFF(Y).

9. (p; ) e WFF(X), falls p,p € WFF(X).

10. z:=te WFF(X), fallsz € V! und t € T(%, 5).
Anmerkungen:

1. Im folgenden wird meist statt T'(X,s) und WFF(X) einfach T'(s) und WFF
geschrieben.

2. Zusétzlich zu den in Definition 7.2.4 angegebenen Konnektoren werden V, —
und <> mit der iiblichen Interpretation ebenso als Abkiirzung in den Formeln
verwendet wie der Existenzquantor 4.

3. Wahrend die Punkte 1.-6. der Syntax einer herkémmlichen sortierten Logik

erster Stufe entsprechen, fiihren die Punkte 7.-9. die modallogischen Konzepte
und 10. einen programmlogischen Anteil in die Sprache ein. Im einzelnen gilt:

e (O ist der sog. nexrt-Operator,
e < wird als sometimes-Operator bezeichnet, und

e ; ist der chop-Operator.

Zusétzlich wird der zu < duale Operator O (always) verwendet.
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4.

Punkt 10. aus Definition 7.2.4 beschreibt die sogenannte Zuweisung eines Wertes
an eine lokale Variable.

. Um spéter komplexe Plidne in der Sprache LLP reprisentieren zu kénnen, wer-

den weitere abgeleitete Operatoren eingefiihrt, mit deren Hilfe programmier-
sprachenihnliche Konstrukte wie Verzweigungen und Schleifen dargestellt wer-
den konnen. Dabei bezeichnen im folgenden ¢ und % Formeln im Sinne von
Definition 7.2.4, wahrend « eine Formel ohne Modaloperator ist. Dann gilt:

if a then ¢ else ¥ & (a — @) A (—a — )
sowie

(while a do ¢ od ; ¢¥) = if a then (¢ ; (while o do ¢ od ; v)) else 1.

. Die Sprache enthélt aulerdem ein ausgezeichnetes einstelliges Priadikat ex, das

als Argument einen Term der Sorte command erhdlt und die Ausfithrung eines
Kommandos zu einem bestimmten Zeitpunkt beschreibt.

7.2.2 Semantik

Der zentrale Begriff der LLP-Semantik ist das Intervall, das als eine nichtleere Fol-
ge von Zustinden den Aspekt der Zeit reprisentiert. Da diese Logik die (sortierte)
Priadikatenlogik erster Stufe vollstindig umfafit, wird zunéchst deren grundlegendes
Konzept eingefiihrt (sieche dazu auch [Enderton, 1972, Kapitel2)).

Definition 7.2.5 (X-Struktur)

Zu einer Signatur ¥ ist das Paar (D, I) eine sogenannte 3-Struktur. D = (Dy)ses
heifit der Grundbereich, und I = (I(f))sex ist eine Familie von Abbildungen, die den
Symbolen aus 3 Funktionen und Pradikate iiber D zuordnen.

Definition 7.2.6 (Zustand)
Ein Zustand ist ein Paar (o', 0?) mit

e o' : V! = D, ist eine Belegungsfunktion fiir alle lokalen Variablen.

e 02 € T(Z, command) ist die sogenannte Kontrollkomponente.

Die Kontrollkomponente beinhaltet das aktuell ausgefiihrte Kommando. Dabei
wird vorausgesetzt, dafl zu jedem Zeitpunkt genau ein Kommando ausgefiihrt wird.
Die syntaktische Entsprechung ist eine atomare Formel ez(c) mit ¢ € T'(X, command),
die in diesem Zustand giiltig ist, falls 0 = ¢ gilt (siehe dazu auch Definition 7.2.11).
Einzige Ausnahme davon sind Formeln der Form z := ¢, wobei z € V' eine lokale
Variable und ¢ ein Term ist. Diese Zuweisung ist das einzige Kommando, das nicht
mittels des Priadikates ex dargestellt wird.
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Definition 7.2.7 (Intervall, Linge, Komposition) )
Ein Intervall ist eine nichtleere Folge o = (09, 01, ... ) von Zusténden o;. Uber Inter-
vallen sind folgende Operationen definiert: Die Ldnge eines Intervalls o ist gegeben

durch
o n, fallso = (0¢,....,0n)
o= oo, falls o unendlich

Die Komposition zweier Intervalle o, ¢’ ist gegeben durch

, { o, falls o unendlich
go0o =

(00, .y Ony ...y, falls o ={(o0g,...,0,) und o' = (0o,,...)
Die Menge aller Intervalle wird mit Wy bzeichnet.

Anmerkungen:

1. Die Lénge eines Intervalls bezeichnet die Anzahl der Zustandsiberginge, ist also
identisch mit der um eins verringerten Anzahl der Zustinde im Intervall.

2. Die Komposition zweier Intervalle ist nur dann definiert, wenn das erste der bei-
den unendlich lang ist (die Komposition ist dann die identische Abbildung) oder
beide Intervalle um einen Zustand “iiberlappen”, d.h. wenn der letzte Zustand
des ersten Intervalls mit dem ersten des zweiten Intervalls identisch ist.

Intervalle spielen in der Logik LLP die Rolle mdglicher Welten in der Kripke-
Semantik einer Modallogik (vergleiche dazu z.B. [Chellas, 1980]). Daher muf} eine
Erreichbarkeitsrelation zwischen diesen Welten angegeben werden.

Definition 7.2.8 (Erreichbarkeit)

Die unmittelbare Erreichbarkeit ist eine Relation R mit oRo’, falls 0 = (0,01, ...)
und ¢’ = (oy,...) das Teilintervall ist, das man aus ¢ durch Streichen des ersten
Zustandes oy erhélt. Die reflexive, transitive Hiille von R wird mit R* bezeichnet.

Definition 7.2.9 (X-Interpretation)
Sei die Signatur X mit einer X-Struktur (D,I) gegeben. Eine X-Interpretation ist
dann ein Tupel Zy, = (W, R, 0, D, I, 3), wobei

o W C W, eine nichtleere Menge von Intervallen ist, die durch die unmittelbare
Erreichbarkeitsrelation R miteinander verkniipft sind,

e 3:V9 — D eine Belegungsfunktion der globalen Variablen ist und

e o, D, I wie bisher die Kompositionsoperation sowie die beiden Komponenten
einer X-Struktur darstellen.
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Auf der Basis dieser Definition ist es nun moglich, die Interpretation von Termen und
Formeln und insbesondere deren Giiltigkeit anzugeben.

Definition 7.2.10 (Interpretation von Termen)

Fiir eine X-Interpretation Z, bestehend aus einem Rahmen (W, R, o), einer X-Struktur
(D, I) und einer Belegung (3 ist der Wert eines Terms ¢ € 7y, in einem Interval o € W
definiert gemaf:

o 7% (z) = B(x) fiir jedes z € VY
e 7%(a) = o}(a) fiir jedes a € V.

Die Erweiterung dieser Interpretation auf Funktionsausdriicke geschieht auf die iibli-
che Weise.

Anmerkung: Kommandoterme, d.h. Terme der Sorte command, werden nicht eva-
luiert im Sinne dieser Definition, d.h. fiir alle ¢ € T (3, command) gilt Z%(c) = c.

Definition 7.2.11 (Giiltigkeit von Formeln)
Die Giiltigkeit einer Formel ¢ € W F F' unter einer X-Interpretation Z in einem Inter-
vall 0 € W (kurz: o =5 ¢) ist wie folgt definiert:

l.oE= T

2. 0 =rex(t) gdw. Is(t) = o?

3. 0 Fz Q¢ gdw. o' =z ¢ fiir alle ¢ mit oRo’
4. 0 =z 0¢ gdw. o' =7 ¢ fiir alle ¢’ mit cR*o’
5

.0 7 ¢3¢ gdw. es gibt  o',0" mit 0 = 0’ 00", o' endlich, ¢’ =7 ¢ und
0" r

6. o =7 1 ist wie iiblich definiert fiir v = p(ty,...,t,), ¥ = (t1 =t2), ¢ =9,
V=01 Ngg, Y =Vzo
Anmerkungen:

1. Wie Terme werden auch atomare Formeln jeweils iiber dem ersten Zustand des
Intervalls gedeutet.

2. Der O Operator reprisentiert das sogenannte weak next, d.h. die Existenz des
néchsten Zustands wird nicht ausdriicklich vorausgesetzt.

3. Der Chop-Operator ; ist die syntaktische Entsprechung der Komposition o zweier
Intervalle.

Definition 7.2.12 (Modell)
Eine X-Interpretation Z = (W, R, o, D, I, () ist nun Modell einer Formel ¢ (=7 ¢)
gdw. o =1 ¢ fiir jedes 0 € W. ¢ is allgemeingiiltig gdw. = fiir alle Z.
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7.3 Planerkennung in PHI

Die Gesamtarchitektur des Planerkenners von PHI und dessen Interaktion mit dem
Gesamtsystem sind in Abbildung 7.2 dargestellt (siche auch [Bauer und Paul, 1993]).
Der eigentliche Erkenner besteht aus dem sogenannten abduktiven Planerkenner, des-
sen Rolle noch erldautert wird, und dem Awuswahlmodul, das eine prototypische Imple-
mentierung der in Kapitel 6 vorgestellten Konzepte im Rahmen von PHI darstellt.

Anwendungssystem Auswahlmodul
Beobachtungen
Regelbasis Benutzermodell/
Klassifikation
Constraintwissen
Abduktiver Planerkenner Planhypothesen
Beweiser Graph-
transformation Plangenerierer

Abbildung 7.2: Die Architektur des Planerkenners in PHI.

7.3.1 Der abduktive Erkenner

Die Kennzeichnung des eigentlichen Planerkenners als abduktiver Mechanismus ist ei-
ne Folge seiner Arbeitsweise, die ausgehend von Beobachtungen (im konkreten Fall
email-Kommandos) Planhypothesen sucht, die als Erkldrung fiir diese dienen. Dieses
Schliefen von “Symptomen” auf die “Ursachen” ist charakteristisch fiir abduktives
Vorgehen.! Dabei macht die spezielle Logik LLP, in der sowohl die Planhypothe-

IFiir eine Einfiihrung in das abduktive Schlieen sei an dieser Stelle auf [Paul, 1993] verwiesen.
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sen als auch die Vorbedingungen und die Beobachtungen ez({kommando)) formuliert
sind, eine Verallgemeinerung des klassischen Abduktionsbegriffes notwendig, der zur
Definition der temporalen Abduktion mit einem schwicheren Erklarungsbegriff fiihrt.

Wihrend nédmlich eine klassische abduktive Erklarung fiir eine Beobachtung le-
diglich durch Bildung von Grundinstanzen aus einer Menge sogenannter Abduzibler
gewonnen werden darf, sind in der temporalen Variante dariiberhinaus auch soge-
nannte Konkretisierungsoperationen erlaubt, die beispielsweise temporale Abstraktio-
nen aus Planhypothesen entfernen und diese somit — &hnlich der Instanzenbildung —
konkretisieren.

Basis fiir diesen abduktiven Erkennungsprozef ist eine dquivalenzerhaltende Trans-
formation der Planformeln in gerichtete Graphen. Diese erlauben eine effizientere Be-
arbeitung der Planhypothesen, da die aktuellen Knoten des Graphen, die fiir die
nichsten erwarteten Aktionen stehen, identifiziert werden konnen, was bei direkter
Verwendung der Planformeln aufwendige Berechnungen notwendig machen wiirde.
Die Eigenschaft dieser Transformation, logisch dquivalente Planformeln in identische
Graphen zu iiberfiihren und die Existenz einer “Riickiibertragung” der Graphen in
die Logik erlaubt die Beibehaltung der formalen Semantik sowohl der einzelnen Pléne,
als auch des gesamten Erkennungsprozesses auf der Basis von LLP.

Die Eingliederung der Planerkennung in den Gesamtproze$ ist wie folgt:

1. Der Benutzer startet seine Interaktion mit dem Anwendungssystem. Konkret
bedeutet dies, dal das Mail-Programm aufgerufen wird.

2. Der Benutzer wird identifiziert, und aus dem zugehorigen Benutzermodell wird
eine dort abgelegte numerische Bewertung der Menge der vorhandenen Planspe-
zifikationen abgefragt.

3. Aufgrund dieser numerischen Information und der Vorgabe einer Maximalanzahl
werden die am besten bewerteten Spezifikationen zur Weiterverarbeitung durch
den Plangenerierer ausgewéhlt. Diese Selektionsphase ist durch das Bestreben
motiviert, die Anzahl der aufwendigen Generierungsschritte zu minimieren. Des-
halb wird hier nur eine begrenzte Anzahl aller vorhandenen Planspezifikationen
an den Generierer {ibergeben, wobei die Information aus dem Benutzermodell
dazu dient, diejenigen auszuwihlen, die in der Vergangenheit das Verhalten des
aktuellen Benutzers am besten beschrieben haben.

4. Der Plangenerierer erzeugt aus diesen Spezifikationen eine Menge von Planhy-
pothesen (vergleiche Abschnitt 7.1).

5. Der eigentliche Zyklus aus Benutzerinteraktion und Planerkennung beginnt.

Erster Schritt der Planerkennung ist die Transformation aller vom Plangenerierer
gelieferten Planhypothesen und die Bestimmung aller Knoten in den entstehenden
Graphen, die als Kandidat fiir die erste erwartete Aktion in Frage kommen. Wird
nun vom Anwendungssystem eine Benutzeraktion a gemeldet — im konkreten Fall ein
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email-Kommando — so werden zunéchst alle Hypothesen bestimmt, die entweder a
explizit vorgesehen haben oder zumindest mit dieser Beobachtung kompatibel sind in
dem Sinne, daf} ein Auftreten von a nicht explizit ausgeschlossen war. Alle anderen
Hypothesen werden verworfen.

Der Test der zugehorigen Constraints erfolgt, indem die aktuelle Parameterbin-
dung von a mit bereits existierenden Variablenbindungen der einzelnen Hypothesen
verglichen und diese gegebenenfalls konsistent erweitert werden. Ist dies nicht moglich,
miissen die entsprechenden Hypothesen abgelehnt werden. Weiterhin ist es notwen-
dig, bestimmte Bedingungen innerhalb der Doméne zu iiberpriifen, die den aktuellen
Zustand der Welt betreffen. Typische Beispiel dafiir sind

open_flag(sys_mbox) = 1
oder
delete_flag(msg(3,sys_mbox)) = 0,

die besagen, daf} eine bestimmte System-Mailbox gedffnet sein mufl und die dritte
Nachricht darin nicht geloscht sein darf. Die Giiltigkeit dieser Aussagen wird durch
direkte Anfragen an das Anwendungssystem bestimmt, die durch eine Prozeflkommu-
nikation realisiert ist. Auch hier kann die Verletzung solcher Bedingungen zur Entfer-
nung einer Hypothese aus dem Suchraum fiihren.

Das Ergebnis eines solchen Erkennungsschrittes ist eine Teilmenge der urspriing-
lichen Planhypothesen, die mit Hilfe der Beobachtung ¢ und der Uberpriifung der
zugehorigen Constraints konkretisiert wurden, indem

e freie Variablen gebunden und
e temporale Abstraktionen oder Disjunktionen entfernt wurden.

Die Menge der mit allen bisherigen Beobachtungen konsistenten Hypothesen sowie
die Information dariiber, welche dieser Hypothesen fortgeschrieben werden konnten in
dem Sinne, dafl die Aktion a in ihnen tatséchlich erwartet wurde und alle Constraints
erfiillt waren, wird an das Auswahlmodul iibergeben. Dieses berechnet auf der Basis
der aktuellen Beobachtung und der vom abduktiven Erkenner zur Verfiigung gestellten
Information eine neue Hypothesenbewertung (siehe unten). Danach wird die néchste
Benutzereingabe erwartet.

Bleibt nur eine konsistente Planhypothese iibrig, so wird diese dem Benutzer zur
automatischen Abarbeitung angeboten. Werden hingegen alle Planhypothesen verwor-
fen, so wird ein neuer Generierungs— und Erkennungszyklus gestartet, d.h. es werden
wiederum Planspezifikationen ausgewéhlt und neue Hypothesen generiert.

7.3.2 Der Auswahlmodul

In diesem Abschnitt wird die Arbeitsweise des auf den Konzepten von Kapitel 6 auf-
bauenden Auswahlmoduls im Zusammenspiel mit den iibrigen Systemkomponenten
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beschrieben. Einen zentralen Punkt stellt dabei die Initialisierung des Hypothesen-
raumes dar, die in Abschnitt 7.3.2.1 erldutert wird. Abschnitt 7.3.2.2 beinhaltet eine
Beschreibung der Rolle des Auswahlmoduls im Gesamtsystem.

7.3.2.1 Die Initialisierungsphase

Wie bereits mehrfach erwidhnt, wird eine numerische Bewertung der Elemente des
Hypothesenraumes in Form eines (quantitativen) Benutzermodells vorausgesetzt, mit
dessen Hilfe eine initiale Basiswahrscheinlichkeit fiir die Hypothesen erstellt wird.
Dies widerspricht jedoch dem Vorgehen innerhalb des PHI-Systems. Da die einzelnen
Planhypothesen zur Laufzeit des Hilfesystems dynamisch generiert werden, kénnen
keinerlei statistische Daten {iber ihre relative Haufigkeit im Verhalten eines Benutzers
vorliegen. Daher muf} hier zu einem Hilfsmittel gegriffen werden.

In einer Wissensbasis héilt das System eine Menge C'F' von LLP-Formeln, die sich
in zwei disjunkte Gruppen einteilen lassen: C'F = CF, UCF;. Dabei umfafit C'F}, eine
Menge von Planformeln, wihrend CF, sogenannte Zielformeln beinhaltet. Erstere
beschreiben Aktionssequenzen wie beispielsweise

sometimes ( ex(save(msg(x,y)));
ex(delete(msg(x,y)));
ex(quit(y))) ).

Zielformeln weisen Ahnlichkeiten mit Planspezifikationen auf (siehe Abschnitt 7.2),
hier fehlt lediglich die Planmetavariable. Ein Beispiel dafiir ist

(exists yb:
(exists zb:
(sometimes(
(forall xb: (((sender(msg(xb,yb))=zb) &
(delete_flag(msg(xb,yb)) = 0) &
(open_flag(yb)=1))
>

((read_flag(msg(xb,yb))=1)))))))).

Da beide Beispiele direkt dem implementierten System entnommen sind, sind hier
die logischen Zeichen wie < durch ASCII-Ketten wie sometimes ersetzt. Wihrend
diese Planformel eine lineare Folge der drei Kommandos save, delete und quit
mit den entsprechenden Argumenten beschreibt, bezeichnet die Zielformel das Ziel,
irgendwann alle nicht geléschten Nachrichten eines bestimmten Absenders zb in einer
geOffneten Mailbox yb gelesen zu haben.

Die Intention hinter C'F' ist, eine Sammlung typischer Aktionsfolgen — kodiert in
CF, — und typischer Ziele innerhalb der Doméne — kodiert in C'F, — aufzustellen und
zu testen, wie oft der Benutzer die jeweiligen Aktionsfolgen durchfiihrt bzw. die ent-
sprechenden Ziele verfolgt. Grundlage dafiir sind die vom Benutzer in vorhergehenden
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Sessions ausgefiihrten Aktionen und die dabei erkannten Pléne. Die vom Plangene-
rierer gelieferten Pline werden dann bzgl. der Elemente von CF' klassifiziert, d.h. fiir
jeden Plan wird {iberpriift, welche der durch die Formeln in C'F}, beschriebenen Ak-
tionsfolgen er als Teilplan beinhaltet und welche der durch C'F}; beschriebenen Ziele
er erreicht. Daher werden die Elemente von C'F' auch als Klassifikationskriterien be-
zeichnet.

Da sowohl die Planhypothesen als auch deren Spezifikationen und die Elemente aus
CF LLP-Formeln sind, konnen diese Tests wiederum durch formale, taktikgesteuerte
Beweise durchgefiihrt werden. Fiir einen Plan p mit Spezifikation spec(p) und zwei
Klassifikationskriterien cp € C'F, und cg € C'F, miissen dazu die Implikationen

p — cp,
(7.1)

spec(p) — cg

bewiesen werden.

Seien also eine Menge C'F' von Klassifikationskriterien kq, ..., k; gegeben sowie eine
numerische Bewertung val : CF — [0, 1] mit Y!_, val(k;) = 1 und eine Menge P, von
Plianen mit den zugehdrigen Planspezifikationen. Dann wird daraus eine Menge

CM = {Cy, ;|1 <i; <} C2P
konstruiert mit
o CM>Cy, i, #0
e Fiir alle p € C;, ;. p erfiillt alle Kriterien k;,, ..., k;, im Sinne von (7.1).

e Alle Cj,...;, € CM sind maximal, d.h. falls p ¢ C;, .
der Kriterien k;,, ..., k;,

dann erfiillt p keines

'aini

Definition 7.3.1 (induzierte Hypothesenbewertung)
Die durch CF und P, induzierte Hypothesenbewertung ist die Funktion m : 270 —
[0, 1] mit

% E?:l val(kij)a X = Cz eCM

Lyeessin
0, sonst

mit K so, daBl Y ccon m(C) = 1.

Anmerkungen:

1. m ist eine Basiswahrscheinlichkeit. Die Fokalelemente sind gerade die Elemente
aus CM.

2. m stellt eine initiale Bewertung des Hypothesenraumes dar. Sie wird induziert,
indem die numerischen Gewichte der einzelnen Klassifikationskriterien an die sie
erfiillenden Teilmengen des Hypothesenraumes “vererbt” werden.
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Anhand eines Beispiels soll das Vorgehen bei der Klassifikation veranschaulicht wer-
den.

Beispiel 7.3.1 Seien Py = {p1,p2, 03}, CF = {k1, ko, k3, k4, k5 } mit den Gewichten

02, X=FK

0.3, X = kQ

val(X) =4 0.1, X =k;

0.2, X =k

0.2, X =ks

Das Ergebnis der Klassifikation sei durch folgenden Graphen gegeben:

ki
P1 ke
D2 ks
P3 ky
ks

Das bedeutet, dafl beispielsweise p; die Kriterien ki, k3 und k5 erfiillt und k3 von p;
und pj3 erfiillt wird. Daraus ergeben sich die folgenden Zuordnungen von Teilmengen
von Py zu den jeweiligen Kriterien £;:

( {plap2}: 1=1

{p3}7 Z:2
Ci =< {p1,ps}, i=3
0, i=14

\ {plap2}1 1=95

Es ist zu beobachten, dafl k4, von keinem der Plidne aus Py erfiillt wird, und dafl C;
und Cj identisch sind. Diese werden daher zu (' 5 zusammengefafit. Die Tatsache, daf}
Cj leer ist und k4 mit 0.2 bewertet war, bedingt, dafl der Normierungsfaktor K = 0.8
ist. Somit ergibt sich folgende induzierte Hypothesenbewertung:

( (val(ky) +val(ks))/0.8 = 0.5, X =Ci5 = {p1,p2}

val(k3)/0.8 = 0375, X=C ={ps}
m(X) = <
val(ks)/0.8 = 0125, X=C3 ={p1,ps}

L 0, sonst
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{p1,p2} und {p1,p3} reprisentieren somit auch abstrakte Pline innerhalb der Plan-
hierarchie iiber 270,

7.3.2.2 Kopplung mit dem abduktiven Planerkenner

Neben einer initialen Hypothesenbewertung wird auflerdem eine Beobachtungsfunk-
tion bendtigt. Wie in Abschnitt 6.1.3.2 erldutert, kann diese aus den Plandekompo-
sitionen abgeleitet werden. Da ein Plan innerhalb von PHI lediglich aus einer LLP-
Formel besteht, ist diese auch mit seiner Dekomposition identisch. Durch Parsen die-
ser Formel konnen alle in einem Plan auftretenden Aktionen extrahiert und somit die
entsprechenden Beobachtungsregeln aufgestellt werden. Die Initialisierung der nume-
rischen Gewichte wird gemifl der Beschreibung im vorigen Kapitel vorgenommen.

Auch die Constraints, die eine Aktion mit einer Planhypothese verbinden, sind
nicht alle explizit gegeben. Zwar finden sich Bedingungen bzgl. bestimmter Aktions-
parameter in den Vorbedingungen des Planes wieder, aber beispielsweise Aussagen
iiber die zeitliche Abfolge der einzelnen Aktionen innerhalb eines Planes lassen sich
nur durch eine Analyse der temporalen Struktur der entsprechenden Planformeln ex-
trahieren. Da alle diese Bedingungen jedoch bereits vom abduktiven Planerkenner
getestet werden, ist es nicht notwendig, alle vorhandenen Constraints explizit zu ma-
chen. Vielmehr geniigt es, von diesem in jedem Schritt die Information dariiber zu
erhalten, welche der vorhandenen Planhypothesen p mit Hilfe der aktuell beobachte-
ten Aktion a konkretisiert werden konnten und welche nicht. Fiir erstere gilt dann,
dafl Cp(a) erfiillt sein muf}, wihrend bei letzteren mindestens eine Bedingung verletzt
war.

Der Test auf Giiltigkeit der Constraints C,(a) beschriankt sich somit im Auswahl-
modul darauf festzustellen, ob p ein Element der vom abduktiven Planerkenner iiber-
mittelten Liste der erfolgreich fortgeschriebenen Planhypothesen ist. Aufgrund dieser
Information kénnen die fiir die partielle Regelanwendung notwendigen Modifikationen
der Beobachtungsregeln berechnet werden (vergleiche Abschnitt 6.1.3.3).

Die Aufgabe des Auswahlmoduls im Gesamtsystem ist es, zu jedem Zeitpunkt die
numerische Bewertung des Hypothesenraumes auf der Basis der neuen Benutzereinga-
be zu aktualisieren und gegebenenfalls die “beste” Planhypothese auszugeben, sobald
ein bestimmtes Kriterium erfiillt ist. Zu diesem Zweck konnen verschiedene Selek-
tionskriterien definiert werden. Beispiele dafiir sind das Uberschreiten eines bestimm-
ten Schwellwertes durch die “pignistische” Wahrscheinlichkeit einer Hypothese oder
der direkte Vergleich aller Belief-Werte.

Wird ein Plan auf diese Weise ausgewihlt, so kann mit Hilfe der Klassifikationskri-
terien in C'F, festgestellt werden, ob er suboptimale Aktionsfolgen enthilt. Ist dies der
Fall, so wird der Plan (bzw. seine Spezifikation) nach Best#tigung durch den Benutzer
dem deduktiven Plangenerierer iibergeben, der einen nach bestimmten Kriterien op-
timalen Plan fiir das urspriinglich verfolgte Ziel erzeugt, der dann dem Benutzer zur
automatischen Abarbeitung angeboten werden kann.
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7.3.3 Ein konkretes Beispiel

Dieser Abschnitt beschreibt ein Beispiel der Arbeitsweise des PHI-Systems (siehe dazu
auch [Bauer et al., 1993]). Bevor die einzelnen Schritte genauer erliutert werden, soll
zunichst das konkrete Szenario aus der email-Doméne vorgestellt werden.

PHI Prototype 2.0
Mail System Classification Formulas
G Jelassification Formala a: 0.2 -
fAllowed Commands: "mail{<user>}". "reset". "logout".| [sometimes ex(save{msgix.y}}} : ex{deletelmsgix,y})) : ex{qut)
Shell>> mallispock) Glassification Formida c: 0.1
sometimes ex{quit)
Classification Formula f: 0.1
sometimes exi type(msq(x,y11) ; ex(delete(nsqix,y)}}
Classification Formula b: 0.3
exists yb, zb :
sometines forall xb :
({{sender(nsg(xb, Yh)) = zb) &
| ({delete_flag{nsg(xh,yb)) = 0} & DP = (Yb) =1
~~» sometines (read flagiwsg(xb,yb)) =
el e
Plan Rﬂ:ﬂg tion - - - Classification Formula d: 0.2
Current test for p4 and criteriom a... ...failed exist: zh e
Current test for pd and criterion c... ...failed T metines forall xb : :
Current test for pd and criterion f... ...failed { ({sendor(nsg(xb,yb}) - zb} &
ucrent test for pd and criterion b... ...succeeded {{delete_flag{msg(xh,yb)) = 0) & {open_flag yh) =1
rent test for pd and criterion d... ...faile o - i
Current test for pd and criterion e... . ..failed > sonetines (delete_flaginsgtxh.yb)) = 1) =
Current test for p2 and criterion a... .. .succeeded = M
Current test for p2 and criteriom c... .. .succeeded B I
Current test for p? and criteriom f... ...succeeded = [
Current test for p2 and criterion b... ...failed Plan Library
Current test for p2 and criterion d... ...failed
Current test for p2 and criteriom e... ...failed o
Current test for p3d and criterion a... .. failed =2
Current test for p3 and criterion c... .. .succeeded
Current test for p3 and criteriom f... .. .succeeded
Current test for p3 and criteriom b... .. failed
Current test for p3 and criterion d... ...failed 5
El k]
Plan Generation
ex(from{scotty, system_mbox)) & next (next false) ; i
ex{folders(systen_rbox)) & next (next false) :
ex{ type(x, systen_nbox)) & next (next false) ;
en{delete(x, system_mbox}) & next (next false} ; ex{quit{system_mbox}}
2 3]
fof [ 2

Abbildung 7.3: Die Oberfliche des PHI-Systems wihrend der Klassifikationsphase.

Der aktuell beobachtete Benutzer Spock pflegt, innerhalb einer Session lediglich
Nachrichten eines bestimmten Absenders zu bearbeiten, d.h. zu lesen, abzuspeichern
und zu l6schen. Diese Neigung des Benutzers zur selektiven Bearbeitung seiner elek-
tronischen Post spiegelt sich in der Auswahl der entsprechenden Planspezifikationen
in der ersten Phase des Systemlaufs wider. Alle diese Formeln beschreiben dieses ty-
pische Verhalten Spocks. Im Einzelnen gliedert sich der Ablauf des Gesamtsystems in
folgende Phasen:

Selektionsphase: Nach der Identifizierung des aktuellen Benutzers werden aufgrund
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der Information aus dem Benutzermodell die am hichsten bewerteten Planspe-
zifikationen ausgewéhlt.

Generierungsphase: Diese Spezifikationen werden dem Plangenerierer iibergeben,
der sowohl durch Wiederverwendung und Modifikation alter Plidne als auch
durch “konventionelle” deduktive Generierung mittels eines konstruktiven Be-
weises der jeweiligen Spezifikationsformel abstrakte Pline erzeugt, die diese Spe-
zifikationen erfiillen.

Klassifikationsphase: Gemifl dem in Abschnitt 7.3.2.1 beschriebenen Verfahren
werden diese Plidne in Klassen eingeteilt und mit einer initialen numerischen
Bewertung versehen.

Transformationsphase: Die Planformeln werden dquivalenzerhaltend in gerichtete
Graphen iibersetzt, um die Effizienz des Planerkennungsprozesses zu verbessern.

Interaktionsphase: Der Benutzer beginnt seine Interaktion mit dem Anwendungs-
system und wird dabei vom Planerkenner beobachtet. Sobald eine Planhypothe-
se eines der Auswahlkriterien erfiillt, wird diese dem Benutzer zur semantischen
Vervollstandigung und gegebenenfalls zur Optimierung angeboten.

conj((meta(Plan) &
((forall x : ((sender(msg(x,system_mbox))=s) ~~>
(delete_flag(msg(x,system_mbox))=0))) &
(open_flag(system_mbox)=1)
-->
disj(sometimes(
(screen_display =
select_msgs_with_specific_sender(s,system_mbox))&
sometimes ((screen_display=all_folder_names(system_mbox)) &
(forall x :
((sender (msg(x,system_mbox))=s) ~~>
((read_flag(msg(x,system_mbox))=1) &
(save_file(msg(x,system_mbox))=y) &
(delete_flag(msg(x,system_mbox))=1)))) &
(open_flag(system_mbox)=0)))))

Abbildung 7.4: Die Planspezifikation p1 in interner Darstellung.

Die Selektionsphase
Aufgrund der numerischen Bewertung der vorhandenen Planspezifikationen, die im
Benutzermodell abgespeichert ist und auf dem bisher beobachteten Verhalten des
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(ex(from(sender,system_mbox)) & next next false) chop
(ex(folders(system_mbox)) & next next false) chop
((n := 1) & next next false) chop
while(n < mbox_length(system_mbox),
if (sender (msg(n,system_mbox))=sender,
((ex(type(msg(n,system_mbox))) & next next false) chop
(ex(save(msg(n,system_mbox),y)) & next next false) chop
(ex(delete(msg(n,system_mbox))) & next next false)),
ex(empty_action) & next next false ) chop
((n := n+1) & next next false) ) chop
ex(quit (system_mbox)))

Abbildung 7.5: Der aus Spezifikation p1 generierte Plan.

Benutzers aufbaut, werden die vier am besten bewerteten Planspezifikationen zur
Generierung von Plinen ausgewihlt. Im konkreten Beispiel handelt es sich dabei um
die Spezifikationen p1 — p4. Die erste davon ist bis auf die Deklaration der auftretenden
Variablen in Abbildung 7.4 in interner Représentation dargestellt.

Die Interpretation dieser Formel ist folgende. Wird der noch unbekannte Plan
Plan in einer Situation ausgefiihrt, in der alle Nachrichten eines bestimmten Ab-
senders sender nicht geloscht sind und die Mailbox system mbox gedffnet ist, so
werden irgendwann Zustidnde erreicht, in denen alle Nachrichten von sender auf
dem Bildschirm angezeigt, gelesen, abgespeichert und geloscht sind sowie die Mail-
box system_mbox geschlossen ist.

Die Menge aller in dieser Phase ausgewéhlten Planspezifikationen ist in Anhang B
aufgefiihrt.

Die Generierungsphase

Der Plangenerierer erzeugt aus diesen Spezifikationen Pline, die den Namen ihrer zu-
gehorigen Plansperzifikation erhalten. Der aus pl generierte Plan ist mit Ausnahme
der zugehorigen Vorbedingungen in Abbildung 7.5 dargestellt. Er besteht aus einem
sequentiellen Teil mit den Kommandos from und folders, einer while-Schleife und
dem quit-Kommando. Der Rumpf der Schleife selbst beinhaltet wiederum eine Ver-
zweigung, die fiir alle Nachrichten n, deren Absender sender ist, type, save und
delete, fiir alle anderen die leere Aktion empty_action ausfiihrt.

Alle vom Plangenerierer erzeugten Plidne sind in Anhang B aufgefiihrt.

Die Klassifikationsphase

Zur Klassifikation der soeben generierten Pldne stehen die in Anhang B aufgelisteten
Teilpldne und Zielformeln als Klassifikationskriterien mit den zugehorigen numeri-
schen Bewertungen aus dem Benutzermodell zur Verfiigung. Plan p1 erfiillt beispiels-
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PHI Prototype 2.0

Mail System

Classification Formulas

@ lassification Formda a: 0.2 |
Allowed Commands: "mail{{user>)", "reset", "logout',| [sometimes ex{save{msg(x,y})) :; ex{delete{msyix,y))} ; exiquit)
Shell>> maillspock) classification Formila c: 0.1
sometimes ex(quit])
Classification Forvula f: 0.1
sometines ex(typelnsg(x,¥))) ; ex(delete(msgix,¥)))
Classification Forwula b: 0.3
i exists yh, zb :
sometimes forall xb :
i Halpd {{{sender{msq(xh, Yh)) = zh) &
B {{delete_flaginsg(xb.yb}} = 0} & UP = (Yh) =131}
~~> sametines (read flag(msgixb.yb)) =
gl [+
Pla“ RCCl]gl‘l.ltllJIl f‘lassl:ﬁcatlon Formuila d: 0.2
[Classification finished exists yh, zh o
Gurrent state of the hypothesis space: = ’mﬁfﬂﬁéﬁfﬁgﬁ ) - s
[Possible hypotheses: {p3. p2. p4. pl} e {(delete_flag(nsy(xb, Yh)) = I]) & {open ﬂag(}'h) =111
~~3 sometines (delete_flagiwsg(xb.yb)) = 1)) &
Event Mass  Belief  Plausibility ] A
gk 2
{pl} 0.222 0.222 1.000 i ibrary
{pl, p2} 0.222 0.444 1.000 Plan Libr
{pl, p2, p3} 0.222 0.667 1.000 B ke
{pl. pd} 0.933 0.556 1.000 & =
All other events & :
Computation of ohservation wapping. . .done o :
[ Fil] :
Plan Generation :
ex( from(scotty, system_mbox)) & next (next false) ; :
lex( folders{system_wbox)) & next (next false) : E
lex( type(x, system_wbox)) & next (next false) ; g
exidelete(x, system nbox)) & next (next false) ; ex(quit(system nbox)) :
= -
[
I E] %]

Abbildung 7.6: Das PHI-System nach der Klassifikationsphase.

weise alle Kriterien aufler £. Die resultierende Planhierarchie mit ihrer initialen Bewer-
tung der Planhyopthesen ist ebenfalls im Anhang zu sehen. Am Ende der Klassifika-
tionsphase werden die Beobachtungsregeln durch Parsen der Planformeln aufgestellt.
Die numerischen Gewichte werden mangels spezifischerer Information gemifi dem in
Abschnitt 6.1.3.2 beschriebenen Verfahren initialisiert.

Die in der Klassifikationsphase berechnete initiale Hypothesenbewertung hat fol-
gendes Aussehen (siehe auch Abbildung 7.6):

0.222,

X =

{pt}

mo(X)

Die Interaktionsphase

In Abhéngigkeit von den Benutzerkommandos und der vom abduktiven Planerkenner

0.222,
0.222,
0.333,

0,

X={pi,p2}

X ={pt,p2,p3 }
X:{p1’p4}
sonst
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gelieferten Information bzgl. der Giiltigkeit von Constraints und Vorbedingungen der
einzelnen Plidne wird nun schrittweise die Hypothesenbewertung aktualisiert.

PHI Prototype 2.0 5 | - 4
" Plan Hypotheses
Mail System
& from scotty L)
N 3 scotty 11 Oct 93 Re:luestion i
N 5 scotty 11 Oct 93 Saturn i
N 7 scotty 11 Oct 93 Fascinating discovery g
6. folders
scotty kirk openmails 3
'3
£l [
Plan Recognition
L, pil 0.353 0.556 1.000 Y
All other events 0
[Current state of the hypothesis space:
[Possible hypotheses: {p3. pl. p2} B
Event Mass  Belief  Plausibility g J
{pl, p2} 0.222  0.778  1.000 B
{pl, p2, p3} 0.222 1.000 1.000 i
{p1} 0.556 0.556 1.000
All other events 1]
= Recognition Statistics j,ﬂhnx)) & FEd
Statistics b
Plan
1 2 3 55
ex( from u -
i @ p1 [
el type: e
ex(dele fen_nbox)) P
Opd  |EE- -
Op2 IR -
Op3 N .
3
Ee
(D) B B
L o u

Abbildung 7.7: Das PHI-System nach Verwerfen der Hypothese p4.

Nach Eingabe des Kommandos from scotty dndert sich die initiale Bewertung
nicht, da alle Pléne diese Aktion beinhalten und die entsprechenden Constraints erfiillt
sind, d.h. m; = my. Das Kommando folders jedoch fiihrt dazu, daf§i Hypothese p4
verworfen werden muf}, da diese eine andere Aktion erwartete und ihre temporale
Struktur keine Unterbrechung durch ein anderes Kommando erlaubt (siehe dazu An-
hang B). Die zu folders gehdrende Beobachtungsregel gehort daher zur Klasse IB
(siehe Tabelle 6.1). Als aktualisierte Hypothesenbewertung erhélt man somit

0.556, X ={p1}

0.222, X ={p1,p2}
0.222, X ={pl,p2,p3}
0, sonst

me(X) =
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Abbildung 7.7 zeigt die Oberfliche des PHI-Systems nach der Verarbeitung dieser
Beobachtung, wobei auch die Graphrepréisentation des Planes pl und ein Balken-
diagramm zur Uberwachung des aktuellen Status der einzelnen Hypothesen sichtbar
sind.

Nach der zweiten Benutzeraktion hat die Plausibilitét Pl,,,({p1}) den Wert Null,
d.h. dieser Plan ist als Hypothese fiir den aktuellen Interaktionszyklus endgiiltig ver-
worfen. Die induzierte pignistische Wahrscheinlichkeit mit den Werten

0741, X ={pt}
0.185, X ={p2}
0.074, X ={p3}
0.000, X ={p4}

P(X) =

weist sehr stark auf Hypothese p1l hin. Da der vorgegebene Schwellwert von 0.666
iberschritten ist, wird der entsprechende Plan dem Benutzer zur semantischen Plan-
vervollstandigung angeboten. Enthilt dieser suboptimale Aktionsfolgen, so kann der
Plan zusétzlich durch den deduktiven Plangenerierer optimiert werden.

7.4 Eingliederung in das Projekt RAP

Wihrend das Ziel des Projektes PHI die Entwicklung des Kernes fiir ein Hilfesystem
war, der Planerkennung, Plangenerierung usw. in einer festen Konfiguration enthielt,
so wurde in RAP der Schwerpunkt auf die flexible Konfigurierbarkeit dieser Inferenz-
dienste gelegt (siehe [Bauer et al., 1996]). Diese konnen mit einer grafikbasierten Shell
zu Systemen fiir spezielle Planungsaufgaben zusammengestellt werden. Die dabei ent-
stehenden Modulnetze implementieren somit beispielsweise Planiiberwachungssyste-
me, flexible Plangenerierer mit integrierter Reuse- und Planbibliothekskomponente,
aber auch Hilfesysteme, wie sie Gegenstand der Untersuchungen von PHI waren.

Abbildung 7.8 zeigt die Gesamtarchitektur des RAP-Systems, die im generischen
Teil auch das sogenannte “Domain Modeling Tool” enthélt, das die systematische
Modellierung einer Anwendungsdoméne unterstiitzt.

Zur Realisierung eines Modulnetzes wie in Abbildung 7.9 mufl im wesentlichen
lediglich der Datenflul zwischen den Basismodulen aus der “Toolbox”, die die zur
Verfiigung stehenden Basisinferenzdienste realisieren, spezifiziert werden. Dies erfolgt
durch einfaches Einfiigen einer Kante zwischen zwei Modulen. Ein Vorteil dieser grafi-
schen Eingabemdoglichkeit liegt darin, daf die so entstehenden Modulnetze wesentliche
Aspekte der jeweiligen Architektur des zu implementierenden Systems widerspiegeln.

Eine fest vorgegebene Abarbeitungsstrategie sorgt dafiir, dafl alle Module, deren
Eingabekandle mit Daten belegt sind, nach einer fairen Strategie zu einem bestimm-
ten Zeitpunkt rechnen diirfen. Dieser starre Ablauf kann durch die Einfiihrung so-
genannter “Schalter” (Switches) beeinflufit werden. Diese im Modulnetz als Trapez
gekennzeichneten Module fiithren jeweils einen bestimmten Test mit ihren aktuellen
Eingabedaten aus und verzweigen den Kontrollflu in Abhéngigkeit vom Ergebnis
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Generischer Teil RAP

Toolbox

Modulnetz

|
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| Plangenerierung
| Planerkennung

| Planmodifikation
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|

Planverifikation

Domain Modeling Tool

Abbildung 7.8: Die Architektur des RAP-Systems.

dieses Tests. Die einem solchen Aktivierungssignal entsprechenden Kanten sind im
Modulnetz gestrichelt dargestellt. Ein Schalter entspricht einer bedingten Verzwei-
gung, wie sie aus imperativen Programmiersprachen bekannt ist.

Das in Abbildung 7.9 dargestellte Modulnetz représentiert ein System, das Plan-
erkennung und Benutzermodellierung mit einer Erkldrungskomponente kombiniert.
Nachdem ein Eingabemodul die bené&tigten Daten zum Laden des Benutzermodells
und einer Planbibliothek eingelesen hat, werden die darin enthaltenen Pldne an die
Graphtransformation des abduktiven Planerkenners (siehe Abschnitt 7.3.1) und an
das Modul zur Initialisierung des Benutzermodells (“UM Init”) iibergeben. Der Plan-
erkenner erhilt von der Anwendungsschnittstelle die aktuellen Aktionen und System-
informationen, wertet diese aus und gibt sie zur Abarbeitung an den Anwendungskern
weiter.

Die Interaktion mit dem Hypothesenbewertungsmodul (“Hypo Assessment”) er-
folgt im wesentlichen wie in Abschnitt 7.3.2.2 beschrieben. Aus der Eingabe der letzten
beobachteten Aktion und der Information bzgl. der Giiltigkeit der Constraints wird
unter Zuhilfenahme des Benutzermodells eine neue Hypothesenbewertung berechnet.
Wird ein vom Benutzer zu wihlendes Auswahlkriterium erfiillt, iibersteigt also bei-
spielsweise die Bewertung einer Hypothese einen bestimmten Schwellwert, so werden
die Module zur Aktualisierung des Benutzermodells (“UM Update”) und zur Ausgabe
des Ergebnisses aktiviert. Zusétzlich wird die Erklarungskomponente aktiviert, die auf
der Basis der jeweiligen numerischen Zwischenergebnisse nach den einzelnen Beobach-
tungen und der endgiiltigen Ausgabe des Systems die erforderlichen Berechnungen zur
eventuellen Beantwortung von Benutzerfragen durchfiihrt. Ist das Auswahlkriterium
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Abbildung 7.9: Ein Modulnetz mit Planerkennung und Erkldrungskomponente.

nicht erfiillt, so wird der KontrollfluB an das Anwendungssystem zuriickgegeben und
die nichste Benutzereingabe analysiert. Dies wird mit Hilfe des Schalters “Selection

Criterion” realisiert.
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Kapitel 8

Zusammenfassung und Ausblick

In der vorliegenden Arbeit wurde ein Ansatz zur Integration des Schlieffens unter Un-
sicherheit in die Planerkennung vorgestellt. Dieser erlaubt die Beriicksichtigung agen-
tenspezifischer Information, sog. Prdferenzen, und somit eine schnellere und genauere
Fokussierung auf “wahrscheinlichere” Planhypothesen. Zusétzlich bildet eine quan-
titative Bewertung die Grundlage fiir die Berechnung einer Rangfolge innerhalb der
Hypothesenmenge, die dazu benutzt werden kann, entweder extrem niedrig bewertete
Pléne friithzeitig zu verwerfen oder aber jederzeit die “beste” Hypothese auswéhlen
zu konnen. Dies ist beispielsweise in Anwendungen wie intelligenten Hilfesystemen
immer dann notwendig, wenn ein Anwender optimal unterstiitzt werden soll.

Damit wurde erstmals in der Planerkennung iiberhaupt der Tatsache Rechnung
getragen, dafl

e verschiedene Individuen sich selbst bei gleicher Zielsetzung innerhalb einer be-
stimmten Anwendung vollsténdig unterschiedlich verhalten und daher auch der
Planerkennungsprozefl selbst an diese individuellen Verhaltensmuster adaptiert
werden muf,

e die diesbeziigliche Information iiber einen Agenten permanent an dessen tatséch-
liches Verhalten angepafit und

e auch ohne dessen Unterstiitzung aus den Planerkennungsergebnissen abgeleitet
werden muf.!

Dies bildet die Grundlage fiir adaptive Systeme, die sowohl den persénlichen “In-
teraktionsstil” eines bestimmten Benutzers aktiv unterstiitzen als auch auf dessen
mogliches Fehlverhalten mit einem mafigeschneiderten Hilfsangebot in Form einer
Fehlermeldung oder sogar eines optimierten Planes reagieren konnen.

Zu diesem Zweck wurde ein Verfahren aus dem Bereich der Expertensysteme adap-
tiert, das formal auf der Dempster-Shafer Theorie aufbaut. Dabei handelt es sich um

!Einzig [Calistri-Yeh, 1991] bildet hier mit dem Hinweis auf die Notwendigkeit der Beriicksichti-
gung individuellen Verhaltens eine Ausnahme (siehe dazu die Abschnitte 3.2.1 und 3.4).
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den in [Guan und Bell, 1991] vorgestellten Ansatz, der eine Erweiterung des in [Yen,
1989] beschriebenen Systems GERTIS darstellt. Diesem Ansatz wurde im Rahmen
des evidenzbasierten Schliefens [Ruspini, 1986] eine formale, wahrscheinlichkeitstheo-
retische Semantik gegeben.

Die Dempster-Shafer Theorie erlaubt die Modellierung einer Situation in einer dem
aktuellen Wissensstand entsprechenden Granularitit. Dies bedeutet, dafi bestimmte
Aspekte, iiber die keine oder nur unvollstdndige Information vorliegt, entsprechend
markiert werden, und dafi diese explizite Reprisentation partieller (oder sogar to-
taler) Unwissenheit in die Schlu$folgerungen mit einbezogen werden kann. Gerade
dieser Aspekt spielt fiir die Anwendung dieses Formalismus auf die Planerkennung ei-
ne entscheidende Rolle. Das iiber einen bestimmten Agenten verfiighare Wissen, das
in Form eines quantitativen Benutzermodells vorliegt, ist in den meisten Fillen sehr
unsperzifisch und duflerst unvollstindig. Die Verwendung der Dempster-Shafer Theorie
erlaubt es, nur diejenigen Aspekte im Verhalten eines Agenten genauer zu modellie-
ren, {iber die tatsdchlich Information vorliegt und andere als auflerhalb des aktuellen
Wissensstandes liegend zu kennzeichnen.

Die zweite wichtige Wissensquelle eines Planerkenners ist typischerweise eine Plan-
bibliothek. Thre Représentation als Hypothesenraum in der Dempster-Shafer Theorie
erhilt ihre charakteristische hierarchische Struktur mit Abstraktionsbeziehungen zwi-
schen den verschiedenen Plédnen. Die Dekomposition von Pldnen spiegelt sich in einer
Beobachtungsfunktion wider, die die beobachtbaren Aktionen als Evidenzen auf die
Mengen der kompatiblen Planhypothesen abbildet und dabei zusétzlich die agenten-
spezifische Information beriicksichtigt. Die dabei verwendeten Inferenzmechanismen
erweitern die Dempster-Shafer Theorie um eine Methode zur Evaluierung unsicherer
Verbindungen zwischen Evidenzen und Hypothesen.

Der resultierende Ansatz zur Bewertung der Hypothesen eines Planerkenners (ein-
schlieBlich des Aufbaus und der Wartung des quantitativen Benutzermodells) kann
leicht mit verschiedenen Planerkennungssystemen gekoppelt werden. Beispielhaft wur-
de dies in Abschnitt 6.2 fiir das in [Allen, 1991, Kapitel 2] von Kautz vorgestell-
te beschrieben. Die tatsidchliche Kombination mit dem abduktiven Planerkenner des
PHI-Systems ist Inhalt von Kapitel 7 (siehe dazu auch [Bauer und Paul, 1993]).

Um die Effizienz der vorgestellten Methoden zu erhéhen, wurden verschiedene
Approximationsalgorithmen fiir Berechnungen in der Dempster-Shafer Theorie — dar-
unter ein neu entwickelter — auf ihre Eignung bzgl. der Entscheidungsunterstiitzung
untersucht. Die empirischen Ergebnisse sind in Abschnitt 6.5.2 dokumentiert.

Gegenwiirtig wird eine Reimplementierung des im PHI-System integrierten Mo-
duls zur Bewertung von Planhypothesen im Rahmen einer Diplomarbeit durchgefiihrt,
die einerseits die vollstiandige Funktionalitit einschliellich der Wartung des quanti-
tativen Benutzermodells fiir die Komponenten der RAP-Shell zur Verfiigung stellt,
andererseits aber auch klar definierte Schnittstellen nach auflen besitzt, die eine soft-
wareméflige Kopplung mit existierenden Planerkennungssystemen erlaubt.

Der vorgestellte Ansatz bezieht seine numerischen Informationen im Wesentlichen
aus der Analyse des Langzeitverhaltens der zu beobachtenden Agenten. Dabei werden
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neben der relativen Hiufigkeit des Auftretens der verschiedenen Plidne auch Daten
iiber das gleichzeitige Auftreten gewisser Aktionen und Pline erfaf3t. Diese erlauben
eine Quantifizierung dessen, wie stark eine Beobachtung die verschiedenen Hypothe-
sen unterstiitzt. Auch diese Information bezieht sich auf das Langzeitverhalten der
Agenten, spiegelt also deren typisches Verhalten “im Durchschnitt” wider.

Bisher wurden dabei in erster Linie Systeme zur “Schliisselloch-Planerkennung”
(“keyhole recognition”) unterstiitzt. Das heifit, es wird davon ausgegangen, dafi der
beobachtete Agent den Erkennungsprozef nicht aktiv unterstiitzt, indem er beispiels-
weise zur Disambiguierung mehrdeutiger Situationen beitrégt. Intelligente Hilfe- und
Tutorsysteme sind typische Beispiele fiir diese Klasse von Anwendungen.

Zwar sind die in Kapitel 6 eingefiihrten Techniken ebenso auf Bereiche mit inten-
dierter Erkennung anwendbar (Beispiele fiir diese Klasse finden sich in den Abschnit-
ten 3.3.1 und 3.3.2), jedoch wird dabei nicht die gesamte zur Verfiigung stehende
Information ausgeniitzt. In diesen Féllen mufl auch das Wissen um den Grad der
Instantiierung einer Hypothese bzw. den Dialogkontext einer Auflerung als zusiitzli-
che Evidenz beriicksichtigt werden. Die Integration solcher Information in den Prozef§
der Hypothesenbewertung stellt eine mégliche Erweiterung des vorgestellten Ansatzes
dar.

Weiterhin wire es sinnvoll, den Einsatz von Techniken des maschinellen Lernens
auszudehnen. Die (manuelle) Erstellung einer méglichst vollstéandigen Planbibliothek
fiir eine konkrete Doméine stellt eines der zentralen Probleme bei der Anwendung eines
Planerkenners dar. Hier konnte es sinnvoll sein, regelméflig wiederkehrende Aktions-
folgen eines Agenten aus dessen Langzeitverhalten zu lernen, um nach einer gewissen
Abstraktion bzgl. temporaler und struktureller Constraints automatisch eine Planbi-
bliothek aufbauen zu konnen. Neben dem Gebiet des “Data Mining” kénnten hier
auch Arbeiten aus dem Bereich des Konzeptlernens wie etwa [Yoshida et al., 1994;
Yoshida und Motoda, 1995] einen Beitrag leisten.

Im Zusammenhang mit der Planbibliothek stellt sich eine weitere Aufgabe. Um
in dynamischen Doménen wie beispielsweise Internet-Anendungen erfolgreich arbei-
ten zu konnen, ist es notwendig, die Annahme der Vollstindigkeit des vorgegebenen
Hypothesenraumes aufzugeben. Vielmehr ist es hier durch die Vielzahl neu entste-
hender bzw. nach einer gewissen Zeit nicht mehr verfiigharer Dienstleistungen und
die sich daraus ergebenden Verdnderungen der einem Agenten moglichen Handlungen
notwendig, die Planbibliothek ebenfalls dynamisch modifizieren und das Fehlen eines
Planes in Betracht ziehen zu kénnen.

Als zentrales Ergebnis der vorliegenden Arbeit ist festzuhalten, dafi der in Kapitel 6
vorgestellte Ansatz die quantitative Modellierung wesentlicher Aspekte im Verhalten
eines Agenten erlaubt und somit den Planerkennungsprozefi unterstiitzt, indem er
unter anderem

e die friihzeitige Eliminierung extrem schlecht bewerteter Hypothesen,

e die Berechnung einer “Rangfolge” der einzelnen Pléne und somit
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e die Auswahl der in bezug auf den aktuell beobachteten Agenten “besten” Hy-
pothese zu jedem Zeitpunkt ermdoglicht und somit die Grundlage fiir adaptives
Systemverhalten bildet.

Die Verwendung der Dempster-Shafer Theorie zur formalen Untermauerung dieses
Ansatzes erlaubt dabei selbst bei unvollstindigem Wissen iiber den zu beobachten-
den Agenten — der typischen Situation — eine zumindest approximative Modellierung
seines Verhaltens und damit eine konsistente Bewertung der sich ergebenden Planhy-
pothesen.



Anhang A

Exkurs: Algebraische
Charakterisierung mafifreier
Konditionale

Sei wie in Abschnitt 4.2.1 wiederum eine endliche Boolesche Algebra B gegeben,
deren Elemente a, b, ... als Aussagen bezeichnet werden. Dem in [Dubois und Prade,
1991] beschriebenen Ansatz folgend, werden zuniichst anhand von Wahrheitstafeln
notwendige Bedingungen fiir die exakte Definition des Konditionals hergeleitet. Dazu
bezeichne tr(x) den Wahrheitswert von z. Die Tabellen 4.1 und 4.2 enthalten die
entsprechenden Werte fiir Implikation und Konditionierung.

Der Wert tr(a|b) kann auch implizit definiert werden durch

tr(a ANb) = tr(alb) *tr(b), (4.20)

wobei T«T =T und TxF = FxT = Fx F = F die Verkniipfung der Wahrheitswerte
ist:

1. Ist tr(a) = tr(b) = T, so folgt aus (4.20), daB tr(ald) =T.
2. Ist tr(a) = F, tr(b) = T, so ist tr(alb) = F.

3. Ist tr(b) = F, so sind sowohl tr(alb) = T, als auch tr(alb) = F mit (4.20)
kompatibel.

Somit gilt, daf jede Aussage z mit tr(a A b) = tr(z) * tr(b) fiir a|b stehen kann.
Beschrinkt man sich auf Boolesche Ausdriicke iiber a und b, so gibt es 4 Kandidaten
fiir dieses z, nimlich a A b, a, @ <> b und b — a, wobei a < b fiir die Aquivalenz
(a — b) A (b — a) steht.

Notation: Die Aussagenmenge

{a ANb,a,a <> b,b— a} (A.1)

wird mit a|;b bezeichnet.
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In [Spies, 1991] wird a|,b als termgeneriertes konditionales Objekt (term-generated
conditional object) bezeichnet. Diese Menge ist partiell geordnet bzgl. der durch die
Algebraoperationen induzierten Relation z < y :<=- ¢ Ay = z. Es gilt ndmlich:

aANb<a<b—a und aAND<a+b<b—a.

Anmerkungen:

1. Diese partielle Ordnung kann auch mengentheoretisch interpretiert werden als
rCy<—=zcsNy=u=x.

2. Es besteht eine enge Verbindung zwischen der partiellen Ordnung < auf den Ele-
menten der Booleschen Algebra B und dem Konzept der logischen Implikation
=, das in Abschnitt 4.1.1 diskutiert wurde. Es gilt ndmlich fiir a, 3 € Obj(S):
a = [ genau dann, wenn a < (3 in der Algebra (Obj(S),V,A,—, T, L). Aus
diesem Grund wird < auch als Folgerbarkeitsrelation (entailment relation) be-
zeichnet.

3. In [Spies, 1991] werden die vier Elemente eines termgenerierten konditionalen
Objekts aus (A.1) folgendermafien charakterisiert: Das bzgl. < kleinste Element
a A b entspricht dem Grad der Verifikation der “Regel” a|b, wihrend das grofite
Element b — a das Komplement der dem Grad der Falsifizierung der Regel
entsprechenden Menge b A —a ist. a entspricht dann der “Basisrate”, und a <> b
enthiilt sowohl alle positiven Beispiele fiir die Anwendung der Regel a|b —néimlich
a A b —, als auch alle irrelevanten Situationen, in denen weder a noch b gilt.
Dementsprechend gelten fiir jede Wahrscheinlichkeitsfunktion P die folgenden
Grenzen:

P(aAb) < P(alb) < P(b— a). (A.2)

Definition A.0.1 (Grad der Verifikation und Falsifizierung)
In obiger Situation bezeichnet P(a Ab) den Grad der Verifikation, wihrend P(—a Ab)
der Grad der Falsifizierung des konditionalen Objekts al|b ist.

In der Literatur finden sich mehrere fiquivalente Definitionen des Konditionals alb,
die zum Teil auf den Ringeigenschaften einer Booleschen Algebra aufbauen:

Definition A.0.2 [Goodman und Nguyen, 1988]
Fiir alle a,b € B:
alpb = {x€B|xzANb=aAb}. (A.3)

Definition A.0.3 [Calabrese, 1987]
Fiir alle a,b € B:

alsb = {z€B|3redd),xAr=aAnr}, (A.4)
wobei 0(b) ={bV s | s € B}.
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In dieser Definition ist also 0(b) = {z | b < z}. Es kann gezeigt werden, daf§ (A.3)
und (A.4) dquivalent sind. Weiterhin gilt, dafl a|sb = a|;b, sobald man sich in Definiti-
on A.0.2 auf Boolesche Funktionen iiber a und b als mogliche Werte fiir « beschréinkt.
Dabei miissen a und b voneinander unabhdngig sein, d.h.

Ve e {aNb,—aANb,aN—b—-aAN-b}:x# L.

Im allgemeinen Fall kann die partielle Ordnungsrelation auf B mit a < b :<= aAb=a
zu einer kompakten Représentation fiir a|ob in Intervallnotation benutzt werden:

algb = {z€Blanb<z<-bVa} = [aNb,—bVal. (A.5)

In neueren Arbeiten wie [Nguyen und Rogers, 1991] und [Spies, 1991] werden
konditionale Objekte als Partition eines Booleschen Ringes modulo eines Hauptideals
betrachtet. Dort wird a|»b entsprechend im mit der Algebra B assoziierten Booleschen
Ring R? als

alorb = {r€RP|z-b=a-b} (A.6)

bzw. dquivalent dazu als
alogh = {r€RP |z =a-b+y-b Vy € RF} (A.7)

definiert. Die Aquivalenz von (A.6) und (A.7) ist leicht einzusehen, wenn man die
Ringoperationen + und - mengentheoretisch interpretiert. Denn es ist offensichtlich,
daB jedes z € RE, das mit b den gleichen Durchschnitt hat wie a, aus eben diesem
Durchschnitt a-b sowie einem “auferhalb” b’s, d.h. in dessen Komplement &' liegenden
Teil y - b" besteht. Da beide Komponenten von z disjunkt sind, gilt

a-b+y-b =a-b+y-b'+(a-b)-(y-V),

was mengentheoretisch der Vereinigung (a Nb) U (y N b) entspricht (vergleiche dazu
die Anmerkungen zu Satz 4.2.1).
Betrachtet man das Hauptideal R® ¥/, so kann a|s gb iquivalent dargestellt werden
als
[alb] = a+RPY, (A.8)

so da8 die konditionalen Objekte eines gegebenen Antezedenten b Aquivalenzklassen
in der Partition RB/RB p bilden. Das bedeutet, das konditionale Objekt zu einer

bestimmten Konsequenz a ist die Aquivalenzklasse, die a enthilt.

Anmerkung: RPY = {z-b | z € RP} ist offensichtlich ein Ideal, da
1. RB b nicht leer ist,
2. firry =2, -V, 1o =29 - b € REV auch ry +ry = (21 +22) - ' € REVY gilt und

3. firr €ER, o =200 € REV auch 7 -7y = (ry - 1) - b' € REV ist.
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Die systematische Ableitung dieser Ergebnisse wird in [Nguyen und Rogers, 1991]
beschrieben. Ausgehend von einem Booleschen Ring R = (R, +,-,0,1) bzw. der ent-
sprechenden Booleschen Algebra (R, V,-,,0,1), die hier ebenfalls mit R bezeichnet
wird,! wird eine Abbildung

fiRXR—> Sk

gesucht, die alle grundlegenden Aspekte der Konditionierung umfafit und mit beding-
ten Wahrscheinlichkeiten kompatibel ist. Sk ist dabei der noch unbekannte Raum
der bedingten Ereignisse, der gem#f Lewis’ Trivialitéitsresultat (siehe Satz 4.2.2) echt
grofler als R sein muf:

Beispiel A.0.1 Betrachtet man etwa den Operator g : R X R — R mit g(a,b) = ab,
was im logischen Sinne der Konjunktion von @ und b entspricht, so gilt zwar

g(a,1) = a fiir alle ¢ und
g(ab,b) = g(a,b) fiir alle a und b,

was mit den gewiinschten Eigenschaften eines Konditionaloperators iibereinstimmt.
Gleichzeitig gilt aber fiir alle Wahrscheinlichkeiten P, dafl P(g(a,b)) = P(ab) #
P(alb). AuBerdem ist es fiir bestimmte a,b,¢,d € R mit P(b) > 0 und P(d) > 0
moglich, dafl ab = cd, obwohl b # d. Somit gilt, dafi g(a,b) = g(c,d), aber nicht
unbedingt auch P(a|b) = P(c|d).

Bezeichnet man nun fiir ein festes b € R den Wertebereich von f(.,b) mit Rb C R,
so ist der Wertebereich fiir f gegeben durch

Sk = | Rb. (A.9)

beR

Betrachtet man (A.9) als disjunkte Vereinigung, so ist Sk echt groler als R. Sind etwa
b# d e R und db € Rb, bd € Rd, so gilt zwar db = bd in R, aber db # bd in Sk.
Notation: Zur Unterscheidung wird ein Element a € Rb als

(a,b) € Rb

geschrieben. Fiir die Gleichheit gilt dann (a,b) # (a,d), falls b # d, womit zum
Ausdruck kommt, dafl die Konditionierung bzgl. unterschiedlicher Ereignisse zu un-
terschiedlichen konditionalen Ereignissen fiihrt.

Bezieht man die Disjunktheit der Vereinigung in (A.9) in die Definition von g aus
obigem Beispiel ein, so wird g kompatibel mit bedingten Wahrscheinlichkeiten:

g(a,b) = (a,b) € Rb.

In den folgenden Ausfiihrungen wird nicht mehr der Unterschied zwischen der Algebra B” und
dem Ring R? gemacht, da beide gemi8 Satz 4.2.1 dquivalent sind. Aus dem Kontext wird anhand der
verwendeten Operationen klar werden, ob es sich dabei um Ring- oder Algebraoperationen handelt.
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Es ist nun moglich, einem solchen Ereignis eine bedingte Wahrscheinlichkeit zuzuord-
nen:

P((a,b)) = P(alb).

Definition A.0.4 (Konditionaloperator)
Ein Konditionaloperator ist eine Abbildung f : R x R — Sk mit

1. f(a,b) = f(ab,b) fiir alle a,b € R,
2. ist f(a,b) = f(c,d), so folgt b =d,

3. f ist kompatibel mit Wahrscheinlichkeiten, d.h. wenn f(a,b) = f(c,d) ist, so
folgt fiir alle Wahrscheinlichkeiten auf R mit P(b) > 0 und P(d) > 0: P(alb) =
P(c|d).

Punkt 3. kann fiir den Fall, dafl R atomar ist, d.h. wenn jedes Element aus R als
Vereinigung von Atomen darstellbar ist, folgendermaflen modifiziert werden:

4. f(a,b) = f(c,d) impliziert ab = cd.

Dies hat zur Folge, da8 R isomorph zu f(R, 1) ist.
Sei nun folgende Aquivalenzrelation auf R definiert:

TRppY f(fl?,b) = f(yab) (AlO)

Ziel ist es nun, eine Abbildung f mit den Eigenschaften 1., 2. und 4. zu finden.
Sei dazu fiir jedes b € R
f(,0) : R — f(R,b) =S,

Um 1. zu erfiillen, mufl die Einschrankung von f(.,b) auf Rb surjektiv sein. Denn
jedes a € R ist dquivalent bzgl. ~;; zu einem Element ab € Rb. Daher miissen alle
bedingten Ereignisse mit Antezedenten b bereits durch die Elemente in Rb mittels f
generierbar sein, d.h. f(R,b) = f(Rb,b). Dagegen setzt Bedingung 4. die Injektivitéit
dieser Einschriankung von f voraus.

Somit induziert f(.,b) einen natiirlichen Booleschen Ring auf S, mit den Opera-
tionen +y, -y, 0p und 1,, wodurch f(.,b) : R — Sy zum Homomorphismus wird. Dessen
Kern sei mit I(b) bezeichnet und soll im folgenden bestimmt werden:?

I(b) = {z e R[f(z,b) = f(0,b) = 0p}.
Dann 148t sich (A.10) wie folgt schreiben:

TRy = f(z,0) = f(y,b) <=z +y e ).

2Tst der Kern von f bekannt, so ist R/I(b) bis auf Isomorphie eindeutig bestimmt.
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Sei nun f(.,b) : R — R/I(b) mit

-~

f(a,b) = a+1(b),

d.h. f(, b) ist der kanonische Homomorphismus, der jedem a die es enthaltende Aqui-
valenzklasse zuordnet. Wegen 1. gilt dann a ~j ab fiir alle a € R und somit

a+ab=ab € I(b).
Betrachtet man alle ¢ € R, so erhélt man
RY C I(b). (A.11)
Sei nun umgekehrt ¢ € I(b). Dann gilt

f(a’b) = f(a’b’b) = f(O’b) = 0.

Da die Einschrinkung von f(.,b) auf Rb aber ein Isomorphismus ist, folgt ab = 0.
Somit kann a dargestellt werden als b’ mit z € R, also a € RY'. Folglich gilt

I(b) CRY. (A.12)
Somit ist gem&f (A.11) und (A.12) der Kern von f bestimmt:
I(b) =RY.
Die obige Definition von f wird also zu
Fla,b) = a+ RV € Ripy.

f erfiillt die Anforderungen 1., 2. und 4. Da S, isomorph zu R/Rb’ ist, kann man
alle f, die diese Bedingungen ebenfalls erfiillen, durch Bijektionen aus f erhalten. Die
kanonische Form eines Konditionals a|b ist a+ RV, der Raum der bedingten Ereignisse
ist
beR

Dies beendet die formale Fundierung des Ergebnisses von Gleichung (A.8), in der
konditionale Ereignisse als Aquivalenzklassen dargestellt werden, wobei der Konditio-
naloperator dem kanonischen Homomorphismus entspricht.



Anhang B

Daten zum Beispiellauf des
PHI-Systems

Alle Formeln sind hier in der internen Représentation des PHI-Systems dargestellt.
Die Menge der in der Selektionsphase ausgewihlten Planspezifikationen.

plan_specification(pil,
[global_var(x,integer),
global_var(y,filename),
global_var (system_mbox,mbox),
local_var(screen_display,list),
local_var(n,integer),
global_var(s,sender)], [],
((meta(_) &
(forall x : ((sender(msg(x,system_mbox))=s) ~~>
(delete_flag(msg(x,system_mbox))=0))) &
(open_flag(system_mbox)=1))

>
sometimes((screen_display = select_msgs_with_specific_sender(s,system_mbox))&
sometimes( (screen_display=all_folder_names(system_mbox)) &
(forall x : ((sender(msg(x,system_mbox))=s) ~~>
((read_flag(msg(x,system_mbox))=1) &
(save_file(msg(x,system_mbox))=y) &
(delete_flag(msg(x,system_mbox))=1)))) &
(open_flag(system_mbox)=0))))).

plan_specification(p2,
[global_var(x,integer),
global_var(y,filename),
global_var (system_mbox,mbox) ,
local_var(screen_display,list),
global_var(s,sender)], [J,
((meta( ) &
(delete_flag(msg(x,system_mbox))=0) &
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(sender (msg(x,system_mbox))=s) &
(open_flag(system_mbox)=1))
>
sometimes((screen_display = select_msgs_with_specific_sender(s,system_mbox))&
sometimes( (screen_display=all_folder_names(system_mbox)) &
(read_flag(msg(x,system_mbox))=1) &
(save_file(msg(x,system_mbox))=y) &
(delete_flag(msg(x,system_mbox))=1) &
(open_flag(system_mbox)=0))))).

plan_specification(p3,
[global_var(x,integer),
global_var(y,filename),
global_var (system_mbox,mbox) ,
local_var(screen_display,list),
global_var(s,sender)], [1,
((meta() &
(delete_flag(msg(x,system_mbox))=0) &
(sender (msg(x,system_mbox))=s) &
(open_flag(system_mbox)=1))
>
sometimes((screen_display = select_msgs_with_specific_sender(s,system_mbox))&
sometimes( (screen_display=all_folder_names(system_mbox)) &
(read_flag(msg(x,system_mbox))=1) &
(delete_flag(msg(x,system_mbox))=1) &
(open_flag(system_mbox)=0))))).

plan_specification(p4,
[global_var(x,integer),
global_var(y,filename),
global_var (system_mbox ,mbox) ,
local_var(screen_display,list),
local_var(n,integer),
global_var(s,sender)],[],
((meta() &
(forall x : ((sender (msg(x,system_mbox))=s) ~~>
(delete_flag(msg(x,system_mbox))=0))) &
(open_flag(system_mbox)=1))

>
sometimes ((screen_display = select_msgs_with_specific_sender(s,system_mbox))&
(forall x : ((sender(msg(x,system_mbox))=s) ~~>
(read_flag(msg(x,system_mbox))=1)))))).
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Die Menge der in der Generierungsphase erzeugten Pline einschliefllich
der zugehorigen Vorbedingungen.
Alle Pléne erhalten den Namen ihrer jeweiligen Planspezifikationsformel (s.o.).

pl:

((forall x : ((sender (msg(x,system_mbox))=s) ~~>
(delete_flag(msg(x,system_mbox))=0))) &
(open_flag(system_mbox)=1))
&
(ex(from(s,system_mbox))&next next false) chop
(ex(folders(system_mbox))&next next false) chop
((n := 1)&next next false) chop
while(n < length(system_mbox),
if (sender (msg(n,system_mbox))=s,
(ex(type(n,system_mbox))&next next false) chop
(ex(save(n,y,system_mbox) )&next next false) chop
(ex(delete(n,system_mbox))&next next false),
ex(empty_action)&next next false) chop
((n := n+1)&next next false)) chop
ex(quit(system_mbox))

p2:

((delete_flag(msg(x,system_mbox))=0) &

(sender (msg(x,system_mbox))=s) &

(open_flag(system_mbox)=1))

&

(ex(from(s,system_mbox))&next next false) chop
(ex(folders(system_mbox) )&next next false) chop
(ex(type(x,system_mbox))&next next false) chop
(ex(save(x,y,system_mbox) )&next next false) chop
(ex(delete(x,system_mbox))&next next false) chop
ex(quit(system_mbox))

p3:

(delete_flag(msg(x,system_mbox))=0) &

(sender (msg(x,system_mbox))=s) &

(open_flag(system_mbox)=1))

&

(ex(from(s,system_mbox))&next next false) chop
(ex(folders(system_mbox))&next next false) chop
(ex(type(x,system_mbox))&next next false) chop
(ex(delete(x,system_mbox))&next next false) chop
ex(quit(system_mbox))
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p4:

((forall x : ((sender(msg(x,system_mbox))=s) ~~>
(delete_flag(msg(x,system_mbox))=0))) &
(open_flag(system_mbox)=1))
&
(ex(from(s,system_mbox) )&next next false) chop
((n := 1)&next next false) chop
while(n < length(system_mbox),
if (sender (msg(n,system_mbox))=s,
ex(type(n,system_mbox))&next next false,
ex(empty_action)&next next false) chop
((n := n+1)&next next false))

Die Menge der verwendeten Klassifikationskriterien mit ihrer numerischen
Bewertung.

class_formula(a, subplan,
[ global_var(x,integer),
global_var (mb,mbox),
global_var(y,file) 1,
(sometimes ex(save(msg(x,mb),y)) chop
ex(delete(msg(x,mb))) chop
ex(quit(mb))),subopt,0.2).

class_formula(c, subplan,
[ global_var (mb,mbox) ],
(sometimes ex(quit(mb))),opt,0.1).

class_formula(f, subplan,
[ global_var(x,integer),
global_var (mb,mbox) ],
(sometimes ex(type(msg(x,mb)))chop
ex(delete(msg(x,mb)))),opt,0.1).

class_formula(b, goal,

[ global_var(xb,integer),
global_var (mb,mbox) ,
global_var(zb,sender) ],

(exists mb:

(exists zb:
(sometimes (
(forall xb:

(((sender (msg(xb,mb))=zb) &
(delete_flag(msg(xb,mb)) = 0) &
(open_flag(yb)=1))

>
(sometimes ((read_flag(msg(xb,mb))=1))))))))),opt,0.3).
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class_formula(d,goal,

[ global_var(xb,integer),
global_var (mb,mbox),
global_var(zb,sender) ],

(exists mb:

(exists zb:
(sometimes(
(forall xb:
(((sender(msg(xb,mb))=zb) &
(delete_flag(msg(xb,mb)) = 0) &
(open_flag(mb)=1))
>

(sometimes((delete_flag(msg(xb,mb))=1))))))))),_,0.2).

class_formula(e,goal,

[ global_var(xb,integer),
global_var (mb,mbox),
global_var(zb,sender) ],

(exists mb:

(exists zb:
(sometimes (
(forall xb:
(((delete_flag(msg(xb,mb)) = 0) &
(open_flag(mb)=1))
>

(sometimes ((read_flag(msg(xb,mb))=1))))))))),_,0.1).
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